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RESUMO
Este estudo investiga o uso da visualizacdo de dados (VD) como ferramenta de apoio

na constru¢do de modelos preditivos voltados ao diagndstico da depressdo infantojuvenil. A VD
foi utilizada para orientar decisdes no pré-processamento, como limpeza, codificacio e anélise de
correlagdo, e também na interpretabilidade das previsdes por meio da técnica SHAP. A andlise
foi aplicada a dados de 378 individuos entre 10 e 16 anos. Os resultados mostram que a VD
contribuiu para identificar padrdes, inconsisténcias e varidveis relevantes, tornando o modelo mais
compreensivel e transparente.Além disso, a VD pode auxiliar a tomada de decisdo clinica e técnica
ao facilitar a interpretacdo dos resultados, destacar elementos criticos associados aos sintomas de
depressdo e tornar o processo decisério mais acessivel, mesmo em contextos complexos. O estudo
refor¢a a importancia de praticas interpretdveis no uso da inteligéncia artificial em saide mental.
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ABSTRACT
This study investigates data visualization (VD) to support the construction of predictive

models to diagnose childhood and adolescent depression. VD was used to guide decisions in pre-
processing, such as cleaning, coding, and correlation analysis, and also in the interpretability of
predictions using the SHAP technique. The analysis was applied to data from 378 individuals
between the ages of 10 and 16. The results show that VD helped identify patterns, inconsistencies,
and relevant variables, making the model more understandable and transparent. In addition, VD can
assist clinical and technical decision-making by facilitating the interpretation of results, highlighting
critical elements associated with symptoms of depression, and making the decision-making process
more accessible, even in complex contexts. The study reinforces the importance of interpretable
practices in using artificial intelligence in mental health.
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1. Introducao

A afirmacdo da OMS — “Nao hé satide sem sadde mental” [OMS, 2022] — evidencia
que o bem-estar psicoldgico é parte indissocidvel da saide geral. A saide mental envolve mais do
que auséncia de transtornos, incluindo equilibrio emocional e relagdes sociais sauddveis. Em 2022,
estimou-se que uma em cada oito pessoas no mundo vivia com algum transtorno mental, sendo a
depressdo um dos mais prevalentes, com aumento para 8% entre criancas de 6 a 12 anos na ultima
década [APA, 2014; OMS, 2022]. A deteccdo precoce é determinante para o sucesso terapéutico.

Avancos em Aprendizado de Maquina (AM) vém possibilitando identificar padrdes com-
plexos e apoiar diagnosticos de depressao [Liu e et al., 2025]. Entretanto, a qualidade da base de
dados (BD) € decisiva para a confiabilidade dos resultados. O pré-processamento, que prepara da-
dos brutos para anélise, influencia diretamente o desempenho e a interpretabilidade dos modelos
[Zelaya, 2019]. Nesse contexto, a Visualizagdo de Dados (VD) assume papel central: ao ser in-
corporada ao pré-processamento, permite identificar com maior agilidade outliers, valores ausentes
e inconsisténcias, além de orientar decisdes sobre limpeza, transformacdo e selecdo de varidveis.
Dessa forma, evita-se que o pré-processamento seja realizado “as cegas”, reduzindo o risco de ajus-
tes inadequados.

Na anélise exploratdria, representacdes visuais simplificam a compreensdo de padroes e
relagdes complexas [Brynne et al., 2013], sendo amplamente utilizadas em dreas como o sequen-
ciamento de DNA [Burkhardt, 2022]. Gréficos de dispersdo evidenciam outliers, heatmaps reve-
lam correlagdes e histogramas mostram distribui¢des, ajudando a evitar redundancias e perdas de
informacdo. Essa etapa visual ndo apenas otimiza a preparacdo da base de dados, mas também
aumenta a transparéncia das decisdes tomadas na modelagem Oberoi e Chauhan [2019].

A visualizacdo de dados também favorece a interpretabilidade dos resultados, especial-
mente na saide mental, onde multiplos fatores biopsicossociais interagem [Xu, 2023]. Explicac¢des
visuais, como as fornecidas pela técnica SHAP, tornam previsdes mais compreensiveis e fortalecem
a confianca dos profissionais de saide [Shinde e Shivthare, 2024]. No ambito das politicas publicas,
a VD sintetiza grandes volumes de dados em evidéncias aciondveis, auxiliando na defini¢do de es-
tratégias e alocacio de recursos.

Diante disso, este estudo tem como objetivo investigar o uso de técnicas de AM no di-
agnostico de transtornos depressivos, destacando o papel da VD tanto no pré-processamento dos
dados quanto na interpretabilidade dos resultados dos modelos. A hipétese central € que a VD tem
o papel de auxiliar na defini¢do das etapas de preparacdo dos dados e na interpretacdo dos modelos,
contribuindo na identificacdo de indicadores principais, aumentando a transparéncia das decisdes
e, por consequéncia, promovendo diagndsticos mais precisos e tratamentos mais eficazes. Nesse
contexto, utiliza-se a técnica SHAP (SHapley Additive exPlanations), que contribui para a interpre-
tabilidade ao explicar, de forma visual e quantitativa, a influéncia de cada varidvel nas previsdes dos
modelos. Com isso, a andlise busca aprimorar a compreensao dos dados clinicos, orientar escolhas
mais adequadas de pré-processamento e, em ultima instancia, favorecer diagndsticos mais precisos
e tratamentos mais eficazes.

Ao contririo de abordagens que restringem a visualiza¢do de dados a um papel secundério,
neste estudo ela foi integrada como elemento estruturante do processo decisério em todas as eta-
pas de pré-processamento e interpretabilidade. Cada visualizag¢do foi cuidadosamente alinhada a
critérios estatisticos, possibilitando a validag¢do visual de resultados de testes formais e a deteccio
de padrdes ou anomalias que poderiam passar despercebidos em anélises exclusivamente numéricas.
Essa integracdo acelerou o diagnéstico de problemas na base, reduziu retrabalho e promoveu maior
consisténcia entre decisdes técnicas e interpretacdes clinicas. A principal contribuicao técnica con-
siste na sistematizacdo de um fluxo metodolégico que integra visualizacdo de dados, métricas
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estatisticas e técnicas de imputacdo, codificacdo e selecdo de atributos, avaliando o impacto de
cada decisdo na interpretabilidade final via SHAP. Embora componentes isolados desse processo
ja tenham sido explorados em trabalhos anteriores [Nascimento et al., 2024], sua formalizagado e
aplicacdo a dados de satide mental infantojuvenil configuram um avango, permitindo reproducio e
adaptacdo a outros contextos complexos com multiplas varidveis biopsicossociais.

Para isso, utilizou-se uma base de dados para classificacdo de depressdao em criangas e
adolescentes brasileiros de 10 a 16 anos, obtida através de uma parceria com o Programa de Pos-
Graduacdo em Psicologia: Cognicdo e Comportamento da Universidade Federal de Minas Gerais
(UFMG). A base contém informagdes de 378 individuos, sendo 158 do género masculino e 220 do
género feminino, além de 72 caracteristicas demograficas, sociais e de satide mental.

2. Referencial Teorico
2.1. Depressao

A depressdo é um transtorno de saide mental caracterizado por sentimentos continuos
de tristeza, desesperanca e irritabilidade e outros sintomas como fadiga, culpa, desinteresse por
atividades, alteragdes no sono e no apetite, além de dores fisicas. O transtorno depressivo maior
(TDM) € um tipo comum de depressdo, influenciado por fatores biopsicossociais, com impacto
direto na estrutura e fungao neuronal [Khune et al., 2023].

O diagndstico geralmente envolve uma combinacdo de métodos incluindo questiondrios,
entrevistas clinicas e exames laboratoriais para descartar comorbidades. A detec¢do precoce e o
diagnéstico preciso sdo essenciais para garantir intervencdes eficazes, considerando os impactos
negativos da depressdo sobre a qualidade de vida e produtividade [Wang et al., 2024].

O tratamento pode incluir intervencdes farmacoldgicas, como inibidores seletivos da
recaptagdo da serotonina e da serotonina-noradrenalina [Stachowicz e Sowa-Kuéma, 2022], além
de abordagens nao farmacoldgicas, como terapia cognitivo-comportamental, estimulacdo magnética
transcraniana e neuropsicoterapia [Preval e Gietzen, 2024].

2.2. Visualizacao, Pré-processamento e Interpretabilidade de Dados

A andlise de dados em AM envolve etapas fundamentais que se complementam: VD,
pré-processamento e interpretabilidade. Em conjunto, essas etapas sdo especialmente relevantes no
contexto da saide mental, onde multiplas varidveis biopsicossociais estdo interligadas [Xu, 2023],
exigindo andlises transparentes e acessiveis para aplicacdo clinica.

A VD ¢ a etapa inicial da andlise e permite explorar padrdes, identificar anomalias e
orientar decisdes subsequentes de limpeza e transformacio dos dados. Ferramentas visuais como
gréificos de dispersdo, histogramas e heatmaps revelam tendéncias, ciclos e anomalias, fornecendo
as primeiras percepgdes sobre a estrutura dos dados [Saraswathi e Kasyap, 2024]. O uso de atributos
visuais (como cor, forma e tamanho) também facilita a compreensao rapida de estruturas complexas,
promovendo extracdo de conhecimento desde as etapas iniciais [Ware, 2019]. Essa andlise inicial
¢ fundamental para orientar as decisdes no processo subsequente de pré-processamento, garantindo
que as transformacdes aplicadas sejam apropriadas para o contexto dos modelos de AM [Chaudhari
e Choudhari, 2018].

O pré-processamento de dados € responsdvel por tratar os dados brutos, tornando-os lim-
pos, padronizados e prontos para a modelagem. Isso inclui tratamento de ruidos, valores ausentes e
discrepantes e varidveis categdricas, por meio de técnicas como imputacio, remog¢do, normaliza¢io
e codificagdo, assegurando que o modelo de AM processe informagdes de maneira confidvel e es-
truturada [Bala e Behal, 2024].

A etapa seguinte € a interpretabilidade, essencial para garantir que as previsdes geradas
pelos modelos de AM sejam compreensiveis ao usudrio, além de confidveis. No contexto da saude,
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a interpretabilidade permite que médicos e especialistas entendam as decisdes do modelo, aumen-
tando a transparéncia e a confianca no uso dessas tecnologias [Imans et al., 2024]. Ela pode ser
dividida em duas abordagens: local, que explica previsdes individuais, e global, que fornece uma
visdo geral do comportamento do modelo. O método SHapley Additive exPlanations (SHAP) aplica-
se a ambas, oferecendo insights sobre a influéncia de cada varidvel nas previsdes do modelo [Dafali
et al., 2023]. De maneira geral, o valor SHAP é calculado somando os efeitos de todos os atributos
de entrada, o que resulta em uma aproximacao da predicdo que se deseja explicar.

Dessa forma, a VD atua como a conexao entre a exploragao inicial dos dados e a com-
preensdo das decisdes algoritmicas, ampliando a confianga nos modelos e contribuindo para uma
aplicacdo clinica mais eficaz. Ao tornar as informagdes acessiveis e compreensiveis, ela se conso-
lida como uma ferramenta estratégica no apoio a tomada de decisdo médica.

3. Trabalhos Relacionados

A VD e o pré-processamento sdo etapas essenciais para o sucesso de modelos de AM na
area da saude, especialmente ao lidar com grandes volumes de dados e problemas complexos, como
epidemias e transtornos mentais. Estudos recentes, como o de Wang [2024], destacam a importancia
da VD naidentificacdo 4gil de padrdes e tendéncias, evidenciando seu amplo uso na anélise de dados
da COVID-19. Da mesma forma, a necessidade de um pré-processamento rigoroso € ressaltada por
Chahid et al. [2023], que analisaram técnicas especificas para o setor médico, incluindo limpeza,
transformacdo e normalizagdo dos dados. Esses cuidados ndo apenas aprimoram a precisdo dos
modelos, como também reduzem vieses, promovendo decisdes médicas mais confidveis.

Na area da saide mental, a Descoberta de Conhecimento em Bases de Dados tem se des-
tacado como uma abordagem eficaz para a exploracdo de grandes volumes de informagdes. No
estudo de [Farid e Donyatalab, 2023], dados da Open Sourcing Mental Illness! foram analisados
para identificar padrdes de satide mental entre funciondrios do setor de tecnologia, revelando uma
maior prevaléncia de transtornos mentais entre homens e sua associagdo com a queda de produtivi-
dade. Esses achados reforcam a importancia de processos estruturados de andlise e interpretacao de
dados para embasar estratégias eficazes de mitigacdo.

Além disso, modelos explicdveis tém ganhado destaque na detec¢do e avaliagdo de trans-
tornos mentais, contribuindo para aumentar a transparéncia e facilitar sua adocao na pratica clinica.
No estudo de Imans et al. [2024], um modelo baseado em Dynamic Ensemble Learning foi apli-
cado a dados do National Social Life, Health, and Aging Project?, alcancando 88,33% de precisio
na deteccdo da depressdo e 83,68% na previsao de sua gravidade. Nesse contexto, técnicas de
Inteligéncia Artificial Explicdvel desempenharam um papel essencial ao identificar fatores-chave,
ampliando a interpretabilidade dos resultados e oferecendo um suporte mais robusto a tomada de
decisdo médica.

4. Metodologia

Este estudo utilizou um conjunto de dados fornecido pela UFMG, composto por
informagdes de 378 criancas e adolescentes com idades entre 10 e 16 anos, sendo 158 meninos
e 220 meninas. O banco de dados contempla 72 atributos relacionados a determinantes sociais e a
saiude mental. A varidvel de interesse (classe), denominada CDI, indica o nivel de depressdo dos
participantes, categorizado em “baixo”(63 casos) ou “alto”(315 casos), com base no percentil 85 da
distribuicao dos escores. A Tabela 1 descreve os atributos considerados e seus respectivos tipos.

Nesta andlise, o uso da VD ¢ fundamental para orientar as decisdes em cada etapa do pré-
processamento. Visualizacdes especificas sdo geradas conforme o tipo de dado, antes da aplicacdo
de cada técnica, e sempre acompanhadas por andlises estatisticas correspondentes — como o teste

!Organizacio que apoia a satide mental na comunidade de tecnologia.
%Estudo longitudinal dos EUA sobre conexdes sociais, satide e envelhecimento em idosos.
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Tabela 1: Classificagdo dos atributos do conjunto de dados

Tipo Atributo

Bindrio Sexo, Pais vivem juntos ou separados, Mae trabalha, Atendimento psicolégico mae, Atendimento psicolégico fa-
miliar mae, Medicamento mae, Pai trabalha, Atendimento psicoldgico pai, Atendimento psicoldgico familiar pai,
Medicamento pai, CDI (classe)

Numérico| Idade, Tempo com mae durante semana, Tempo com mae final semana, Tempo com pai durante semana, Tempo
com pai final semana, Afetividade, Problemas ansiedade, Problemas somaticos, Problemas hiperatividade/déficit de
atencdo, Problemas de comportamento opositor-desafiador, Problemas conduta, Problemas obsessivo-compulsivo,
Problemas stress pds-traumatico, Qualidades positivas, Idade mae, Tempo com filhos durante semana mae, Tempo
com filhos final semana mae, Idade pai, Tempo com filho durante semana pai, Tempo com filho final semana pai,
Questiondrio YSR (10 questdes)

Nominais | Mora com quem, Atendimento psicoldgico, Escolaridade pai, Escolaridade mae, Questiondrio CDI (27 questdes)

qui-quadrado para atributos nominais, a correlagdo de Pearson para varidveis numéricas e o célculo
de p-valores para significancia. Essa integracdo permitiu validar visualmente os resultados dos
testes formais e identificar padrdes, comportamentos e possiveis anomalias que poderiam passar
despercebidos em abordagens exclusivamente numéricas, direcionando com mais precisio as acdes
subsequentes.

A Figura 1 ilustra o fluxo do processo, que comega com a coleta da base. Em seguida,
utiliza-se a VD para a verificacdo de padrdes e incoeréncias. A préxima etapa € a limpeza, que eli-
mina inconsisténcias e valores irrelevantes. No tratamento dos dados, realizam-se transformacoes e
imputagdes de dados ausentes para andlise. A modelagem aplica algoritmos para extrair padroes, e
o processo € finalizado com a interpretabilidade, explicando os resultados dos modelos de aprendi-
zado. Toda a metodologia foi realizada utilizando a linguagem Python?.

Visualizagdo dos dados

i @
. ~
Pl | ~o
- 7/ | ~
v ~
- ~
-7 V4 v -~
2 =
e - & - 8 - ¥ -
Base de dados Limpeza dos dados Tratamento dos dados N ! Interpr

Figura 1: Fluxo da metodologia aplicada: desde a obtenc¢do da BD, seguido pela VD, limpeza, tratamento e

modelagem, até a interpretacdo dos resultados.

A limpeza dos dados € essencial para garantir a qualidade da base utilizada. Técnicas
de VD, como heatmaps e dotplots, foram aplicadas para identificar padrdes de correlacdo entre os
atributos e a varidvel alvo, além de detectar valores ausentes. Essa andlise permitiu identificar atri-
butos e instdncias com muitos dados faltantes, assim como atributos altamente colineares, levando
a eliminacdo desses elementos da base.

A transformacdo dos dados foi realizada com o objetivo de preparar a base para a mo-
delagem. A distribuicdo das atributos categéricos foi analisada por meio de grificos de barras e
Proportional Area Charts (Half Circle), possibilitando a percepcao da frequéncia e das opcoes de
resposta disponiveis. Com base nas andlises realizadas, os dados nominais foram convertidos para
formato numérico utilizando técnicas de codificacdo especificas. Atributos binarios nominais foram
transformados nos valores O e 1, atributos ordinais foram transformados com Ordinal Encoding, pre-
servando a hierarquia, e atributos categdricos ndo ordinais foram tratados com Dummy Encoding,

SDocumentagio disponivel em: https://www.python.org/doc/
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criando atributos indicadores para cada categoria. Em seguida, os dados foram imputados com o
método KNN Imputer.

Na etapa de modelagem, a base de dados foi dividida em 80% para treino e 20% para teste.
Foi utilizada a validacao cruzada com 10 dobras e, para lidar com o desbalanceamento das classes,
aplicou-se SMOTE. Na sequéncia, procedeu-se a otimizagao de hiperpardmetros do Random Forest
via BayesSearchCV (scikit-optimize), com n_iter=30, cv=3, scoring="‘recall’ e random_state=42,
explorando n_estimators, criterion, max_depth, min_samples_split, min_samples_leaf, max_features
e bootstrap. O melhor conjunto obtido foi: bootstrap=True, criterion="‘entropy’, max_depth=8,
max_features=‘sqrt’, min_samples_split=7 e n_estimators=22. Todo o fluxo foi implementado em
Python 3.11, com as bibliotecas pandas, numpy, scikit—-learn, imbalanced-learn,
scikit-optimize, scipy,matplotlib, seaborn e shap.

Com essa configuragcdo, o Random Forest superou outros algoritmos avaliados — como
XGBoost, Arvore de Decisido e Rede Neural — todos treinados e validados com o mesmo procedi-
mento e ajuste de hiperpardmetros. A escolha final baseou-se no desempenho no conjunto de teste,
adotando o recall como principal métrica, por se tratar de um cendrio em que minimizar falsos
negativos € essencial.

Por fim, a etapa de interpretabilidade teve como objetivo compreender os fatores que
influenciaram as decisdes do método de aprendizado. Para isso, foi empregada a técnica SHAP, que
atribui valores de importancia a cada varidvel em relagdo a saida do modelo. A anélise foi conduzida
por meio do Summary Plot, destacando as 10 varidveis mais influentes na predi¢ao.

5. Resultados e Discussoes

Nesta se¢do, sdo apresentadas as visualizagOes das etapas de pré-processamento realiza-
das, bem como os resultados obtidos com o método de AM aplicado. Apds a preparagao da base,
o algoritmo Random Forest foi implementado para a classificagdo dos casos de depressdo infan-
tojuvenil. O desempenho do modelo foi avaliado por meio de métricas amplamente utilizadas em
problemas de classifica¢do, incluindo precisdo, recall e F1-score.

5.1. Resultados da visualizacio e das principais etapas de pré-processamento da BD

A VD foi fundamental para auxiliar na compreensdo das caracteristicas da base de dados e
apoiar a tomada de decisao durante o pré-processamento. A aplicacio de técnicas gréficas facilitou
a identificacdo de padroes, inconsisténcias e estratégias adequadas para o tratamento dos atributos,
contribuindo para decisdes mais informadas e criteriosas. Com isso, foi possivel garantir maior
qualidade nos dados utilizados na andlise da depressao infantojuvenil.

5.1.1. Correlacao entre os atributos

A andlise de correlacio entre os atributos foi conduzida com o apoio de dois heatmaps,
ilustrados na Figura 2, um voltado para atributos numéricos e outro para atributos nominais. Essas
visualiza¢des atuaram como suporte na tomada de decisdo sobre a manutencdo ou remocdo de
varidveis, facilitando a interpretacdo das relacdes entre atributos e contribuindo para uma selecio
mais criteriosa.

A Figura 2(a) apresenta o heatmap gerado a partir da matriz de p-valores do teste qui-
quadrado, permitindo identificar associagdes estatisticamente significativas entre os atributos no-
minais e a classe (baixa ou alta depressdo). Foi adotado um valor de corte de 0,05 para essa
avaliac@o. A visualizagdo revelou correlacdes relevantes nos atributos ‘Atendimento psicolégico’
e nas variaveis do questionario CDI, destacados em azul escuro. Com base nessa evidéncia visual
e estatistica, optou-se por remover esses atributos da modelagem a fim de evitar redundancia e a
criagdo de relagdes artificiais ou ndo confidveis.

J4a a Figura 2(b) apresenta o heatmap produzido através da matriz de correlacio de Pearson
para os atributos numéricos. Utilizou-se um valor de corte de 0,7 para identificar correlacdes
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fortes. A andlise demonstrou que nao havia atributos altamente correlacionados com a classe, o que
sustentou a decisdo de preservar todos esses atributos para a modelagem.

(a) Correlagdo entre os atributos nominais (b) Correlagdo entre os atributos numéricos
Figura 2: Correlagdo entre os atributos e sua relagdo com a identificacdo de atributos redundantes.

O uso dessas representagdes visuais foi util para esclarecer, de forma intuitiva, as de-
pendéncias entre atributos e auxiliar na identificacdo de redundancias. Além disso, a VD contribuiu
para selecionar atributos mais relevantes, aprimorando a qualidade do conjunto de dados e a in-
terpretabilidade dos modelos. Esse processo se mostra especialmente importante em contextos de
multicolinearidade, onde correlacdes elevadas podem distorcer a andlise do impacto individual de
cada variavel nas previsoes.

5.1.2. Verificacao de dados ausentes

A VD ¢ uma ferramenta util na andlise de valores ausentes, pois permite observar a quan-
tidade de auséncia total e de cada atributo. Técnicas como heatmaps de valores nulos, dotplots,
gréificos de dispersdo e histogramas facilitam a identifica¢do de atributos com maiores proporg¢des
de auséncia, possibilitando uma melhor compreensio da distribui¢do desses valores e contribuindo
nas decisdes sobre o tratamento adequado dos dados incompletos.

Além de auxiliar na identificacdo de auséncias, a VD também contribui na tomada de de-
cisdo sobre a preservagao ou exclusao de atributos, considerando nio apenas a taxa de auséncia, mas
também sua relevancia para o conjunto. Ao visualizar correlagdes, é possivel avaliar se a exclusdo
de certos atributos comprometeria a diversidade informacional ou se ha redundancia suficiente para
justificar essa remog¢do sem prejuizo significativo.

A Figura 3 ilustra os dotplots e heatmaps utilizados para analisar a distribuicao dos valores
ausentes, contribuindo para definir estratégias de imputacdo. Como parte desse processo, instancias,
Figura 3(a), e atributos, Figuras 3(b) e 3(c), com mais de 70% de valores ausentes foram removidos
para reduzir ruidos e preservar a consisténcia da base.

Dessa forma, a VD auxilia na identificacdo do percentual de auséncia, o que pode orientar
a escolha de métodos de tratamento mais adequados. Embora ndo defina diretamente a técnica a ser
aplicada, a visualizacdo fornece subsidios importantes para decisdes mais fundamentadas, contri-
buindo para a qualidade dos dados e, consequentemente, para a interpretabilidade dos modelos.

5.1.3. Codificacao de atributos nominais
A VD desempenha um papel importante como ferramenta de apoio no processo de
codificac@o de atributos, especialmente apds a etapa de limpeza da BD. No caso desta BD, que
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Figura 3: Distribuicdo de valores ausentes em instancias e atributos e sua relagdo com a qualidade das

informacdes.

inclui atributos nominais bindrios, categdricos ordinais e categdricos ndo ordinais, as visualiza¢des
contribuiram significativamente para a compreensao da distribui¢do e das relacdes entre as varidveis.
Essas informacgdes auxiliaram na escolha e validagdo das técnicas de codificagdo mais adequadas,
tornando o processo mais fundamentado e transparente.

Para os atributos nominais bindrios, a Figura 4(a) exibe a distribui¢do em um Proportional
Area Chart (Half Circle), facilitando a visualizagao das proporcdes de cada categoria. Esses atribu-
tos foram binarizados, substituindo uma categoria por 0 e a outra por 1, mantendo a simplicidade e
a interpretacao direta dos dados.

Na Figura 4(b), a distribui¢do dos atributos categéricos ordinais € exibida em um gréafico
de barras, evidenciando a hierarquia entre as categorias. Com base nessa hierarquia, foi aplicada a
codificag@o ordinal, atribuindo niimeros inteiros sequenciais que respeitam a ordem natural, como
no atributo ‘Escolaridade Mae’, que foi mapeado de 0 a 7 para refletir diferentes niveis de escolari-
dade. A VD reforca a coeréncia dessa escolha ao representar claramente a ordem dos valores.

Para o atributo categdrico nominal ‘Mora com quem’, a Figura 4(c) mostra a distribui¢io
de frequéncias por meio de um gréfico de barras. Como ndo h4 hierarquia entre as categorias, a
codificagc@o ordinal nao se aplicaria adequadamente. Inicialmente, considerou-se a técnica de Fre-
quency Encoding, mas a repeticdo de frequéncias idénticas entre diferentes categorias, como ‘pai e
irmao e outros’, ‘pai’ e ‘pai e madrasta e outros’, todas com frequéncia de 0,3, poderia comprometer
a interpretabilidade dos dados. Diante disso, optou-se pela codificagdo Dummy Encoding, que trans-
forma cada categoria em uma varidvel binaria independente. Essa abordagem oferece maior clareza
e interpretabilidade, especialmente em contextos onde a disting@o entre categorias € essencial.

A VD, nesse contexto, foi particularmente 1til para identificar padrdes nas frequéncias
e fundamentar essa decisdo, atuando como um suporte visual a andlise técnica, sem, no entanto,
substituir a necessidade de critérios estatisticos e conceituais na escolha das codificacoes.
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Figura 4: Visualizagdo dos atributos nominais e sua relagdo com a codificagao.

5.1.4. Imputacio de dados ausentes

A VD, conforme ilustrado na Figura 3, serve como recurso complementar relevante na
compreensao da distribuicdo das auséncias e na defini¢do da melhor estratégia de imputag¢ao. Em-
bora o processo de imputacdo possa ser conduzido com base em critérios estatisticos, a VD oferece
uma perspectiva complementar que facilita a identificacdo de padrdes de auséncia e possiveis vieses.
Mesmo apods a exclusdo de atributos, ainda havia varidveis com menos de 70% de valores ausen-
tes, tornando necessdrio um tratamento adequado para evitar perdas de informacao e distor¢des na
andlise.

Inicialmente, considerou-se a imputacdo pela moda para atributos nominais e pela média
para numéricos. No entanto, a andlise dos graficos de frequéncia revelou que esses métodos pode-
riam super-representar determinados grupos, distorcendo padrdes e comprometendo a interpretabi-
lidade do modelo. Por exemplo, no atributo ‘Mae trabalha’, veja Figura 4(a), a imputacao pela moda
resultaria em ‘Sim’, o que poderia ocultar varia¢Ges reais na distribuicio dos dados. Com base nessa
exploragao visual, foi possivel reconhecer limitagdes dos métodos simples de imputacdo. Como al-
ternativa, optou-se pelo uso do KNN Imputer para imputé-los.

Essa verificacdo visual complementa os métodos estatisticos e contribui para manter a
coeréncia dos dados, reforcando a confiabilidade dos modelos de AM. Ao possibilitar a andlise
integrada das estratégias de pré-processamento aplicadas, a VD mostrou-se relevante no apoio
as decisdes tomadas durante suas fases fundamentais. Sob essa perspectiva, a integragdo entre
representacdes visuais e andlises quantitativas assegurou que a base fosse adequadamente prepa-

rada para os algoritmos de AM, preservando tanto a informacdo contida nos atributos quanto a
interpretabilidade dos resultados.

5.2. Resultados do modelo de aprendizado

Com precisdo de 95% e recall de 90%, o modelo treinado classifica corretamente a maioria
dos casos da classe baixa. O FI-score de 93%, uma média harmonica entre precisao e recall, sugere
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baixa ocorréncia de erros ao identificar individuos com baixa depressdo, refor¢cando a eficicia do
modelo neste grupo.

Em contraste, a deteccdo de individuos com alta depressao apresenta um desempenho
moderado. A precisdo de 60% indica uma taxa considerdvel de falsos positivos, enquanto o recall
de 75% sugere que a maioria dos casos reais de alta depressdo foi corretamente identificada. O
recall € crucial nesse contexto, pois a falha em detectar casos de depressdo severa pode resultar
no tratamento inadequado e agravamento do quadro. Embora o FI-score de 67% indique um certo
desequilibrio entre precisao e recall, a priorizacao do recall € essencial para garantir que a maioria
desses individuos seja identificada. Um dos possiveis fatores para esse desempenho pode ser o
desbalanceamento de classes, indicando que o algoritmo SMOTE pode nao ter sido eficaz na tarefa
de balanceamento. Além disso, a elevada quantidade de valores ausentes reduziu o nimero de
atributos disponiveis, o que pode ter impactado o desempenho dos algoritmos de AM.

Quanto a interpretabilidade, a Figura 5 apresenta o Summary Plot, representacdo da
distribuicdo e variabilidade dos valores de SHAP para cada varidvel. A visualizacdo exibe as 10
varidveis mais influentes nas predi¢des do modelo. Cada ponto representa uma observagdo indivi-
dual (crianca ou adolescente) e mostra o valor SHAP correspondente ao impacto daquele atributo
na saida do modelo. A posi¢do no eixo X indica se a varidvel contribui para aumentar (valores
positivos) ou reduzir (valores negativos) a probabilidade de classificacdo como depressdo alta. As
cores refletem a magnitude do valor original da varidvel: vermelho para valores altos e azul para
valores baixos. Vale destacar que nenhuma varidvel, isoladamente, determina a classe do individuo.

High

Afetividade I’- TR TR
Ansiedade »ve " Lt
Problemas stress pés traumatico * Rt et
Problemas hiperatividade/déficit de atengao <ile | nl- °
Problemas externalizantes -’- paaa '_E
Problemas de comportamento opositor-desafiador . -* e %
Problemas conduta . + oo <
Problemas internalizantes "ﬂ -t
Qualidades positivas . ‘-*-’--
Quebrar regras ...-*-

—_— "low
-0.1 0.0 0.1 0.2

SHAP value (impact on model output)

Figura 5: 10 atributos mais relevantes na deteccao de depressao

Ao utilizar o algoritmo Random Forest em conjunto com a técnica SHAP para andlise
interpretativa, observou-se que as varidveis mais relevantes estdo associadas a escalas orientadas
no DSM-5 [APA, 2014], a qualidades positivas e ao questiondrio YSR, destacando a importancia
desses instrumentos na identificagdo de sintomas depressivos em jovens de 10 a 16 anos.

A andlise indica que atributos como afetividade, ansiedade, problemas de estresse pds-
traumdtico e problemas de atencdo/hiperatividade estdo fortemente associados ao aumento da pro-
babilidade de depressao alta, especialmente quando seus valores sdo elevados. Por outro lado,
varidveis como qualidades positivas e, em menor grau, comportamentos de quebra de regras, apre-
sentam valores de SHAP negativos quando seus valores sdo altos, sugerindo um efeito protetor ou
redutor no risco de depressao.

Esses resultados destacam a importancia de caracteristicas emocionais € comportamentais
como preditores da condicdo depressiva em criancas e adolescentes. Além disso, evidenciam o
valor da técnica SHAP como ferramenta de interpretabilidade, contribuindo para decisdes clinicas e
pedagdgicas mais informadas com base em modelos de AM.
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Importante ressaltar que as visualiza¢cdes em tamanho original estdo disponiveis no ma-
terial suplementar*. O uso do SHAP trouxe transparéncia as predicdes do modelo, facilitando sua
aplicacdo pritica em contextos reais. Além disso, a andlise reforca a relevancia da VD no pré-
processamento, especialmente na transformacio de varidveis e exploracdo grafica, aprimorando a
interpretabilidade e a identificacdo de padrdes. Técnicas como heatmaps, dotplots e graficos de
barras foram fundamentais para detectar padrdes e anomalias, contribuindo para a construcio de
um modelo mais robusto e garantindo resultados mais claros e consistentes.

6. Conclusoes

Este estudo destacou a importincia da visualizacdo de dados nas etapas de pré-
processamento para criar modelos de AM mais interpretdveis e confidveis. Utilizando uma base
de dados de criancgas e adolescentes de 10 a 16 anos, a anédlise explorou a relacfo entre aspectos
psicossociais e de saide na classificagao da depressao infantojuvenil.

A VD demonstrou ter papel complementar no suporte ao desenvolvimento de modelos
interpretaveis para diagndstico de depressdao em criancas e adolescentes. No pré-processamento, a
VD auxiliou na deteccdo de padrdes, inconsisténcias e correlacdes, auxiliando decisdes sobre trata-
mento de atributos e balanceamento. Na fase de interpretacdo, técnicas como o SHAP permitiram
visualizar o impacto das varidveis nas previsdes, promovendo maior transparéncia.

Embora métodos como SMOTE e KNN Imputer tenham sido uteis para lidar com des-
balanceamento e dados ausentes, também introduzem limitacdes a interpretabilidade, exigindo
avaliac@o criteriosa, ja que ambos geram dados artificiais. Nesse contexto, surge um trade-off entre
eficiéncia e interpretabilidade, onde a busca por melhores resultados em termos de performance
pode comprometer a clareza e a transparéncia nas decisdes tomadas pelo AM. Assim, ¢ fundamen-
tal avaliar cuidadosamente a necessidade dessas técnicas em cada aplicag@o, ponderando os ganhos
em acuracia em relac@o a potencial perda de confiabilidade na explicacdo dos resultados.

Desta forma, este trabalho ressalta a importincia de incorporar préticas éticas e transpa-
rentes no uso de IA em contextos de sadde. A integracdo dessas préticas tem o potencial de melhorar
a confianga dos usudrios e expandir a sua aplicacdo em setores criticos, como a satide mental.

Pesquisas futuras devem explorar novas visualiza¢des para auxiliar em etapas adicionais
do pré-processamento que ndo foram consideradas neste estudo. Além disso, é fundamental avaliar
a aplicabilidade e a validacdo dos métodos em bases de dados de saide de diferentes dimensdes.
Outro aspecto relevante é o uso de visualiza¢des interativas e o desenvolvimento de ferramentas
acessiveis que integrem essas técnicas de forma pratica para profissionais da satide.
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