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RESUMO

A floresta amazonica enfrenta ameagas crescentes de queimadas, impulsionadas por mudangas
climaticas e interven¢do humana. Este estudo aplica técnicas de séries temporais para prever a
incidéncia de queimadas na regido, utilizando dados da Colecdo de Queimadas do MapBiomas
(1985-2023). Foram desenvolvidos modelos estatisticos como SARIMA, simulagdes de Monte
Carlo, bagging e séries temporais robustas. Estes modelos foram capazes de capturar corretamente
os padrdes sazonais do fenomeno estudado, apresentando bom desempenho preditivo. O SARIMA
identificou padrdes sazonais e autorregressivos; Monte Carlo introduziu estocasticidade para
avaliacdo de riscos; e 0 bagging contribuiu para maior estabilidade das previsdes. Modelos robustos
apresentaram os menores erros no teste out-of-sample. Conclui-se que a integragdo de varidveis
explicativas e técnicas avangadas ¢ fundamental para aprimorar a previsdo e apoiar politicas
publicas de mitigacdo e planejamento.
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ABSTRACT

The Amazon rainforest faces increasing threats from wildfires, driven by climate change and
human intervention. This study applies time series techniques to forecast fire incidence in the
region using data from the MapBiomas Fire Collection (1985-2023). Statistical models such as
SARIMA, Monte Carlo simulations, bagging, and robust time series methods were developed.
These models successfully captured the seasonal patterns of the phenomenon, demonstrating good
predictive performance. SARIMA identified seasonal and autoregressive structures; Monte Carlo
introduced stochasticity for risk assessment; and bagging contributed to greater predictive stability.
Robust models yielded the lowest out-of-sample errors. The study concludes that integrating
explanatory variables and advanced techniques is essential to improve forecasting and support
public mitigation and planning policies.
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1. Introducao

A Amazonia, bioma localizado na América do Sul e o maior do Brasil, é de suma
importancia para o mundo. Nao s6 abriga milhdes de espécies de plantas e animais, sendo um foco
rico de biodiversidade, mas também presta servigos ambientais inestimaveis ao planeta. Como ¢
uma densa floresta, armazena e sequestra grandes quantidades de CO2 em sua biomassa, o que
contribui para a regulacdo da concentragdo do gas na atmosfera. Através da evapotranspiracao
realizada por sua flora, é responsavel pela reciclagem da humidade e padrdes de circulagdo
atmosférica (Hadley e Walker), afetando ndo apenas a regido como também sistemas climaticos
em latitudes médias e altas (e.g., Europa ¢ Asia). Além disso, também é fundamental para regular
o balanco hidrico da regido, o controle de doencas, fornecimento de produtos e materiais e servigos
culturais e estéticos. [Foley et al. 2007]

Apesar de seu inestimavel valor, enfrenta ameacas persistentes decorrentes do
desmatamento e da atividade de queimadas, impulsionadas pela interven¢do humana e pelas
mudangas climaticas. As queimadas na Amazonia acarretam consequéncias ecoldgicas e sociais
severas, contribuindo para a perda de biodiversidade, emissdes de carbono e impactos em
comunidades indigenas e locais. Compreender a dindmica da incidéncia de queimadas e prever
com precisdo sua ocorréncia ¢ essencial para a formulacdo de politicas publicas informadas,
alocacdo de recursos e estratégias eficazes de mitigacao [Brando et al. 2020; Lapola et al. 2023].

Mesmo com a significativa reducdo nas taxas de desmatamento na Amazonia brasileira
nas ultimas décadas, observou-se um aumento na incidéncia de incéndios florestais durante anos
de seca extrema. Segundo [Aragdo et al. 2018], embora tenha havido uma queda de 76% no
desmatamento entre 2003 e 2015, o nimero de incéndios aumentou 36% durante a seca de 2015,
atingindo areas antes pouco afetadas. Esses incéndios, impulsionados por condi¢des climaticas
mais secas ¢ pelo uso continuo de fogo em atividades agropecudrias, demonstram um
“desacoplamento” entre desmatamento e fogo, indicando que a redug@o do desmatamento por si s6
ndo ¢ suficiente para conter as emissdes de carbono e a degradacdo florestal associadas aos
incéndios. [Alencar et al. 2022] destacam que o bioma amazoénico foi 0o que mais teve seu ciclo
natural de fogo afetado pelas agdes humanas de mudanca de uso do solo. Sua pesquisa ainda indica
que, entre 1985 e 2020, o bioma concentrou 41,3% do fogo registrado no pais, atras apenas do
bioma do cerrado, onde a vegetagdo € adaptada a regimes de queima periodicos, o que ndo ocorre
na Amazodnia.

Ainda segundo [Aragdo et al. 2008], a seca aumenta significativamente o risco de
incéndios florestais na Amazonia, pois reduz a umidade, intensifica o acimulo de material
combustivel seco e facilita a propagacdo do fogo, mesmo em areas com taxas menores de
desmatamento. Uma importante varidvel correlacionada com este fenomeno, a variabilidade da
temperatura da superficie dos oceanos Atlantico e Pacifico exerce forte influéncia sobre o regime
de chuvas na Amazonia, modulando a ocorréncia de secas severas por meio de conexdes
atmosféricas que alteram a circulagdo regional e a entrada de umidade na floresta [Santos et al.
2024].

Uma revisdo de literatura recente [Jain et al. 2020] destaca que, do ponto de vista
tecnologico, os principais desafios para implementar sistemas de previsdo de incéndios incluem a
complexidade dos processos fisicos, limitagao ao acesso de dados de qualidade ¢ a dificuldade de
generalizagdo entre regides. Nesse contexto, técnicas estatisticas e de aprendizado de maquina sao
preferidas ou usadas em complemento aos modelos baseados em processos naturais, por
permitirem analises rapidas e adaptaveis a grandes volumes de dados e ndo requererem bases
detalhadas, mesmo sem descrever explicitamente todos os processos fisicos envolvidos na
propagacdo de incéndios.

O objetivo deste trabalho ¢ avaliar e comparar diferentes abordagens estatisticas e robustas
para previsdo da incidéncia de queimadas na Amazonia, utilizando dados historicos de cicatrizes
de fogo do MapBiomas. A proposta consiste em aplicar, em um mesmo conjunto de dados, modelos
amplamente usados na literatura (SARIMA), métodos de incorporagdo de incerteza (simulagdes de
Monte Carlo), técnicas de agregacdo de previsdes (bagging) e abordagens de otimizac¢ao robusta
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(séries temporais estaveis), analisando seus desempenhos in-sample e out-of-sample. Dessa forma,
busca-se ndo apenas identificar a técnica com melhor desempenho preditivo, mas também discutir
o potencial e as limitagdes dessas abordagens para subsidiar politicas de prevengdo e mitigagao de
queimadas.

O restante deste trabalho esta organizado da seguinte forma: a Secéo 2 apresenta a revisao
de literatura e descreve os fundamentos tedricos e metodologicos dos modelos adotados. A Secao
3 detalha os dados utilizados e o procedimento de modelagem. A Segdo 4 apresenta os resultados
obtidos para cada abordagem, enquanto a Se¢do 5 discute suas implicag¢des, relacionando-as a
estudos prévios e ao contexto das mudancas climéaticas. Por fim, a Secdo 6 sintetiza as principais
conclusdes e sugere diregdes para pesquisas futuras.

2. Marco teérico

Esta se¢@o apresenta uma visao geral dos principais fundamentos tedricos subjacentes aos
modelos empregados neste estudo. Os resultados da aplicagdo de cada método serdo analisados
detalhadamente na se¢do de resultados
2.1 Simulacdes de Monte Carlo e Latin Hypercube sampling

As simulagdes de Monte Carlo sdo uma ferramenta poderosa e versatil usada na andlise de
séries temporais para avaliar a robustez, a acuracia e o comportamento dos modelos sob diferentes
cenarios. A técnica envolve a geracdo de multiplas amostras sintéticas de dados, introduzindo
aleatoriedade nos residuos do modelo. Essas simulagdes sdo particularmente efetivas ao trabalhar
com processos estocasticos, como séries temporais, pois ajudam a quantificar a incerteza, prever
valores futuros e testar o impacto de diferentes suposi¢cdes sobre o desempenho do modelo
[Rubinstein and Kroese 2017].

Apds a especificacdo e predicdo do modelo, os residuos (diferenca entre valores reais e
previstos) sdo gerados e ajustados a uma distribuicdo — geralmente aquela que apresenta 0 menor
erro quadratico, embora outros métodos também possam ser aplicados, como os critérios de Akaike
Information Criterion (AIC) ou Bayesian Information Criterion (BIC), ou testes como o de
Kolmogorov-Smirnov. Em seguida, erros aleatérios podem ser extraidos dessa distribuicao e
somados de volta aos valores previstos, assumindo que a correlagdo temporal dos residuos foi
devidamente tratada durante a estimac¢do do modelo, mimetizando a natureza estocastica dos dados
[Rubinstein and Kroese 2017].

Utilizando os parametros estimados do modelo e os erros aleatorios gerados, séries
temporais sintéticas sdo criadas iterativamente. Cada série sintética segue a dinamica definida pelo
modelo original, incluindo componentes autorregressivos, de média moével e sazonais. As previsdes
sdo entdo geradas para cada série simulada, fornecendo uma gama de possiveis desfechos. Os
resultados s3o agregados para produzir previsdes probabilisticas, como intervalos de previsao
[Rubinstein and Kroese 2017]. Neste trabalho, o conjunto das simulagdes, calculado como a
mediana das simulagdes para cada tempo, foi obtido e suas métricas de ajuste foram comparadas
aos demais modelos.

No que diz respeito ao procedimento de geragdo de erros, este estudo emprega a Latin
Hypercube Sampling — LHS, um método estatistico utilizado para a amostragem eficiente do
espago de pardmetros em simulagdes numéricas e andlises de incerteza. Diferentemente da
amostragem aleatoria simples, o LHS estratifica a distribui¢do de probabilidade acumulada de cada
variavel de entrada em intervalos iguais e garante que cada intervalo seja amostrado exatamente
uma vez. Essa abordagem reduz a probabilidade de agrupamentos e assegura uma cobertura mais
uniforme do espago de parametros, levando a uma amostragem mais representativa e eficiente. No
contexto de séries temporais ¢ modelagem estocastica, o LHS ¢é especialmente 1til para reduzir a
variancia nas simulagdes de Monte Carlo ao gerar cenarios diversos e bem distribuidos. Ao cobrir
sistematicamente o espago de parametros, pode fornecer estimativas mais precisas dos resultados
do modelo com menos amostras, em comparagdo com métodos de amostragem aleatdria
tradicionais [Loh 1996].
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2.2 Bagging

Bagging (abreviacao de Bootstrap Aggregating) ¢ um método de aprendizado em conjunto
(ensemble) usado para melhorar a acuracia e estabilidade de modelos, reduzindo a varidncia e
mitigando o sobreajuste (overfitting) [Bergmeir et al. 2016]. A ideia central do bagging ¢ criar
multiplas versdes de um conjunto de dados por meio de bootstrapping — amostragem com
reposigdo — e treinar um modelo individual em cada amostra. As previsdes desses modelos sdo
entdo agregadas, tipicamente usando a média/mediana para problemas de regressdo para produzir
um resultado.

Neste trabalho, o bagging foi combinado com a decomposi¢do STL (Seasonal-Trend
decomposition using Loess) para lidar com as complexidades inerentes a série temporal de
incidéncia de queimadas [Aragdo et al. 2018; Marengo et al. 2012]. A decomposi¢do STL foi
aplicada primeiro para dividir a série em seus componentes principais: tendéncia, sazonalidade e
residuos.

O procedimento de bagging adaptado seguiu os seguintes passos, conforme adaptado
de [Bergmeir et al. 2016] e reproduzido na figura 1:

1. Decomposi¢do: A série foi decomposta usando STL para extrair o
componente de residuos, removendo a influéncia de tendéncias de longo prazo e ciclos
sazonais.

2. Bootstrap dos Residuos: A amostragem bootstrap foi aplicada

especificamente aos residuos. Através dessa amostragem, multiplas variagoes da série de
residuos foram geradas, capturando a incerteza e a variabilidade potencial.

3. Reconstrugdo: Para cada amostra bootstrap dos residuos, a série foi
reconstruida somando novamente os componentes de tendéncia e sazonalidade. Isso
produziu multiplas realizagdes da série original, cada uma com caracteristicas de ruido
ligeiramente diferentes.

4. Estimagdo do Modelo: Modelos como o SARIMA ou outros métodos de
previsdo de séries temporais foram ajustados a cada série reconstruida. A diversidade nas
séries reconstruidas permitiu ao conjunto de modelos capturar uma gama mais ampla de
padrdes potenciais.

5. Agregacdo: As previsdes de todos os modelos foram agregadas para
produzir a previsdo final. Neste estudo, foi usada a mediana de todas as previsoes.

Série Original
1 Conjunto1 -+ + — Bagged 1
Transformagéo Residuos —+  Bootstrap ) SARIMA
logaritmica
l Conjuntoi > + = Bagged i l
Decomposigéo Sazonalidade Transformagéao
SIC exponencial
Tendéncia Previsao 1 Previsdoi
Agregacao final

Figura 1 - Fluxograma da solugdo implementada

2.3 Séries temporais estaveis
[Bertsimas and Paskov 2020] introduzem o conceito de modelos de séries temporais
estaveis (Stable Time Series), projetados para manter robustez frente a mudancas de regime, ao
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mesmo tempo em que apresentam bom desempenho durante periodos estaciondrios. Uma inovacao
fundamental desta metodologia estd na sua integragdo com os principios de aprendizado em
conjunto (ensemble learning). Em vez de treinar multiplos modelos independentes, multiplos
conjuntos de treinamento sdo gerados e o modelo ¢ treinado simultaneamente em todos eles.

A metodologia comega com o arcabougo de Séries Temporais Estaveis (STS), que constroi
modelos avaliados em diversos conjuntos sintéticos de treinamento. Esses conjuntos sdo criados
para simular diversos cenarios potenciais, incluindo periodos com mudangas de regime. O
arcabougo de otimizagdo € expresso matematicamente como um problema de minimizagdo—
maximizagdo, cujo objetivo € minimizar os erros quadraticos ponderados no pior caso entre os
cenarios [Bertsimas and Paskov, 2020]. Sua formulagdo matematica é dada pela equagao 1:

n

. 2
min max Z ze(xe —y — E1Xpmq — = EpXep) (1)
t=p+1
onde x, representa a varidvel de interesse no tempo ¢, &, ..., §, representam os pardmetros
de um modelo autorregressivo a serem estimados para x;, ¢ Y € sua constante. O termo z; representa
os pesos dos cenarios, e Z € o conjunto de todos os cenarios possiveis considerados na otimizagao.
O conjunto de incerteza Z; ¢ definido como o conjunto de todos os subconjuntos de

tamanho k, definido na equagdo 2:
n

21 = Z:Zzi —k z €{01}, i € [n] @)
i=1

Na solugdo 6tima, cada z; assume valor 0 ou 1, com a interpretagdo de que, se z; = 1, a
observagdo (x;,y;) € alocada ao conjunto de treinamento; caso contrario, € atribuida ao conjunto
de validagdo. O parametro k determina a propor¢ao dos dados que permanecera no conjunto de
treino. Por exemplo, ao definir k = 0,7n, obtém-se a divisdo tipica 70/30 e, ao definir k = 0,5n,
obtém-se a divisdo 50/50 etc. Valores menores de k resultam em modelos mais conservadores. o
parametro k ndo define um corte fixo no inicio ou no fim da série, mas sim a proporcao de
observagdes incluidas no conjunto de treinamento em cada cenario adversarial, que ¢ escolhido de
forma a maximizar o erro e, assim, testar o modelo sob as condi¢des mais desafiadoras possiveis.

3. Materiais e métodos

O conjunto de dados utilizado nesta analise foca nas cicatrizes de fogo na regido da
Amazonia Legal [MapBiomas Brasil 2024], extraido da Cole¢do de Queimadas do MapBiomas.
Se trata de uma série temporal mensal, cobrindo o periodo de 1985 a 2023, capturando as areas
queimadas em toda a Amazdnia Legal. Cada ponto da série representa a area total afetada pelo
fogo, medida em hectares, ¢ é derivado de imagens de satélite processadas por técnicas avangadas
de sensoriamento remoto. Dados omissos foram substituidos pela média dos mesmos meses em
anos adjacentes, tendo em vista a preservagdo da sazonalidade da variavel. A Figura 1 exibe o
boxplot mensal dos dados, o qual evidencia uma forte componente sazonal: agosto, setembro ¢
outubro concentram os maiores valores de area queimada na regido.

187 Boxplot Cicatrizes de Fogo mensais
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Figura I - Boxplot mensal das cicatrizes de queimadas na Amazonia Legal
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A Figura 2 apresenta a série temporal completa, que destaca os padrdes sazonais da série.
Notadamente, os valores maximos exibem variabilidade significativa ao longo dos anos, onde
alguns, como 2007 e 2010, se sobressaem por sua atividade de fogo substancialmente maior em
comparagdo a média. Segundo [Silva et al. 2023], que também estudou as tendéncias
espaciotemporais do fogo na regido, entre 2004-2005 e 2009-2010 a Amazonia sofreu com secas
intensas, catalisadas pelas altas temperaturas do oceano Atlantico Norte.

No entanto, as causas climaticas ndo foram as unicas associadas ao aumento da incidéncia
de incéndios no bioma. Nos ultimos sete anos, quatro desses eventos foram registrados (2017,
2019,2020 e 2022), coincidindo com o alerta de [De Area Ledo Pereira et al. 2019], que destacaram
que o corte de mais da metade do orcamento do Ministério do Meio Ambiente ja em 2017 (mais
de 100 milhoes de dolares a época) poderia resultar em uma redugdo da fiscaliza¢ao e consequente
afrouxamento na aplicacdo das leis ambientais. Ademais, [Silveira et al. 2020] verificaram que as
anomalias de fogo registradas na Amazonia brasileira em 2019 foram atribuidas principalmente a
combinagdo de fatores socioecondmicos e institucionais, mais do que a condi¢des climaticas
atipicas.

167 Cicatrizes de Fogo na Amazania Legal

—— Cicatriz de Fogo
12

1.0

0.8

Hectares
o
o

0.44
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0.0

1985 1990 1995 2000 2005 2010 2015 2020 2025
Data

Figura 2 - Série temporal de cicatrizes de queimadas

A metodologia proposta combina modelos estatisticos tradicionais e técnicas robustas para
previsdo de queimadas na Amazdnia, conforme detalhado na Secdo 2. O ponto de partida ¢ o
modelo SARIMA, utilizado para capturar padrdes sazonais e autorregressivos a partir da série
historica. Para lidar com incertezas ¢ mudangas estruturais, incorporamos simulagdes de Monte
Carlo, geradas via Latin Hypercube Sampling, bagging baseado em decomposi¢do STL e
reamostragem bootstrap, e o arcabouco de séries temporais estiveis, que otimiza o desempenho
sob diferentes cenarios de regime. Essa integracdo busca desenvolver previsdes mais robustas.

4.0 Resultados
4.1 Estimacao do modelo SARIMA

Inicialmente, a metodologia Box-Jenkins foi aplicada para estimar um modelo SARIMA
que tratasse corretamente a autocorrelagdo serial da variavel, ao mesmo tempo em que fosse
parcimonioso. A transformacao logaritmica foi utilizada tanto para tratar a varidncia excessiva
quanto para restringir os valores previstos ao conjunto de niumeros reais positivos, uma vez que
ndo ha razdo para uma cicatriz de queimada assumir valor negativo. O modelo foi treinado
utilizando o logaritmo da base de dados de 1985 a 2022, enquanto 2023 foi reservado como
conjunto de teste para avaliar a acuracia do modelo. Essa escolha permitiu manter uma janela de
teste suficientemente curta para que o coeficiente de média mdvel estimado (com 12 periodos)
ainda fosse efetivo. O modelo resultante foi um SARIMA(1,0,1)(0,1,1)[12], cujas métricas de
acuracia Root Mean Squared Error (RMSE) e Mean Absolute Deviation (MAD) estdo descritas na
Tabela 1. Ademais, o modelo apresentou p-valor de 0,90 no teste de Ljung—Box, indicando que a
autocorrelacao serial foi adequadamente tratada.
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Tabela 1 — Medidas de aderéncia SARIMA

In-sample Out-of-sample
RMSE 603,919 614,241
MAD 346,125 430,714

Este modelo é considerado como a baseline deste estudo. Visualmente, o modelo estimado
conseguiu capturar as caracteristicas sazonais e autorregressivas da variavel, replicando o
comportamento out-of-sample, como demonstrado na Figura 3.

le6

— In-Sample
Out-of-Sample

— Previsao

= Histérico de Cicatrizes de Fogo

G
>
S

Figura 3 - Previsoes do SARIMA vs cicatrizes de queimadas (linha do tempo encurtada
para preservar detalhes visuais)
4.2 Simulag¢des de Monte Carlo

Para calcular as simulagdes de Monte Carlo, um termo de erro aleatorio foi somado as
previsdes do modelo SARIMA estimado. Esse procedimento foi repetido 1000 vezes,
representando o numero total de simulagoes, utilizando o método de LHS (Latin Hypercube
Sampling). O erro aleatdrio seguiu a mesma distribuicdo ajustada aos residuos do modelo, uma
distribuicdo Weibull Dupla (Double Weibull), que apresentou o menor erro quadratico entre todas
as distribui¢des testadas, conforme mostrado na Tabela 2.

Além do erro quadratico, a Tabela 2 apresenta outras métricas de ajuste que permitem
avaliar diferentes aspectos da qualidade da distribui¢do escolhida. Os valores de AIC ¢ BIC que
equilibram qualidade do ajuste e complexidade de parametrizagao da distribuicdo, penalizando as
que possuem numero mais parametros estimados. Como os valores foram proximos, priorizamos
a escolha da distribuicdo pelo menor erro quadratico. Ja as colunas Est. KS e Valor-p KS
correspondem, respectivamente, a estatistica e ao valor-p do teste de Kolmogorov—Smirnov,
utilizado para avaliar se a distribuicdo ajustada aos residuos difere significativamente dos dados
observados. Uma estatistica KS proxima de zero e valores-p elevados sugerem que ndo ha
evidéncias para rejeitar a hipotese nula de que os residuos seguem a distribui¢do especificada,
refor¢cando a adequag@o do ajuste. Neste estudo, todas as distribuicdes passaram neste teste e,
portanto, poderiam representar corretamente a distribuicao do erro.

Como a autocorrelagdo serial foi corretamente tratada, assumiu-se que os erros sao
independentes e identicamente distribuidos (i.i.d). O conjunto das simula¢des apresentou métricas
de acuracia piores, tanto in quanto out-of-sample conforme a Tabela 3.

Tabela 2 — Ajuste das distribuigdes aos residuos

J O Ny 12 > N
34 v V' v v v %
P P - L4 »® S »

Distribui¢do Erro quadratico AIC BIC Est. KS  Valor-P KS
Double Weibull 0.35 878.23 890.52 0.03 0.70
Laplace 0.36 862.10 870.29 0.03 0.70
LoglLaplace 0.36 866.22 878.51 0.03 0.67
Double Gamma 0.36 875.21 887.50 0.04 0.32
Generalized Normal 0.36 858.05 870.34 0.03 0.68
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Tabela 3 — Métricas de aderéncia do conjunto (ensamble) de simulagoes de Monte Carlo

In-sample Out-of-sample
RMSE 582,205 656,713
MAD 358,949 448,616

4.3 Simulacoes de Bagging

Para calcular as simulagdes com bagging, a série logaritmizada foi transformada em seus
componentes de tendéncia, sazonalidade e residuos via decomposicdo STL (Seasonal-Trend
decomposition using Loess). Os residuos foram entdo processados por um procedimento de moving
block bootstrap, com tamanho de bloco igual a 24 observacdes. Isso foi feito 1000 vezes,
representando o numero total de simulagdes. Os residuos reamostrados foram somados aos
componentes originais de tendéncia e sazonalidade, gerando 1000 novas séries temporais. Cada
uma dessas séries foi usada para treinar um modelo com a mesma especificagdio do modelo
SARIMA original, mas permitindo que os coeficientes variassem.

As previsoes dos modelos treinados foram agrupadas e sua mediana calculada, resultando
no conjunto de simulagdes bagging. As métricas de acuracia in-sample foram muito semelhantes
ao modelo de referéncia, mas out-of-sample houve melhora significativa, como mostra a Tabela 4:

Tabela 4 — Medidas de aderéncia do bagging

In-sample Out-of-sample
RMSE 617,623 596,173
MAD 353,732 397,058

4.4 Séries Temporais Estaveis

Por fim, o modelo de referéncia também foi comparado a uma abordagem proveniente da
literatura de otimizagdo robusta: 0 modelo de Séries Temporais Estaveis proposto por [Bertsimas
and Paskov 2020]. Como especificado anteriormente na se¢do de metodologia, esse modelo
consiste em um problema de min-max. O problema de maximizagdo interno seleciona amostras
para aumentar o erro, enquanto o problema de minimiza¢ao externo busca minimizar a soma dos
erros quadraticos. O parametro k € um hiperpardmetro que deve ser ajustado de acordo com as
necessidades do usudrio e representa a propor¢ao de dados usada no conjunto de treinamento do
modelo. Neste trabalho, foram testados os valores k = 0.7, k = 05ek = 0.3,onde k = 1
representaria a utilizagdo de todas as observagdes historicas.

Na pratica, espera-se que o desempenho in-sample seja pior do que no modelo SARIMA
original, j& que este utiliza todas as observagdes historicas possiveis para otimizar os erros
quadraticos. Contudo, espera-se que o desempenho out-of-sample seja melhor, ja que os
coeficientes estimados tendem a ser mais conservadores ¢ menos sensiveis as mudangas nos
padrdes historicos. A Tabela 5 mostra que essas expectativas sdo praticamente confirmadas, com
um desempenho out-of-sample ainda melhor que o proporcionado pelo bagging.

Tabela 5 — Medidas de aderéncia do modelo Séries Temporais Estaveis

k=.7 k=.5 k=.3

In-sample  Out-sample |In-sample Out-sample | In-sample Out-sample
RMSE  |687,177 579,415 698,947 579,183 769,827 620,229
MAD 378,154 393,561 380,104 387,999 389,770 360,249

5. Discussao

Os resultados empiricos obtidos evidenciam diferencas entre as abordagens testadas. O
modelo SARIMA de referéncia apresentou bom desempenho na captura da sazonalidade e da
estrutura autorregressiva, com RMSE e MAD estaveis entre os conjuntos in-sample e out-of-
sample (Tabela 1), reforcando sua adequagdo como baseline. As simulagdes de Monte Carlo,
embora uteis para quantificar a incerteza, resultaram em erros ligeiramente superiores,
possivelmente devido a propagacdo adicional de variabilidade associada ao termo estocastico
(Tabela 3). Por outro lado, o bagging proporcionou melhora relevante no RMSE fora da amostra,
confirmando que a agregacdo de previsdes oriundas de séries reamostradas pode reduzir o impacto
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de flutuagdes aleatorias e capturar melhor padrées recorrentes (Tabela 4). Finalmente, o modelo de
Séries Temporais Estdveis superou todas as abordagens no desempenho out-of-sample para
diversos valores de k, indicando maior robustez (Tabela 5).

As técnicas robustas de modelagem aplicadas neste estudo — simula¢des de Monte Carlo,
aprendizado em conjunto via bagging e séries temporais estdveis — fornecem importantes avangos
metodologicas para enfrentar mudangas de padrdes dentro do contexto historico. No entanto, todas
as metodologias testadas apresentaram niveis de erro relativamente elevados. Um possivel caminho
para mitigar esta limita¢do ¢ recomendado por Reichstein et al. 2019, que defendem que modelos
hibridos, combinando modelos baseados em processos com técnicas de aprendizado de maquina.
Nesse arcabougo, o conhecimento fisico incorporado fornece consisténcia mecanicista e garante
interpretabilidade ao modelo, enquanto o aprendizado de maquina explora padrdes latentes em
dados observacionais, melhorando a capacidade preditiva e reduzindo vieses.

Modelos hibridos sdo geralmente preferidos quando comparados aos puramente
deterministicos, uma vez que estes enfrentam limitagcdes inerentes em cenarios praticos. Tais
limitagdes incluem a qualidade insuficiente e a baixa disponibilidade de dados ambientais
necessarios para parametrizar com precisdo esses processos fisicos, além da alta demanda
computacional associada as simulagdes mecanicistas detalhadas [Jain et al. 2020]. Como resultado,
os campos de ciéncia e gestdo de incéndios florestais dependem fortemente de modelos empiricos
e estatisticos para representar processos em escalas meso, sindtica, estratégica e global. A eficacia
desses modelos depende da sua capacidade de representar as interagdes tipicamente complexas
entre variaveis relevantes, bem como da qualidade e acessibilidade dos dados subjacentes.

Uma aplicagdo pratica dessa modelagem hibrida ¢ observada em Brando et al. 2020, que
acoplaram o modelo de carbono e vegetagdo a um modulo probabilistico de fogo, calibrado com
dados observacionais, para simular de forma integrada o efeito combinado de clima, uso da terra e
dindmica da vegetagdo sobre a ocorréncia de incéndios. De forma semelhante, Le Page et al. 2017
também utilizaram um modelo de natureza hibrida, para explorar as sinergias entre mudancgas
climaticas e expansdo agricola na Amazdnia, incorporando dados de satélite para calibrar a
dindmica de fogo de sub-bosque. Embora nao tenham empregado aprendizado de maquina, esses
trabalhos ilustram como a combinacao de modelos fisicos e estatisticos pode aumentar a robustez
das projecdes e apoiar politicas de mitigacdo mais eficazes — um caminho promissor para o avango
da modelagem de queimadas na Amazonia.

Ademais, modelos estatisticos como o0 SARIMA, utilizado neste estudo, tém demonstrado
boa capacidade de capturar padrdes sazonais de queimadas. No entanto, sua capacidade preditiva
pode ser significativamente ampliada pela incorporacdo de indices climaticos exdgenos, como o
Indice Oceanico de El Nifio (ONI) ¢ a Oscilagdo Multidecadal do Atlantico (AMO). A relevancia
desses indices ¢ bem estabelecida na literatura: por exemplo, Chen et al., 2011 demonstraram
associagdes claras entre anomalias na temperatura da superficie do mar (SSTs) e temporadas
severas de queimadas na América do Sul. Da mesma forma, Dos Reis et al., 2021 destacaram a
forte ligacdo entre eventos extremos de seca relacionados a anomalias do ENSO e ocorréncias de
queimadas na Amazonia central, reforcando ainda mais a necessidade de incluir tais variaveis
climaticas. Além disso, achados recentes de Zanchettin and Rubino, 2024 indicam que tendéncias
de aquecimento acelerado podem atenuar significativamente a variabilidade multidecadal do
Atlantico, fazendo com que a dindmica de temperatura do oceano se mantenha mais quente por
periodos prolongados. Esse cenario climatico emergente representa um desafio crucial para
modelos que se baseiam em relagdes climaticas historicas, pois essas relagdes podem se alterar no
futuro proximo.

Dessa forma, as mudangas climaticas representam desafios significativos para modelos de
incéndio que ndo consideram cenarios de aquecimento futuro. A frequéncia e intensidade de
eventos de fogo induzidos por secas estdo aumentando, alterando os regimes histéricos do
ecossistema amazonico. Por exemplo, [Aragdo et al. 2018] demonstraram que as queimadas
associadas a seca compensam substancialmente a redu¢@o nas emissdes de carbono obtida pela
queda nas taxas de desmatamento. Da mesma maneira, a crescente frequéncia e severidade de secas
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plurianuais [Chen et al. 2025] ameagam a estabilidade de estruturas preditivas construidas
exclusivamente com base em regimes de fogo historicos. Esse novo cenario reforca a urgéncia de
incorporar dinamicas climaticas projetadas nos esfor¢os de modelagem de queimadas,
especialmente considerando pontos de inflexdo potenciais, como a “savaniza¢do” da Amazdnia
[Nobre et al. 2016]. Nesse contexto, a realizacdo de simulagdes sob diferentes hipoteses para a
incidéncia de queimadas, considerando projecdes alternativas para ONI, AMO e outras variaveis
explicativas, como intensidade de seca, constitui um caminho promissor para antecipar riscos ¢
apoiar politicas de mitigacdo mais adaptativas.

As estratégias de validacdo sdo fundamentais para o desenvolvimento e aplicacdo robusta
de modelos. A literatura recente oferece bons exemplos de metodologias de validagdo
diversificadas. Brando et al., 2020 validaram seu modelo acoplado por meio de extensas
comparagdes com cicatrizes de queimadas observadas e focos de igni¢do detectados (R 0,83—
0,88; métricas de RMSE). Le Page et al., 2017 validaram seu modelo utilizando areas queimadas
observadas, verificadas por imagens de satélite. Silvestrini et al. 2011 empregaram um modelo
probabilistico validado por meio de hot pixels detectados por satélites da National Oceanic and
Atmospheric Administration (NOAA), obtendo sobreposigdo espacial superior a 50% em raio de
11 km e alta acuracia temporal. Fonseca et al., 2019 calibraram seu modelo MaxEnt com base em
conjuntos historicos de dados de queimadas, garantindo consisténcia e confiabilidade. Neste
estudo, nosso modelo foi validado por meio da acuracia de previsdes out-of-sample, com foco
especial em RMSE e MAD para avaliar o desempenho preditivo.

Apesar dos avangos obtidos, permanecem limitagdes importantes. O modelo proposto
oferece previsdes em nivel de bioma, o que restringe sua utilidade para ac¢des locais de prevengao
e resposta, geralmente baseadas em avaliacdes de risco mais detalhadas espacialmente. Além disso,
ndo incorpora proje¢des de mudangas climaticas futuras, como adotado por alguns estudos
recentes, o que limita sua aplicabilidade em planejamento de longo prazo. Pesquisas futuras devem
priorizar a integragdo de cendrios climaticos atualizados do IPCC e de modelos regionais, aliados
a estruturas hibridas que combinem processos fisicos, estatistica ¢ aprendizado de maquina. A
inclusdo de variaveis socioecondmicas e geograficas também pode ampliar substancialmente a
capacidade preditiva e a relevancia pratica de modelos de previsdao de queimadas na Amazdnia.

6. Conclusao

Os resultados deste estudo destacam as complexidades envolvidas na previsdo da
incidéncia de queimadas na Amazonia e a necessidade de empregar diferentes técnicas de
modelagem para capturar a dindmica desse fendmeno. Embora o modelo SARIMA tenha servido
como baseline confiavel para lidar com sazonalidade e autorregressao, métodos avancados como
simulagdes de Monte Carlo, bagging e modelos de séries temporais estaveis ofereceram
alternativas para lidar com incertezas e mudangas estruturais nos dados.

Em termos de performance preditiva, os modelos bagging e de séries temporais estaveis
apresentaram os menores valores de RMSE e MAD out-of-sample. O modelo desenvolvido foi
capaz de capturar corretamente os padroes sazonais do fendmeno estudado, apresentando um bom
nivel de desempenho preditivo. No entanto, o alto erro de previsdo geral evidencia os desafios
inerentes a modelagem de um sistema tao volatil e multifacetado.

Esses resultados sugerem que pesquisas futuras devem focar na integracdo de variaveis
explicativas adicionais, como fatores climaticos (intensidade da seca, temperaturas oceanicas,
cenarios de aquecimento global) e socioecondmicos (fiscalizagdo ambiental, mudangas
legislativas, desenvolvimento social), para melhorar o desempenho dos modelos. Além disso, a
exploragdo mais aprofundada de conjuntos de incerteza como Z,, conforme proposto no arcabougo
de séries temporais estaveis, pode oferecer um caminho para alcangar um maior equilibrio entre
estabilidade e acuracia. Outras técnicas também podem ser consideradas, como suavizagdo
exponencial ETS (Error, Trend, Seasonality) e abordagens de aprendizado de maquina que utilizem
métodos em conjunto para capturar relagdes ndo lineares e interagdes complexas nos dados,
aprimorando ainda mais a acuracia e robustez preditiva.
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Ao refinar as metodologias e incorporar fatores externos, esta linha de pesquisa pode
contribuir para ferramentas de previsao mais confiaveis, auxiliando tomadores de decisdo na gestao
dos impactos ambientais e socioecondmicos causados por queimadas na Amazonia.
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