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RESUMO
Este estudo investiga a previsdo de demanda no setor de moda fast fashion por meio de

uma abordagem hibrida que combina os modelos Prophet e TabPFN, explorando varidveis tempo-
rais como lags, sazonalidades e feriados. Utilizando a metodologia CRISP-DM, foram analisados
dados semanais de vendas e estoque de uma empresa varejista, com foco na categoria de maior
volume. A modelagem considerou multiplas abordagens, desde métodos de referéncia até técni-
cas avancadas de aprendizado de maquina. A avaliacio foi conduzida com métricas padronizadas
(RMSE, MAE e MAPE), evidenciando o desempenho superior do TabPFN, com incorporagao efe-
tiva de features temporais geradas pelo treino do modelo Prophet, em relacdo aos demais modelos.
Os resultados destacam o potencial de modelos hibridos, especialmente quando enriquecidos por
atributos temporais, na captura da dindmica complexa e volétil da demanda no varejo de moda.

PALAVRAS CHAVE. Previsao de Demanda, Induastria da Moda, Modelos Preditivos.

Topicos (Previsao de Demanda no Setor de Moda, Abordagem Hibrida de Modelagem, Mo-
delos Preditivos Tradicionais e Avancados, Engenharia de Features Temporais com Prophet,
Avaliacao de Desempenho dos Modelos)
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ABSTRACT
This study investigates demand forecasting in the fast fashion sector through a hybrid

approach that combines the Prophet and TabPFN models, exploring temporal variables such as
lags, seasonality and holidays. Using the CRISP-DM methodology, weekly sales and inventory
data from a retail company were analyzed, focusing on the highest volume category. The modeling
considered multiple approaches, from reference methods to advanced machine learning techniques.
The evaluation was conducted with standardized metrics (RMSE, MAE and MAPE), evidencing
the superior performance of TabPFN, with effective incorporation of temporal features generated
by training the Prophet model, in relation to the other models. The results highlight the potential
of hybrid models, especially when enriched by temporal attributes, in capturing the complex and
volatile dynamics of demand in fashion retail.

KEYWORDS. Demand Forecasting, Fashion Industry, Predictive Models.

Paper topics (Demand Forecasting in the Fashion Sector, Hybrid Modeling Approach, Tradi-
tional and Advanced Predictive Models, Temporal Feature Engineering with Prophet, Model
Performance Evaluation)

1. Introducao

A previsdo de demanda € uma atividade estratégica essencial, que influencia decisdes de
compras, producdo e distribui¢do em diversos setores. Cada industria apresenta dindmicas proprias,
moldadas por varidveis macroecondmicas, comportamentais e culturais [Hyndman e Athanasopou-
los, 2018; Chopra e Meindl, 2007]. No setor de moda, essas particularidades sdo ainda mais intensas
devido a volatilidade das tendéncias e a curta vida til dos produtos, exigindo previsdes em tempo
real que considerem fendmenos digitais e sociais [Fildes et al., 2022; Nenni et al., 2013].

Nesse contexto, observa-se um crescente uso de ferramentas avangadas — desde mode-
los estatisticos como o Prophet [Sean J. Taylor, 2017] até algoritmos de aprendizado de maquina
como XGBoost e TabPFN [Hollmann et al., 2023] — capazes de capturar padrdes complexos e
ndo-lineares. Abordagens hibridas t€ém ganhado destaque na literatura por explorarem o potencial
complementar dessas técnicas, especialmente com o uso de features temporais derivadas de séries
histdricas [Borges e Nascimento, 2022; Masini et al., 2023], contribuindo para melhorias significa-
tivas na acuracia preditiva.

O presente estudo tem como objetivo investigar uma abordagem hibrida que combina
os modelos Prophet e TabPFN, enriquecida com lags, sazonalidades e feriados, para previsao de
demanda no setor de fast fashion. A pesquisa compara o desempenho de modelos hibridos e in-
dividuais, quantifica os ganhos preditivos por meio de métricas como RMSE, MAE e MAPE, e
avalia sua aplicabilidade pritica com dados reais de uma varejista de moda, seguindo o framework
CRISP-DM [Wirth e Hipp, 2000].

2. Previsdo de Demanda na Indistria da Moda

A inddstria da moda é marcada por alta oscilagdo, ciclos de vida curtos e forte sazonali-
dade, fatores que tornam a modelagem de séries temporais especialmente complexa [Fildes et al.,
2022; Svetunkov e Boylan, 2020]. As preferéncias dos consumidores mudam rapidamente sob
influéncia de redes sociais, influenciadores e eventos culturais, gerando picos de demanda que mé-
todos tradicionais muitas vezes ndo conseguem antecipar.

Modelos como médias méveis, suavizacdo exponencial e ARIMA oferecem uma base s6-
lida para capturar tendéncias sazonais, mas apresentam limitacdes diante de mudangas abruptas —
promogdes relampago, viralizagcdes ou langamentos surpresa — comuns no fast fashion [Petropou-
los et al., 2022; Huang et al., 2019].
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Em resposta, cresce o uso de algoritmos de aprendizado de maquina e modelos hibridos,
que combinam a robustez estatistica com a flexibilidade das redes neurais. Essas abordagens per-
mitem incorporar fontes ndo convencionais de dados — intera¢cdes em midias sociais, buscas online
e métricas de engajamento — e ajustar-se em tempo real as variacdes do mercado [Masini et al.,
2023; Tugay e Oguducu, 2020]. Ainda que demandem maior poder computacional, esses sistemas
tém se mostrado mais eficazes na redugdo de estoques excedentes e na melhoria da experiéncia do
cliente, assegurando as marcas uma vantagem competitiva sustentavel.

3. Modelos de Previsao de Demanda
3.1. Modelos de linha de base

Os modelos Naive, média mével, suavizagdo exponencial, Holt—Winters, regressao linear
e ARIMA sdo comumente adotados como linhas de base em estudos de forecasting com aprendi-
zado de maquina, pois representam metodologias cldssicas de previsdo que capturam comportamen-
tos elementares de séries temporais e estabelecem um patamar de comparacao simples e interpreta-
vel [Zhang et al., 1998]. Assim, ao avaliar o desempenho de redes neurais ou outros algoritmos de
Machine Learning, torna-se possivel quantificar os ganhos obtidos e justificar a ado¢do de métodos
mais sofisticados.

3.2. Prophet

O modelo Prophet foi desenvolvido pela equipe Core Data Science do Facebook (Meta)
com o objetivo principal de facilitar a previsdo acurada e rdpida "em escala"para séries temporais
de negdcios que apresentam sazonalidade, sem exigir esforco manual extensivo, mas permitindo
ajustes por analistas. Sua filosofia de design prioriza a usabilidade e a interpretabilidade, visando
democratizar a capacidade de previsdo em grandes organizacdes com numerosas € variadas métri-
cas de negdécio, implementando uma abordagem "analista-no-ciclo"(analyst-in-the-loop) [Sean J.
Taylor, 2017].

A arquitetura fundamental do Prophet baseia-se em um modelo aditivo que decompde a
série temporal y(t) em componentes distintos [Sean J. Taylor, 2017]:

y(t) = g(t) + s(t) + h(t) + &
onde:

* g(t): Representa a componente de tendéncia ndo periddica, modelada como uma fungéo
linear por partes ou logistica, com detec¢do ou especificagdo manual de pontos de mudanca
(changepoints).

g(t) = (k+a(t)" )t + (b + a(t)")

onde, k € a taxa de crescimento, J € a taxa de ajustes, b € parametro de offset e ; € definida
como —s;d; para que a fun¢do seja continua.

* s(t): Modela a sazonalidade periddica (e.g., anual, semanal), utilizando séries de Fourier. A
férmula da série de Fourier para a sazonalidade é dada aproximadamente por:

N 2nnt

;2T

s(t) = g cpe' P
n=—N

onde P é o periodo da sazonalidade (e.g., 52 para semanal) e N é o nimero de termos
utilizados.
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* h(t): Captura o impacto de feriados e eventos especiais com datas potencialmente irregulares.
E modelado como a soma dos efeitos individuais x; para cada feriado ¢, ponderados por uma
varidvel indicadora I (¢t € D;) que é 1 se ¢ pertence ao conjunto de datas D; para o feriado i:

L
h(t)=> ki I(t € D)
=1

* ¢ Representa o termo de erro residual, assumido como seguindo uma distribui¢do normal.

3.3. XGBoost

O XGBoost (eXtreme Gradient Boosting) é um algoritmo de aprendizado de maquina su-
pervisionado, reconhecido por sua alta performance e precisao, que constréi modelos preditivos a
partir de um conjunto de drvores de decisdo. Sua metodologia central é o reforco de gradiente (gra-
dient boosting), onde o modelo € aprimorado progressivamente pela adicao sequencial de drvores.
A predi¢ao final para uma determinada entrada x;, denotada por p;, € obtida pela soma das contri-
buicdes de K drvores de decisdo (fx), cada uma pertencente a um espaco funcional F que engloba
todas as estruturas de arvores possiveis, conforme expresso na Equacéo 1.

K
pi=o(x:) = frlz:), freF (1)
k=1

O aprendizado no XGBoost € orientado pela otimizag@o de uma fungdo objetivo, descrita
na Equacdo 2. Esta fungo busca um equilibrio criterioso: por um lado, minimiza o erro de predi¢ao,
quantificado por uma fun¢do de perda L (como o erro quadritico médio, que mede a discrepancia
entre os valores reais p; e os preditos p;); por outro, penaliza a complexidade excessiva do modelo
através de um termo de regularizacdo {2. Cada funcdo f}, representa uma drvore de regressio que,
baseada em sua estrutura ¢(x), atribui uma pontuacgdo w a folha correspondente a entrada ;.

n K
Obj(¢) = > L(pi, i) + »_ QU fx) )
=1 k=1

Para evitar o sobreajuste (overfitting) e promover modelos mais generalizdveis, o termo de
regularizagdo ( fx) de cada drvore é fundamental, conforme detalhado na Equagdo 3. Este termo é
composto por duas partes: y1', onde 1" é o nimero total de folhas na arvore e ~y penaliza a criacdo
de muitas folhas (controlando a complexidade estrutural); e %)\ ZjT:l w?, onde w; € a pontuagdo da
j-ésima folha e \ é o coeficiente de regularizagio o, que suaviza as pontuagdes das folhas, evitando
que algumas poucas tenham um peso desproporcional.

T
1
Qfi) =T + ;A > w} 3)
j=1

3.4. TabPFN

O TabPFEN (Tabular Prior-Data Fitted Network) € um modelo baseado em Transformer
pré-treinado capaz de realizar classificacdo supervisionada em pequenos conjuntos de dados tabu-
lares de forma extremamente rapida, geralmente em menos de um segundo, sem ajuste de hiper-
parametros [Hollmann et al., 2023]. Utiliza aprendizado no contexto (/n-Context Learning - ICL),
prevendo a partir de exemplos rotulados (z, f(x)) fornecidos diretamente na entrada, sem atualiza-
cdo de pardmetros, e gera previsdes para todo o conjunto de teste em uma dnica passagem direta
(forward pass).
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Como instdncia de uma Rede Ajustada a Dados da Priori (Prior-Data Fitted Network -
PEN), o TabPFN ¢ treinado uma tnica vez, offline, para aproximar a inferéncia Bayesiana em dados
sintéticos gerados a partir de uma distribuicdo a priori [Hollmann et al., 2023]. Essa priori cobre
um amplo espaco de modelos causais estruturais, favorecendo estruturas mais simples para garantir
boa capacidade de generalizagao [Hollmann et al., 2023].

No arcabougo Bayesiano para aprendizado supervisionado, a Distribui¢do Preditiva Pos-
terior (Posterior Predictive Distribution - PPD) para uma amostra de teste Ztest, P(-|tests Dirain)s €
condicionada ao conjunto de amostras de treinamento Dy,.qin, := {(z1,41), -+, (T, yn) } [Hollmann
et al., 2023]. A PPD pode ser obtida pela integracdo sobre o espaco de hipdteses P, conforme a

Equacao 4:

p(ylz, D) o [D p(ylz, $)p(DIS)p(6)de. @

Nesta equacdo, p(y|z, ¢) é a verossimilhanga da saida y dado = e uma hipétese ¢, p(D|¢) é a
verossimilhanga dos dados D dada a hipétese ¢, e p(¢) é a probabilidade a priori da hipétese ¢
[Hollmann et al., 2023].

O treinamento de um PFN, denominado ajuste a priori sintética (synthetic prior-fitting),
visa aproximar a PPD. O PFN ¢ otimizado para fazer previsdes para um subconjunto de dados
Dyest C D condicionado ao restante do conjunto de dados Dy gi, = D \ Diest [Hollmann et al.,
2023]. A fungio de perda para o treinamento do PFN, para um tnico ponto de teste {(Z¢est, Ytest) } =
Diest, € dada pela Equagao 5:

LPFN = E((xtest7ytest)7Dtrain)Np(D) [_ log 4o (ytest ’xt68t7 Dtrain)] . (5)

Minimizar esta perda aproxima a verdadeira distribui¢do preditiva posterior Bayesiana [Hollmann
et al., 2023].

4. Métricas de Desempenho

As métricas de desempenho sdo instrumentos para quantificar propriedades especificas de
um algoritmo, abrangendo sua implementagdo e aplicacdo prética [Oblizanov et al., 2023]. Dessa
forma, modelos de Inteligéncia Artificial sio comumente avaliados por meio de métricas como
0 Erro Quadratico Médio (RMSE), o Erro Absoluto Médio (MAE) e o Erro Percentual Absoluto
Médio (MAPE).

O RMSE € uma métrica comum para avaliacdo de modelos de previsdo de demanda que
calculam a raiz quadrada da média dos quadrados dos erros (diferencas entre os valores previstos e
os reais). A métrica é descrita pela Equacdo 6

1 m
RMSE =, | — X; —Y;)? ©6)
- ;( )
Em que X; sdo os valores previstos, Y; sdo os valores reais e m é o ntimero total de
observagdes.
O MAE, Equacio 7, calcula a média das diferencas absolutas entre os valores previstos e
reais, proporcionando uma métrica de erro mais robusta em relacdo a outliers.

1 m
MAE = —3% |X; -] (M)
=1

Onde:
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* |X; —Y;| é a diferenca absoluta entre o valor previsto e o valor real.

O MAPE, Equacgio 8, calcula a média dos erros absolutos em termos percentuais, sendo
dtil quando € importante analisar variacdes relativas em vez de variacdes absolutas:

m

1 Y, — X;
MAPE = — —_— (8)
Onde:
. Y’%ZXZ ¢ a diferenca percentual entre o valor real e o valor previsto.

5. Materiais e métodos

Para direcionar o desenvolvimento dos modelos de previsdo de demanda, adotou-se o
CRoss Industry Standard Process for Data Mining (CRISP-DM). Conforme preconizado por Wirth
e Hipp [2000], esta metodologia oferece uma estrutura iterativa e flexivel, abrangendo fases desde
a compreensao do negdcio e dos dados, passando pela preparagdo, modelagem, avaliacdo, até a im-
plantacio, ajustando-se bem a diferentes contextos. O foco deste estudo comparou duas abordagens
de treinamento para os modelos classicos a mais atuais, partindo para uma estratégia stand-alone,
com os algoritmos ajustados diretamente sobre as varidveis originais, e outra utilizando feature lags.

A estratégia com feature lags foi implementada em duas etapas: primeiramente, um mo-
delo Prophet foi ajustado para capturar tendéncias e sazonalidades da série temporal; em seguida, os
residuos desse treinamento foram extraidos e utilizados para gerar atrasos (lags), que enriqueceram
o conjunto de varidveis explicativas dos modelos XGBoost e TabPFN. Esta abordagem inspira-se
na proposta de Borges e Nascimento (2022), que evidenciaram melhorias de acurécia ao integrar re-
siduos do Prophet como feature lags em um modelo hibrido com LSTM. A 16gica subjacente é que
o Prophet modela componentes de longo prazo, enquanto seus residuos contém variagcdes de curto
prazo que podem ser exploradas por técnicas de aprendizado de maquina para refinar o desempenho
preditivo [Borges e Nascimento, 2022].

Ambeas as estratégias de modelagem foram avaliadas com base nas métricas RMSE, MAE
e MAPE, visando quantificar o impacto da inclusdo dos lags. Embora a fase de implantacdo seja
relevante em aplicagdes operacionais, ela extrapola o escopo deste trabalho, que se concentra na
investigacdo e comparacdo de métodos preditivos para a demanda de produtos de uma empresa de
fast fashion.

5.1. Compreensiao do Negdcio

A empresa analisada atua no dindmico setor de fast fashion, oferecendo ampla variedade
de vestudrio para diferentes publicos e faixas etdrias, com constante renovacio de colecdes e forte
alinhamento as tendéncias, o que demanda planejamento agil de estoques, compras e promogdes
diante da sazonalidade, volatilidade da demanda e comportamento do consumidor. Localizada em
regido de clima predominantemente quente, mantém elevada demanda por roupas leves e casuais
durante todo o ano, enquanto eventos locais e feriados prolongados influenciam significativamente
o fluxo de clientes e as vendas, especialmente na alta temporada, exigindo estratégias adaptadas a
essas variacdes.

5.2. Compreensao dos Dados

Este estudo baseia-se em dados operacionais de uma empresa varejista especializada em
moda unissex, com foco em roupas e acessérios. O conjunto contempla registros semanais de
vendas e informagdes de estoque, organizados por categoria de produto, grupo de consumidores e
data de inicio da semana comercial. Entre as varidveis disponiveis, destacam-se a categoria dos
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itens, o publico-alvo, o volume de pecas vendidas, o faturamento obtido, além dos niveis de estoque
— tanto disponiveis quanto em transito.

A estrutura detalhada desses registros proporciona uma visdo granular do desempenho
por categoria e grupo consumidor, possibilitando a identificacdo de padrdes sazonais, tendéncias de
consumo e variagdes na demanda ao longo do tempo. Essa riqueza informacional torna o conjunto
uma base sdlida para andlises voltadas & melhoria dos processos logisticos e a tomada de decisdo
baseada em dados no contexto do varejo de moda.

5.3. Preparacao dos Dados

A etapa de preparacdo teve inicio com a leitura de dois conjuntos principais: o primeiro,
com dados semanais de vendas e faturamento; o segundo, composto por um calendario de eventos
e datas comemorativas entre os anos de 2018 e 2023. As datas foram padronizadas e organizadas
cronologicamente para garantir consisténcia nas andlises temporais subsequentes.

Para garantir que a modelagem fosse condizente com cendrios futuros, foram excluidas
varidveis que ndo estariam disponiveis no momento da previsdo, como os dados de estoque. Além
disso, valores inconsistentes relacionados ao faturamento foram tratados: inicialmente marcados
como ausentes, esses dados foram corrigidos, sempre que possivel, com base em médias de precos
observadas em semanas préximas e para produtos de caracteristicas semelhantes.

Durante a engenharia de atributos, foram criadas varidveis que representassem o compor-
tamento recente das vendas, permitindo ao modelo captar tendéncias e mudancas de padrdo. Com
o auxilio do calendario comemorativo, foram adicionados marcadores indicando semanas com fe-
riados ou eventos locais, o que possibilita ao modelo considerar possiveis impulsos sazonais de
demanda. Informacdes temporais como o nimero da semana e o més também foram extraidas e
incluidas como varidveis explicativas.

Como foco da anélise, foi selecionada a categoria de produto com maior volume de ven-
das, garantindo representatividade nos resultados. Por fim, as quatro semanas mais recentes da série
foram reservadas para a avaliagdo dos modelos preditivos, mantendo a integridade da sequéncia
temporal dos dados.

5.4. Modelagem

A etapa de modelagem foi cuidadosamente estruturada para permitir uma comparacio
aprofundada entre trés vertentes principais de previsao de demanda. O foco recaiu sobre os modelos
Prophet, XGBoost e TabPFN, avaliados tanto em suas configuracdes isoladas (standalone) quanto
enriquecidos com feature lags derivados do modelo Prophet. Inicialmente, o conjunto de dados
passou por um processo de preparacdo, que incluiu a correcdo de valores probleméticos de vendas
e a concentracio da andlise na categoria de maior volume: Manga Curta Masculina.

O modelo Prophet foi configurado para operar com crescimento linear e sazonalidade
semanal, além de incorporar os efeitos de feriados locais. Seu treinamento utilizou toda a série
histdrica, com excecdo das ultimas quatro semanas, que foram reservadas para a fase de teste. O
XGBoost, por sua vez, foi avaliado sob duas configuracdes distintas: uma utilizando apenas varia-
veis temporais (sem a inclusdo de lags) e outra incorporando lags de vendas recentes. Esta segunda
abordagem permitiu capturar dindmicas de curto prazo que nio sdo modeladas explicitamente pelo
Prophet. O TabPFN, um modelo de tltima geragdo baseado na arquitetura de transformadores para
dados tabulares, também foi testado mediante duas abordagens: com e sem a inclusdo de feature
lags das vendas, sempre respeitando a limitagdo referente ao tamanho do conjunto de dados imposta
pelo préprio modelo.

Modelos de referéncia classicos, tais como Naive, Média Mével, Suavizacdo Exponencial,
Holt-Winters, Regressdo Linear e ARIMA, foram implementados com o propdsito de estabelecer
um parametro comparativo, embora nao constituissem o foco central desta andlise. Em algumas
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instancias, tais modelos apresentaram métricas competitivas; contudo, o objetivo principal residia
em avaliar o potencial dos métodos baseados em aprendizado de méquina e deep learning para
capturar padrdes complexos inerentes a demanda.

5.5. Avaliaciao

Um espectro de modelos foram desenvolvidos e submetidos a avaliacdo. Este conjunto
abrangeu desde métodos de referéncia, como o Naive e a Média Mdvel, até técnicas de aprendizado
de maquina mais sofisticadas. Destacaram-se, neste dltimo grupo, o Prophet, o XGBoost (em suas
variantes standalone e com lags do Prophet) e o TabPFN (igualmente testado em versdes standalone
e com lags do Prophet). O desempenho de cada um dos modelos foi avaliado por meio de trés
métricas padrdo no campo da previsdo: RMSE (Raiz do Erro Quadratico Médio), MAE (Erro Médio
Absoluto) e MAPE (Erro Percentual Médio Absoluto). Esta abordagem permitiu uma compreensao
mais abrangente acerca das potencialidades e limitacdes de cada modelo no contexto especifico do
problema em estudo.

6. Resultados e Discussao

Ao analisar o desempenho dos diferentes modelos na tarefa de prever as vendas, com es-
pecial atencdo ao conjunto de teste de quatro semanas para a categoria Manga Curta Masculina,
observamos variagdes significativas em suas respectivas capacidades de antecipacao. Os resultados,
que sdo apresentados de forma visual na Figura 1 e detalhados numericamente na Tabela 1, indicam
que a combinagao do modelo TabPFN com as features de lag provenientes do Prophet (denominada
"TabPFN + Prophet") alcancou o melhor desempenho geral. Em uma posicdo muito préxima, a
versdo do XGBoost enriquecida com essas mesmas features ("XGBoost + Prophet") também de-
monstrou um destaque considerdvel.

Figura 1: Comparativo de métricas por modelo em evidéncia
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6.1. Analise Detalhada dos Resultados

Uma avaliagcdo mais aprofundada dos nimeros apresentados revela que o modelo TabPFN,
quando potencializado com as features de lag derivadas do Prophet, exibiu um desempenho superior
de forma consistente em todas as métricas de erro utilizadas. Especificamente, a configuracio
"TabPFN + Prophet"alcangou um RMSE de 1909.628, um MAE de 1439.969 e um MAPE de
apenas 5.291%. Estes valores s@o significativamente inferiores aos obtidos pelos demais modelos
testados. O modelo "XGBoost + Prophet", que se posicionou como o segundo melhor em termos de
performance, apresentou um RMSE de 2420.606, MAE de 2093.785 ¢ MAPE de 7.620%. Embora
demonstre uma performance robusta e superior a maioria das alternativas, a vantagem do "TabPFN
+ Prophet"permanece evidente.

Em contrapartida, as versdes standalone destes mesmos modelos apresentaram resulta-
dos inferiores. O XGBoost isolado registrou um RMSE de 3694.144 ¢ um MAPE de 12.693%,
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Tabela 1: Tabela Comparativa de Métricas

Modelo RMSE MAE MAPE

ARIMA 4786.219 4698.154 17.170%
Holt-Winters (Dupla) 5401.044 4835.801 17.494%
Holt-Winters (Tripla) 3754.158 3355.133  12.195%
Média Mével 2940.561 2869.188 10.427%
Naive 6964.868 6937.530 25.327%
Prophet 7470.464 6014.549 21.610%
Reg. Linear 9892.503 9875.457 36.030%
Suavizagdo Exp. 4503.129 4154.538 15.044%
TabPFN 4911.297 4888.136 17.823%
TabPFN + Prophet  1909.628 1439.969 5.291%
XGBoost 3694.144 3472.607 12.693%
XGBoost + Prophet ~ 2420.606 2093.785  7.620%

enquanto o TabPFN isolado obteve um RMSE de 4911.297 e um MAPE de 17.823%. Esta compa-
racdo sublinha o beneficio da incorporacdo das features de lag do Prophet. Para contextualizar esses
resultados, modelos de base como a Média Mével (RMSE de 2940.561, MAPE de 10.427%) e o
Holt-Winters (Tripla) (RMSE de 3754.158, MAPE de 12.195%) superaram as versdes standalone
do XGBoost e TabPFN em algumas métricas, o que evidencia a complexidade da tarefa de previ-
sdo e a importancia crucial da engenharia de features. O Prophet, quando utilizado isoladamente,
alcangou um RMSE de 7470.464 ¢ um MAPE de 21.610%.

Figura 2: Andlise modelo TabPFN com features de lag
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A Figura 2 oferece uma representagdo visual que permite comparar as previsdes geradas
pelo modelo "TabPFEN + Prophet"com os valores reais observados durante o periodo de teste. Nota-
se que o modelo "TabPFN + Prophet"demonstrou capacidade de acompanhar a tendéncia geral dos
dados, resultando em erros relativamente pequenos quando comparados aos valores verdadeiros.
Um aspecto que merece destaque é a habilidade do modelo em capturar a direcdo das variagdes
na demanda, ainda que possam existir algumas discrepancias nos valores exatos previstos. A fi-
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gura ilustra, portanto, a aderéncia do "TabPFN + Prophet"aos dados reais, evidenciando seu bom
desempenho na tarefa de previsao.

6.2. Comparacio entre Modelos e Implicacoes Praticas

A andlise comparativa entre os modelos testados indicou que abordagens tradicionais,
como o Naive (MAPE: 25.327%) e o ARIMA (MAPE: 17.170%), foram significativamente supe-
radas por modelos de aprendizado de mdquina avangados, especialmente aqueles que incorporaram
features de lag. Isso sugere que métodos mais simples tém dificuldade em capturar a complexi-
dade e as flutuag¢des rapidas do dinAmico mercado de varejo de moda. O Prophet em sua versdo
isolada (MAPE 21.610%) ndo atingiu o desempenho esperado, ficando aquém de modelos de base
mais simples em termos de MAPE e exibindo uma tendéncia a superestimar consideravelmente
a demanda, como observado em erros de previsdo que chegaram a aproximadamente 47.9% para
semanas especificas.

Em contraste, as configuracdes hibridas demonstraram maior robustez e precisdao. O mo-
delo "XGBoost + Prophet", por exemplo, apresentou erros mais equilibrados e consistentes, como
um desvio de apenas —5.8% em uma semana de teste particular. O "TabPFN + Prophet"destacou-se
ainda mais, alcangando o menor MAPE (5.291%) e, consequentemente, previsdes mais proximas
da realidade. Essa acuricia e consisténcia sdo de imenso valor para o planejamento de estoques
e compras, onde a previsibilidade dos erros é fundamental. As versdes standalone do XGBoost
(MAPE 12.693%) e do TabPFN (MAPE 17.823%) apresentaram um desempenho intermedidrio em
relacdo as suas contrapartes hibridas e ao Prophet isolado.

6.3. Fatores Contribuintes para o Desempenho Superior do TabPFN e XGBoost

O desempenho observado nas abordagens "TabPFN + Prophet"e "XGBoost + Prophet"pode
ser atribuido a uma combinacdo de fatores inter-relacionados. Primeiramente, a capacidade do
TabPEN de aprendizado com um volume reduzido de dados (few-shot learning) é notdvel. Sendo
pré-treinado em uma vasta gama de conjuntos de dados tabulares sintéticos, ele exibe uma genera-
lizagdo eficaz e consegue realizar previsdes acuradas mesmo com histéricos de dados relativamente
curtos. Esta € uma caracteristica particularmente valiosa no volatil setor de moda, onde os padrdes
de consumo podem mudar rapidamente. O TabPFN aprende a estrutura dos dados de forma efi-
ciente, sem a necessidade de um ajuste extensivo de hiperpardmetros para cada novo conjunto de
dados.

No caso do XGBoost, a incorporagdo efetiva de features temporais, incluindo as defasa-
gens significativas provenientes do Prophet, mostrou-se crucial. O XGBoost foi alimentado com um
conjunto diversificado de caracteristicas, como valores passados da série temporal (lags do Prophet
e outros lags intrinsecos), indicadores de feriados e componentes de sazonalidade. Esta estratégia
permitiu ao modelo identificar padrdes complexos e relagdes ndo lineares que modelos mais sim-
ples, ou mesmo o Prophet utilizado isoladamente, ndo conseguiriam detectar com a mesma eficécia.

Ademais, a robustez a outliers € ruidos, uma caracteristica inerente ao XGBoost e, im-
plicitamente, ao TabPFN (devido ao seu treinamento em diversas distribuicdes de dados), contribui
para o desempenho superior. Séries de vendas no varejo frequentemente contém valores discrepan-
tes devido a promocdes, eventos especiais ndo recorrentes e outros fatores externos. A capacidade
de lidar com essas variagdes sem comprometer significativamente a qualidade da previsdo é uma
vantagem importante. A sinergia estabelecida entre as features de lag do Prophet e a capacidade de
modelagem avancada do XGBoost e TabPFEN parece ser um fator determinante para a superioridade
observada nos resultados.

6.4. Implicacoes para a Gestao de Estoque e Planejamento de Compras
Os resultados deste estudo t€ém consequéncias diretas para a gestdo operacional no va-
rejo de moda. A utilizagdo de modelos de alta performance, como o "TabPFN + Prophet"(MAPE
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de 5.291%) e o "XGBoost + Prophet"(MAPE de 7.620%), proporciona previsdes consideravel-
mente mais exatas do que métodos tradicionais ou as versdes isoladas dos algoritmos. Essa pre-
cisdo aprimorada reflete-se diretamente na reducdo da necessidade de altos estoques de seguranca,
diminuindo custos de armazenagem e capital imobilizado, além de minimizar rupturas e perdas de
vendas. Adicionalmente, previsdes mais acuradas viabilizam um planejamento de compras e pro-
ducdo mais eficiente, crucial para a agilidade do fast fashion, e permitem extrair insights sobre os
fatores de demanda para otimizar estratégias promocionais.

A superioridade preditiva alcancada pela combina¢do de modelos ou pelo uso de ca-
racteristicas bem elaboradas (features) ¢ um ponto de destaque. De maneira andloga ao estudo
de Borges e Nascimento [2022], que observou melhores resultados com uma abordagem hibrida
Prophet-LSTM, nosso trabalho demonstrou que o desempenho superior do "TabPFN + Prophet"—
enriquecido com features de lag do Prophet e outros dados contextuais — em compara¢do com
as versoes standalone e o Prophet isolado, sublinha o potencial de abordagens sofisticadas. Essas
estratégias integrativas sdo mais eficazes para capturar as complexas dindmicas das séries temporais
de vendas, reforcando a ideia de que a sinergia entre modelos é uma via promissora para previsoes
mais robustas.

7. Conclusao
Este estudo concentrou-se na previsdo de demanda para a categoria de produto Manga

Curta Masculina em uma empresa de fast fashion, utilizando um horizonte de quatro semanas. Ao
avaliar uma diversidade de modelos, desde abordagens mais simples até técnicas avancadas como
ARIMA, Prophet, XGBoost e TabPFN, tanto isoladamente quanto em configura¢des hibridas com
features de lag do Prophet, os resultados foram reveladores. Conforme detalhado na Tabela 1, a
combinagdo "TabPFN + Prophet"demonstrou um desempenho superior em precisdo. Essa eficicia
decorre da capacidade desses modelos mais sofisticados de integrar as features de lag e outras
varidveis pertinentes, permitindo capturar a complexa dinamica da demanda no volétil setor de fast
fashion.

A andlise aprofundada indicou que, enquanto o Prophet utilizado de forma isolada tendeu
a superestimar a demanda no cendrio especifico deste estudo, as abordagens hibridas "TabPFN +
Prophet"ofereceram previsdes mais equilibradas e consistentes. Essa estabilidade é de grande valor
para o planejamento operacional didrio, onde erros menores e mais previsiveis sio preferiveis. As
implicacdes préticas desses achados s@o considerdveis, pois uma maior acurdcia nas previsoes pode
levar a otimizacao de estoques, reducdo de rupturas, planejamento de compras mais eficiente e me-
lhores estratégias de precificagdo, elementos cruciais para o sucesso no fast fashion. O éxito dessas
variantes hibridas em nosso estudo reforga a ideia, também explorada por Borges e Nascimento
[2022], de que a sinergia entre diferentes modelos ou componentes pode resultar em previsdes mais
apuradas.

Para trabalhos futuros, vislumbra-se a continuidade na exploracdo de sinergias entre mo-
delos, como a otimizacdo mais detalhada de hiperpardmetros para as configuracdes hibridas e a
incorporagdo de fontes de dados externas — por exemplo, tendéncias de midias sociais ou indica-
dores macroecondmicos — que possam influenciar a demanda. Além disso, propde-se investigar
a aplicabilidade da engenharia de features de lag nos modelos clédssicos de séries temporais, espe-
cialmente os baseados na metodologia de Box & Jenkins (ARIMA - Box e Jenkins [1970]), a fim
de avaliar se tais transformacdes podem ampliar sua capacidade preditiva. A busca incessante por
aprimoramento nos modelos de previsdo € vital para otimizar a gestdo de estoques, reduzir perdas
e, consequentemente, ampliar a competitividade da empresa no dindmico mercado da moda.
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