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RESUMO

Este artigo tem como motivacdo as operacdes de uma industria italiana de produgdo
de cermica, que lida diariamente com o problema de carregamento de paletes do distribuidor. A
industria estd interessada em uma abordagem que seja rdpida e precisa ao lidar com o problema.
E proposta uma abordagem hibrida que combina heuristicas construtivas com diferentes modelos
de aprendizado de maquina: XGBoost, LightGBM e Random Forest. Usando dados da industria
italiana, os modelos sdo treinados, validados e comparados com o software PackVol. Os modelos
propostos mostraram desempenho superior em termos de precisdo e tempo de execugdo, indicando
que a abordagem hibrida é eficaz mesmo com diferentes algoritmos de aprendizado de maquina.

PALAVRAS CHAVE. Problema de carregamento de paletes, Aprendizado de maquina, Heuristica,
Industria de ceramica.
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ABSTRACT

This paper is motivated by the operations of an Italian ceramic production company that
deals daily with the distributor’s pallet loading problem. The industry is interested in a fast and ac-
curate approach to this problem. We propose a hybrid approach, combining constructive heuristics
with different machine learning models: XGBoost, LightGBM, and Random Forest. Using data
from the Italian industry, the models are trained, validated, and compared with the software Pack-
Vol. The proposed models showed superior accuracy and computing time performance, indicating
that the hybrid approach is effective even with different machine learning models.
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1. Introducio e definicao do problema
O mercado global de produgdo ceramica cresceu consideravelmente na tultima década,

com a produc¢do mundial atingindo quase 17 bilhdes de metros quadrados segundo a ACIMAC Re-
search Department [2023], sendo o italiano um dos maiores. Indistrias da drea enfrentam desafios
logisticos relacionados ao transporte e carregamento de paletes, nos quais caixas de diferentes ta-
manhos e pesos precisam ser organizadas para envio aos clientes. Esse processo exige respeitar
restrigdes como limite de peso, estabilidade e orientacdo das caixas, buscando sempre minimizar o
nimero de paletes utilizados.

O problema estudado neste trabalho surge de uma industria ceramica localizada na regido
da Emilia-Romanha, que lida diariamente com o chamado Distributor’s Pallet Loading Problem
(DPLP) [Silva et al., 2016]. Na literatura, o DPLP é considerado uma variante dos problemas de
corte e empacotamento, amplamente estudados na pesquisa operacional. Diversos trabalhos ex-
ploraram abordagens como heuristicas [Gunawardena et al., 2021], algoritmos exatos [lori et al.,
2021], metaheuristicas [Calzavara et al., 2021] e técnicas de aprendizado de miquina [Magnani
et al., 2025], muitas vezes aplicados em contextos industriais reais com restri¢cdes praticas comple-
xas [Gzara et al., 2020].

No contexto da empresa italiana estudada, os pedidos chegam por meio de um sistema
de e-commerce, e a empresa precisa informar ao cliente, jA no momento da compra, a quantidade
estimada de paletes necessdrios. Essa informacao é essencial para que os clientes organizem o trans-
porte de forma adequada. As ceramicas sdo armazenadas em paletes homogéneos, posicionados no
armazém por um sistema automatizado, e depois transferidas para paletes de envio conforme cada
pedido. O carregamento € feito por operadores em baias com espago limitado, que recebem auto-
maticamente até quatro paletes de produgdo por vez. Como ndo controlam quais paletes chegam,
os operadores precisam organizar rapidamente os paletes de envio para liberar espaco, respeitando
restrigdes de peso, estabilidade, orientacdes permitidas e fragilidade das caixas.

Devido a dinamicidade e as incertezas do sistema automatizado, torna-se invidvel adotar
solugdes exatas ou heuristicas tradicionais para atender ao problema. Assim, a industria necessita de
uma abordagem que forneca estimativas rapidas e precisas da quantidade de paletes necessarios por
pedido. Para isso, este trabalho propde uma solucio hibrida que integra heuristicas construtivas e
técnicas de aprendizado de maquina treinadas com dados histéricos da industria para gerar previsdes
precisas em tempo real. Alguns resultados dessa abordagem, limitados ao modelo XGBoost, foram
publicados em Taccini et al. [2025].

2. Abordagem Hibrida Proposta

A abordagem hibrida usa dados histdricos da indistria e de limitantes validos gerados por
heuristicas construtivas, que sdo organizados para a entrada dos modelos de aprendizado. Diferente
do trabalho anterior em Taccini et al. [2025], que se concentrou unicamente no modelo XGBoost,
¢ feita a sua extensdo para a inclusdo dos modelos Light Gradient-Boosting Machine (LGBM) e
random forest (RF), com objetivo de generalizar a abordagem.

Para alimentar os modelos, foi utilizado o mesmo conjunto de colunas definido em Taccini
et al. [2025]: as quantidades de cada tipo de cerdmica, peso e volume totais e médios do pedido,
além de 3 heuristicas que estimavam um limite inferior, superior e valor aproximado de paletes
para um pedido. Os hiperpardmetros dos modelos foram calibrados através de uma busca em grade
(grid search) considerando valores obtidos de analises empiricas, valores padrio das bibliotecas que
implementam tais modelos e com base na literatura [Zouinina, 2024; Ahmed, 2022; Sharma, 2024;
Saxena, 2024]. A Tabela 1 contém os melhores valores obtidos apds a calibragem.

3. Experimentos computacionais
A abordagem hibrida foi implementada em Python 3.10, utilizando a biblioteca scikit-

learn. Para os experimentos, empregou-se um computador com processador Intel Core i5, 8 GB de
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Tabela 1: Conjunto de valores dos hiperpardmetros obtidos durante a calibragem pela busca em grade.

XGBoost LGBM RF
learning_rate 0.1 learning_rate 0.1 max_depth 50
gamma 0.1 max_depth oo | min_samples_split 20
max_depth 10 num_leaves 1023 | min_samples_leaf 1
min_child_weight 3 | min_data_in_leaf 50 max_features 6
subsample 0.5 | feature_fraction 1.0 bootstrap False
colsample_bytree 0.5

Tabela 2: Resultados dos modelos em termos de MSE e MAE.

Modelo | MSE | MAE
XGBoost | 0,500 | 0,433
LGBM | 0,467 | 0,400
RF 0,400 | 0,400
PackVol | 2,133 | 0,933

(b) Conjunto de novos pedidos (validagdo)

Modelo | MSE | MAE
XGBoost | 0,728 | 0,329
LGBM | 0,726 | 0,326
RF 0,779 | 0,332

(a) Conjunto de pedidos de treinamento

memoria e sistema operacional Linux Mint 21 Cinnamon. Os modelos de aprendizado de maquina
foram treinados a partir de aproximadamente 167 mil pedidos histéricos da industria de 2022 e 2023,
considerando apenas os pedidos heterogéneos, ou seja, aqueles com mais de um tipo de cerdmica.
Os dados foram divididos em 80% para treinamento e 20% para validacdo.

Durante a fase de treinamento, os trés modelos de aprendizado — XGBoost, LGBM e
Random Forest — apresentaram desempenhos semelhantes em termos de erro médio quadratico
(MSE) e erro absoluto médio (MAE). O modelo LGBM obteve ligeira vantagem sobre os demais
(conforme apresentado na tabela 2a).

Na etapa de validacdo, os modelos foram avaliados com 30 pedidos reais recebidos em
2024, todos distintos dos utilizados no treinamento e contendo de 2 a 6 tipos de cerdmica. Os re-
sultados mostraram que todos os modelos superaram o software PackVol [PackVol, 2024], utilizado
pela industria, apresentando MSE até cinco vezes menor e MAE duas vezes menor. Entre os trés,
LGBM e Random Forest se destacaram com resultados muito proximos e ligeiramente melhores
que o XGBoost (conforme apresentado na tabela 2b). Além disso, enquanto o PackVol levou cerca
de 1 segundo para resolver cada instancia, os modelos de aprendizado processaram todas as 30 em
menos de 0,5 segundos.

4. Conclusao e Trabalhos Futuros

Neste artigo € proposta uma abordagem hibrida para a previsdo do niimero de paletes no
contexto do DPLP em uma inddstria de cerdmicas. Mesmo considerando diferentes modelos de
aprendizado de méquina, esta abordagem se mostrou mais precisa e rdpida do que a abordagem
(PackVol) atualmente usada pela industria, avancando as conclusdes apontadas em Taccini et al.
[2025], que apresentava apenas o modelo XGBoost como parte da abordagem hibrida.

Trabalhos futuros poderiam avaliar outros modelos de aprendizado de mdquina, especi-
almente fora da familia dos métodos baseados em arvore de decisdo, e outras heuristicas para os
limitantes, bem como estender a previsdo para pedidos que envolvem diferentes tipos de paletes.
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