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RESUMO

O estudo de redes complexas envolve a anéalise do relacionamento de varios elementos
de um sistema. Esse estudo utiliza conceitos de Teoria dos Grafos, que é uma area da Pesquisa
Operacional, na qual o relacionamento entre os elementos de um sistema, chamados nos ou vérti-
ces, sdo modelados por arestas que sdo pares ordenados de vértices. Uma das aplicagdes de redes
complexas tem sido o estudo de redes sociais, em que os vértices correspondem a individuos e as
relacdes podem ser relacdes de amizade, de trabalho, de interesse mutuo, etc. Além disso, as redes
complexas também tém sido utilizadas para analise de séries temporais em varios contextos. Neste
minicurso, pretendemos discutir as principais aplicacdes de Redes Complexas, suas propriedades
estruturais e apresentar as principais métricas globais e locais utilizadas em Redes Complexas. Os
conceitos serdo ilustrados através de exemplos computacionais usando a linguagem Python e o
pacote NetworkX.

PALAVRAS CHAVE. Redes Sociais, Métricas Globais, Métricas de Centralidade.

Topicos: Teoria e Algoritmos em Grafos, Big Data e Analytics

ABSTRACT
The study of complex networks involves analyzing the relationships of various elements
of a system. This study uses concepts from Graph Theory, which is an area of Operations Research,
in which the relationship between the elements of a system, called nodes or vertices, are modeled
by edges that are ordered pairs of vertices. One of the applications of complex networks has been
the study of social networks, in which the vertices correspond to individuals and the relationships

https://proceedings.science/p/1939397?lang=pt-br


https://proceedings.science/p/193939?lang=pt-br

LVl B P SIMPOSIO BRASILEIRO DE
PESQUISA OPERACIONAL

ot 505 DE 04 ATE 07

{ 17 [dh1|ﬁ r 1 NOVEMBRO 2024

et W Lo negal

FORTALEZA | CEARA

can be relationships of friendship, work, mutual interest, etc. Furthermore, Complex Networks
have also been used for time series analysis in various contexts. In this short course, we intend
to discuss the main applications of Complex Networks, their structural properties and present the
main global and local metrics used in Complex Networks. The concepts will be illustrated through
computational examples using the Python language and the NetworkX package.

KEYWORDS. Social Networks. Global Metrics. Centrality Metrics.

Paper topics: Theory and Algorithms in Graphs. Big Data and Analytics

1. Introducao e motivacio

As redes complexas sdo modelos utilizados para representar relacdes entre pares de ele-
mentos de um certo grupo de interesse. O grupo de interesse esta fortemente ligado as aplicacdes.
Por exemplo, a Internet é uma rede em que o grupo de interesse sdo computadores ligados por
conexdes de dados; a World Wide Web é uma rede em que o grupo de interesse sdo as paginas da
internet e as ligacOes entre as paginas sdo feitas por meio dos links que direcionam uma pagina
a outras; em uma rede de comércio internacional, o grupo de interesse sdo paises e as relagdes
entre esses paises esta ligada as transacdes comerciais entre eles durante um certo periodo; em
uma rede de amizades no Facebook ou de seguidores no Instagram, o grupo de interesse sdo os
perfis da plataforma da rede social e as relagdes entre os perfis se ddo por serem amigos (Facebook)
ou seguidores (Instagram) na plataforma; em uma rede de cadeia alimentar ecoldgica, o grupo de
interesse sdo as espécies de animais e as relagdes estio relacionadas a quais espécies se alimentam
uma das outras; em uma rede neural os elementos de interesse séo os neurénios e as ligagdes estdo
relacionadas a como os neurdnios se conectam entre si.

O estudo de redes complexas consiste no estudo do padrdo em que os elementos do
grupo de interesse se conectam entre si. As redes complexas se caracterizam pelo conjunto das
relagdes ndo apresentarem um padrdo simples como o que ocorre no caso em que todos os pares
de elementos se relacionam entre si, nem também se assemelham a relacdes que sejam formadas
aleatoriamente.

Existem varias aplicacdes relacionadas ao estudo de redes complexas. O estudo de redes
complexas pode ajudar a entender como noticias se espalham, como doencas se propagam, quem
sdo os individuos mais importantes em uma rede de criminalidade, para identificar que produtos
as pessoas tendem a comprar ou como elas tendem a votar. Existem estudos que também utilizam
redes complexas para analisar séries temporais com o objetivo de identificar padrdes de anomalias
em sinais bioloégicos [Wang et al., 2016], verificagdo de assinaturas manuscritas online [Santos
et al., 2022] ou estudar como variaveis macroecondmicas podem influenciar na estrutura de redes
formadas por séries temporais de precos de ativos em bolsas de valores [de Pontes e Régo, 2022].

Existem varias técnicas que podem ser utilizadas para entender o padrio de relacdes em
uma rede complexa. Um dos primeiros passos seria visualizar a rede complexa para identificar
padrdes que nio sdo faceis de observar diretamente dos dados brutos. A Figura 1 ilustra um exem-
plo de uma rede social dos terroristas envolvidos no ataque de 11 de setembro de 2001. As cores
identificam o voo em que os terroristas se encontravam e as ligagdes refletem o fato de terroristas
terem tido algum contato prévio, como um treinamento em conjunto, antes do ataque [Lindelauf
et al., 2013].

Contudo, a visualizacdo s6 permite a identificacdo de padrdes se existirem poucos ele-
mentos na rede ou poucas relagdes entre esses elementos. Para analise de redes maiores, existem
varias métricas que auxiliam tanto na identificacido de padrdes da rede como um todo, como in-
formacdes sobre a posicéo topologica de elementos individuais da rede. Os n6s mais importantes
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Figura 1: Rede complexa dos terroristas envolvidos no ataque de 11 de setembro de 2001. Fonte: Lindelauf
et al. [2013]

de uma rede podem ser identificados com o objetivo, por exemplo, de desestabilizar uma rede de
criminalidade, dificultar a transmissdo de doencas ou de fake news em midias sociais.

O restante destas notas de aula esta organizado da seguinte maneira. Na Secdo 2, faze-
mos uma breve introdugéo a Teoria dos Grafos que é o modelo matematico que é utilizado para
o estudo de redes complexas. Ainda nesta secdo, apresentamos o pacote Networkx (https:
//networkx.org/) do Python, que sera utilizado para ilustrar computacionalmente os con-
ceitos desenvolvidos neste trabalho. Todos os cédigos encontram-se disponiveis no seguinte re-
positério: https://github.com/jesusossian/minicurso_sbpo2024. Na Secdo 3,
descrevemos sobre algumas das principais métricas globais, que sao utilizadas para caraterizar
uma rede complexa como um todo. Na Secdo 4, algumas da principais métricas de centralidade,
que descrevem a importincia dos elementos do grupo de interesse da rede. Na Se¢do 5, outras mé-
tricas que mensuram o grau de coesdo e homofilia da rede sdo apresentadas. Por fim, encerramos
este trabalho com consideragoes finais na Secéo 6.

2. Grafos

Através da teoria dos grafos podemos formalizar matematicamente o estudo das redes
complexas. Um grafo é um objeto matematico que consiste de um par ordenado de conjuntos
G = (V,E), em que V é chamado de conjunto de vértices ou nds do grafo, que representam
os elementos que se relacionam em uma rede complexa, e £ C V' x V é um conjunto de pares
ordenados de vértices, chamados de arestas, que representam as relacdes entre os elementos da
rede complexa. Dependendo do contexto da rede complexa, os vértices podem receber outros
nomes, como atores e sitios, enquanto as arestas podem ser chamadas de arcos, ligacdes, relacoes.
Usaremos a nomenclatura de grafos e redes para denotar a mesma coisa neste texto.

Se em um grafo G = (V, E), (u,v) € E implica que (v,u) € FE, entdo dizemos que
o grafo é ndo direcionado ou nio dirigido, caso contrario ele é chamado de direcionado, dirigido
ou um digrafo. Em grafos nio direcionados, (u,v) e (v, u) representam uma sé aresta. Grafos
nio direcionados sdo uteis para representar redes complexas em que as relacdes sdo reciprocas,
como por exemplo redes de amizades ou redes de transporte. Por outro lado, grafos direcionados
sdo utilizados para modelar redes complexas em que ndo necessariamente as relacdes séo recipro-
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cas, como por exemplo, a World Wide Web ou redes ecoldgicas de predador-presa. Em um grafo
direcionado, a aresta (u, v) é dita ser uma aresta de saida de u e de entrada em v.

Uma aresta que liga um vértice de um grafo a ele mesmo é chamada de lago. A maioria
das redes complexas que estudaremos ndo possuem nem lacos nem multiplas arestas ligando o
mesmo par de vértices. Grafos que ndo possuem lagos nem multiplas arestas sdo chamados de
grafos simples e as redes correspondentes sdo chamadas de redes simples.

Uma maneira alternativa de representar um grafo simples é através de sua matriz de
adjacéncia, A. A matriz de adjacéncia de um grafo simples em que V' = {1,2,...,n} tem seu
elemento (7, j) dado por':

1, se(i,j)€E,

A(i, ) =
(i) 0, caso contrario.

(1)

Deste modo, a matriz de adjacéncia de grafos néo direcionados é simétrica em relacdo a diagonal
principal.

Se em um grafo existir um lago ligando um no ¢ a ele mesmo, entéo o valor do elemento
(i,7) da matriz de adjacéncia é igual a 2 se o grafo for nio direcionado e igual a 1 se o grafo for
direcionado. A justificativa para esta definicdo é que como em um grafo nio direcionado uma
aresta envolvendo os nds ¢ e j aparece duas vezes na matriz de adjacéncia tornando A(7,j) =
A(j,7) = 1, o laco em um grafo néo direcionado deve ser representado em duplicidade.

Em redes complexas, algumas rela¢des possuem uma intensidade maior que outras. Por
exemplo, em redes de comércio internacional, a intensidade das relagdes pode estar relacionada ao
volume das transagdes comerciais entre os paises, em uma relacdo de amizade pode estar relacio-
nada a frequéncia de encontros entre os amigos, em relacio a rede de transportes aéreos pode estar
relacionada ao nimero de passageiros transportados entre dois aeroportos em um certo periodo de
tempo. Para representar essas redes, sdo usadas redes ponderadas, que possuem pesos nas arestas.
Neste caso, utilizaremos uma matriz de adjacéncia ponderada, W, de modo que A(7,j) = O se e
somente se W (i,j) = 0. Neste caso, a rede é nio direcionada se W (i, j) = W (j,1), para todo
i,7 € V. Quanto maior |W (i, j)|, maior a intensidade da relagio entre os nds que pode ser uma
relacdo positiva ou negativa. Na maioria dos casos, os pesos sdo positivos, mas existem situagdes
em que podem ser usados pesos negativos, como por exemplo em uma rede social as ligacdes com
pesos positivos entre pessoas representam as amizades e as com pesos negativos as inimizades.

2.1. Passeios, Caminhos e Ciclos

Um passeio (em inglés, walk) em uma rede, G = (V, E), consiste de uma sequéncia
ordenada de vértices (ig, 41,42, ...,1x) tal que (ij_1,9;) € FE paraj = 1,2,...,k. Neste caso,
k é o comprimento do passeio. O nimero de passeios de comprimento k entre ¢ e j é dado por

AR(i, 7).

Se um passeio ndo contém arestas repetidas, ele é conhecido como um caminho (em
inglés, path). (Recorde que (i, 7) e (j, 1) representam uma mesma aresta em uma rede nao dirigida.)
Um caminho sem vértices repetidos (exceto, possivelmente, pelo primeiro e ultimo da sequéncia
que podem ser iguais) é chamado de caminho simples. Um caminho de menor comprimento entre
dois vértices 7 e j é chamado de caminho geodésico e o comprimento do caminho geodésico
conhecido como distincia geodésica, denotada por d(i,j). Na literatura de redes complexas,
comum encontrar o termo caminho (path) utilizado como sendo um passeio qualquer também.

D~ D~

'Utilizamos a convencio de que o elemento (4, j) da matriz de adjacéncia é igual a 1 quando existe uma aresta saindo
i em dire¢do a j. Em algumas referéncias, como em Newman [2018], a convengio é oposta.
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No caso de redes ponderadas com pesos nao negativos, como definimos que quanto maior
o peso W (i, j) mais intensa é a relacdo entre 7 e j, significa que eles sdo mais proximos. Deste
modo, o comprimento de um passeio ou de um caminho é dado pela soma dos reciprocos dos pesos
das arestas. Entdo, a distdncia geodésica ponderada entre os nés ¢ e j é dada pela menor compri-
mento de um caminho que liga o né i ao né j, d* (7, j). Em alguns pacotes computacionais, sera
necessario entrar com o reciproco dos pesos para que as distancias sejam calculadas corretamente.

Se em um caminho iy = i, este caminho é conhecido como um ciclo. Se o caminho
for simples e iy = i, temos um ciclo simples. Note que todo ciclo que nio é um ciclo simples,
tem algum vértice intermediario igual ao primeiro (que é igual ao ultimo) vértice da sequéncia, ou
possui dois vértices intermediarios iguais e, portanto, tem uma subsequéncia de vértices do ciclo
que forma um ciclo simples. Na literatura de redes complexas, as vezes o termo ciclo é utilizado
no lugar de ciclo simples.

Redes que ndo contém ciclos sdo chamadas de aciclicas. Na literatura de redes complexas,
é comum chamar redes que néo sdo aciclicas de ciclicas, embora o termo grafo ciclico seja evitado
em teoria dos grafos.

Algumas propriedades sobre redes aciclicas [Newman, 2018]:

1. Toda rede aciclica ndo contém lagos, pois um laco é um ciclo de comprimento 1.

2. Toda rede direcionada e aciclica com uma quantidade finita de vértices tem pelo menos um
vértice sem arestas que saem dele. Caso contrario, iniciando um passeio em um vértice
qualquer e seguindo as arestas de saida, como existe somente um nimero finito de vértices,
necessariamente sera necessario repetir algum vértice no passeio, que portanto contera um
ciclo.

3. Se a quantidade de vértices é finita, é sempre possivel rotular os vértices de uma rede dire-
cionada aciclica de tal forma que a matriz de adjacéncia da rede é triangular com todos os
elementos da diagonal principal iguais a zero.

4. Uma rede direcionada € aciclica se e somente se todos os autovalores da matriz de adjacéncia
sdo nulos, ou seja é uma matriz nilpotente.

2.2. Conectividade e Componentes

Um importante conceito em redes é saber se existe um caminho entre dois vértices quais-
quer da rede. Em caso positivo, dizemos que a rede é conectada. No caso de redes direcionadas,
existem duas versoes possiveis a depender se a direcdo das arestas é levada ou ndo em consideragio
ao observar o caminho. Se a rede for conectada levando em consideracdo a direcdo das arestas no
caminho entre quaisquer dois vértices, diz-se que a rede é fortemente conectada. Enquanto se as
direcdes das arestas nio forem levadas em consideracéo, temos que a rede é fracamente conectada.

Um subgrafo de um grafo G = (V, E) é qualquer grafo G’ = (V/,E') talque V' C Ve
E' C E. Ou seja, um subgrafo de um grafo consiste de um subconjunto dos vértices e das arestas
do grafo original.

Como nem toda rede é conectada, existem alguns subgrafos que sdo de interesse. Esses
subgrafos sdo grafos conectados tais que néo existe nenhum outro subgrafo do grafo original que
seja conectado e cujos conjuntos de vértices e arestas contenham os conjuntos de vértices e arestas
da componente, respectivamente. Formalmente, G’ = (V’, E’) é uma componente de G = (V, E)
se:

1. G’ é um subgrafo de G.
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2. G’ é conectado (no caso de grafos direcionados, existem duas defini¢cdes de componente a
depender da defini¢do de conectividade utilizada).

3. Para todo subgrafo G” = (V" E") conectado de G, temos que V" NV’ = () ou G” é um
subgrafo de G'.

Um vértice que ndo possui nenhuma aresta envolvendo ele em uma rede néo direcionada
é considerado uma componente, de modo que todo vértice da rede pertence a somente uma com-
ponente. No caso de grafos direcionados, se um vértice tem apenas uma aresta em uma dire¢ao
envolvendo ele, ele constitui uma componente isolada.

Observe que qualquer componente com pelo menos dois vértices fortemente conectada
de um grafo direcionado néo é aciclica. Este fato deriva da defini¢do que deve existir um caminho
entre esses dois vértices nas duas direcdes e a juncéo desses dois caminhos forma um ciclo.

A componente com maior nimero de vértices em uma rede é chamada de componente
gigante ou principal da rede. Muitos estudos de rede abordam apenas o que acontece na compo-
nente gigante da mesma. O didmetro de uma rede é dado pela maior distincia geodésica entre dois
vértices pertencentes a mesma componente em uma rede. O diAmetro é uma medida do maior
afastamento possivel entre vértices que sdo conectados na rede, representando o quéo dificil pode
ser a influéncia de algum vértice atingir outro vértice.

Uma aresta é chamada de ponte se ao se remover esta aresta do grafo, o nimero de
componentes aumenta. Arestas que sdo pontes tem importante fun¢io na conectividade de redes.

2.3. Vizinhanca

Em uma rede G, a vizinhanga, Ng(7), de um vértice i consiste de todos os vértices que
sao ligados a ¢. Formalmente:

Ne(i) ={j - A(i,j) = 1}.

Entéo, a vizinhanca de um né ¢ contém todos os nds que séo alcancados por caminhos de tamanho
1 a partir de ¢. Podemos definir por inducio matematica, a k-ésima vizinhanca, Ng(z) de um no ¢
como o conjunto de nés que podem ser alcancados por caminhos de comprimento menor ou igual
a k a partir de i, ou seja:
Ne() = U NETG)
JENG(4)

Finalmente, a vizinhanca estendida de um né ¢ da rede consiste de todos os nds que
podem ser alcangados por um caminho a partir de i, ou seja, Ngil(i), em que n é o nimero de
noés da rede.

Em redes direcionadas, definem-se dois tipos de vizinhanca, predecessores e sucessores,
de um vértice ¢ dependendo se a aresta é entrante ou sainte em ¢. Formalmente:

Pa(i) ={j: A(j,i) = 1}

Sa(i) ={j:+ AG, ) = 1}.

2.4. Formas especiais

Existem algumas redes que possuem uma topologia regular e assumem formas padréo
que descreveremos a seguir e estdo ilustradas na Figura 3.
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2.4.1. Arvore e Floresta

Uma rede néo direcionada é uma arvore se ela for conectada e aciclica. Ja uma rede
direcionada é uma arvore se a rede ndo direcionada em que se ignora a direcdo das arestas da rede
direcionada for uma arvore.

Como uma arvore é aciclica, entre dois vértices quaisquer da arvore, existe um dnico
caminho. Uma floresta é uma rede em que cada componente é uma arvore.

Em uma arvore, vértices que s6 possuem uma aresta envolvendo eles sdo chamados de
folhas. Toda arvore finita com pelo menos dois vértices, possui pelo menos duas folhas. Caso
contréario, iniciando em um dos vértices poderiamos ir fazendo um caminho através de arestas
distintas, pois cada vértice teria uma aresta para entrar e outra para sair dele. Porém, como o
numero de vértices é finito, necessariamente teriamos que formar um ciclo, uma contradigéo ja
que a arvore é aciclica.

Pode-se provar que uma rede conectada com n vértices é uma arvore se e somente se
ela possui n — 1 arestas. Algumas arvores recebem nomes especiais. Uma arvore que sé possui
duas folhas é uma linha. Uma arvore que possui um vértice que toda aresta envolve este vértice é
denominada de estrela e este vértice é denominado de centro da estrela.

2.4.2. Circulo

Um circulo é um grafo conectado que possui um unico ciclo no qual todos os vértices
estdo envolvidos em exatamente duas arestas.

2.4.3. Rede regular

Uma rede regular é uma rede em que cada vértice esta envolvido no mesmo ndmero
de arestas. Como vimos, em um circulo cada vértice esta envolvido em exatamente duas arestas.
Entéo, todo circulo é um grafo regular. Como cada aresta envolve dois vértices, se uma rede regular
contém uma quantidade impar de vértices, cada vértice deve estar envolvido em uma quantidade
par de arestas. A seguir, veremos outro tipo de grafo regular.

2.4.4. Rede completa

Uma rede completa é aquela na qual todas as possiveis arestas entre vértices distintos
estdo presentes, ou seja, que possui uma unica componente e tem didmetro igual a 1.

2.5. Redes aleatorias

Uma das grandes questdes no estudo de redes complexas é explicar porque certos padrdes
ou topologias de redes surgem. Um modelo bem simples de formacido de redes que nos ajudara
a compreender melhor algumas caracteristicas das redes complexas sdo as redes aleatérias, em
particular, o conceito de grafo de Erdés-Rényi ou grafos binomiais.

Para obter uma rede nio direcionada aleatéria segundo o modelo binomial, fixamos o
numero de vértices n e cada uma das (g) possiveis arestas tem uma probabilidade 0 < p < 1fixae
independente de estar presente na rede aleatoria. Com este modelo, uma dada rede ndo ponderada
que possua m arestas e n vértices tem probabilidade p™ (1 — p)(g)_m de ser gerada. Como para
valores grandes de n e pequenos de p, uma distribuicdo binomial pode ser aproximada por uma
distribui¢io Poisson, estas redes também sdo chamadas de redes aleato6rias de Poisson.

Apesar deste tipo de rede aleatéria ndo se aproximar das caracteristicas usualmente en-
contradas em redes sociais, como a estrutura probabilistica que gera a rede é relativamente simples,
néo é dificil calcular métricas dessas redes e compara-las com redes complexas reais.
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2.6. Analise com Networkx

Embora existam muitos pacotes computacionais para o estudo de redes, nesta secéo apre-
sentaremos o Networkx (https://networkx.org/), uma biblioteca muito util do Python.
Python é uma linguagem de programacio muito popular.

Nesta se¢do, tomaremos exemplos do livro Sayama [2015]. Um exemplo classico de rede
social é um clube de karate constituido por 34 membros Zachary [1977]. As arestas do grafo
representam amizades entre os membros. Este exemplo esta incluso no pacote Networkx:

1 # importa o pacote Networkx com o pseuddnimo nx
2 import networkx as nx

4+ # gera o grafo do clube de karate e armazena ele em g
5 g = nx.karate_club_graph ()

8 print ('V:’,end=" ')
9 # imprime uma lista com os nés de g
10 print (g.nodes ())

12 print (’ == =)

13 print ("E:’,end=" ')

14 # imprime uma lista com as arestas de g
15 print (g.edges())

17 # imprime o grafo g
18 nx.draw(g,with_labels = True)

Este fragmento de cddigo produz os seguintes resultados:

2 v: [0, 1, 2, 3, 4, 5, 6, 7, 8, 9, 10, 11, 12, 13, 14, 15, 1e¢, 17, 18, 19, 20,
21, 22, 23, 24, 25, 26, 27, 28, 29, 30, 31, 32, 33]

+ E: [(O, 1), (O, 2), (O, 3), (O, 4), (0, 5, (0, 6), (0, 7), (0, 8), (0, 10), (O,

1), (o, 12), (O, 13), (O, 17), (O, 19), (O, 21), (O, 31), (1, 2), (1, 3),
(x, 7y, (1, 13), (1, 17), (1, 19, (1, 21), (1, 30), (2, 3), (2, 7, (2, 8),

(2, 9), (2, 13), (2, 27), (2, 28), (2, 32), (3, 1), (3, 12), (3, 13), (4,
6), (4, 10), (5, 6), (5, 10), (5, 16), (6, 16), (8, 30), (8, 32), (8, 33),
(9, 33), (13, 33), (14, 32), (14, 33), (15, 32), (15, 33), (18, 32), (18,
33), (19, 33), (20, 32), (20, 33), (22, 32), (22, 33), (23, 25), (23, 27),
(23, 29), (23, 32), (23, 33), (24, 25), (24, 27), (24, 31), (25, 31), (26,
29), (26, 33), (27, 33), (28, 31), (28, 33), (29, 32), (29, 33), (30, 32),
(30, 33), (31, 32), (31, 33), (32, 33)]

Observe-se que, por exemplo, o par (23, 32) corresponde a uma amizade entre o n6 23
e o n6 32. A lista de arestas pode ser, como estrutura de armazenamento, mais eficiente do que a
matriz de adjacéncia nos casos em que esta seja esparsa. No entanto, a matriz de adjacéncia pode
ser achada usando a fun¢do adjacency_matrix ().

A Figura 2a mostra uma representacéo grafica da rede. Esta representacdo ndo é muito
clara. Ha diversas maneiras de mostrar uma rede, algumas das quais estdo incluidas no pacote
Networkx. Duas alternativas sdo apresentadas no préoximo exemplo: circular (Fig. 2b) e Kamada-
Kawai Kamada e Kawai [1989] (Fig. 2c).

1 # importa o pacote Networkx com o pseuddnimo nx
2 import networkx as nx

https://proceedings.science/p/1939397?lang=pt-br
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(a) Desenho aleatdrio (b) Desenho circular

(c) Desenho de Kamada-Kawai

Figura 2: Rede de amizades do clube de karate

nx.draw_circular (g,with_labels = True)
nx.draw_kamada_kawai (g, with_labels = True)

# imprime os vizinhos do né 12
for n in g.neighbors(12) :
print (n)

Este codigo produz o resultado (cf. Fig. 2a)

Além de exemplos como o karate club, Networkx também pode gerar grafos de diversos
tipos. Alguns casos ja mencionados: arvore, circulo, grafo regular, grafo completo, grafo aleatdrio
de Erdos-Rényi. O seguinte codigo mostra a geracdo destes grafos (observe Fig. 3):

# importa o pacote Networkx com o pseuddénimo nx
import networkx as nx

# gera uma arvore binomial
gab = nx.binomial_ tree (4)

https://proceedings.science/p/1939397?lang=pt-br
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7 # gera um circulo com 6 nds

8 gci = nx.circulant_graph(6, [1])

9

10 # gera um grafo regular com 6 ndés e 3 arestas por nd
11 gre = nx.random_regular_graph (3, 6)

13 # gera um grafo completo com 6 nds
14 gco = nx.complete_graph (6)

16 # gera um grafo aleatdério de Erdds—-Rényi com 6 nds e probabilidade 0.25
17 ger = nx.gnp_random_graph (6,0.25)

Networkx também permite construir grafos ad hoc. Um exemplo de grafo direcionado:

1 # importa o pacote Networkx com o pseuddnimo nx
2 import networkx as nx

4+ # gera um grafo direcionado e armazena ele em gfa
5 gfa = nx.DiGraph ()

7 # adiciona nés ao grafo gfa
s gfa.add_nodes_from([’Avd’ ,’Ave’,"Pai’ ,"Mée’ ,'Filho’ ,’Filha’])

10 # adiciona arestas ao grafo gfa

11 gfa.add_edge ('Avd’ ,"Pai’) #AvS —> Pail

12 gfa.add_edge ('Avd’,"Pai’) #AvEO —> Pai

13 gfa.add_edge ('Pai’,’Filho’) #Pai -> Filho
14 gfa.add_edge ('Pai’,’Filha’) #Pai —> Filha
15 gfa.add_edge ('Mae’ ,"Filho’) #Made -> Filho
16 gfa.add_edge('Mae’,’Filha’) #Made -> Filha

As vezes, é necessario criar um grafo partindo de uma lista de arestas em um arquivo de
texto. Por exemplo, considere o seguinte arquivo fami . txt:

1 Avé Pai 5
2 Avo Pai 2
3 Pai Filho
4+ Pai Filha
5 Mde Filho
¢ Mde Filha

~ O O

Cada linha do arquivo corresponde a uma aresta. Por exemplo, a linha 1 corresponde a uma aresta
da Avo ao Pai. O terceiro elemento na linha é uma propriedade da aresta, como ser a forca da
ligagdo. O seguinte codigo em Python carrega este arquivo e mostra a rede associada (ver Fig. 4).

1 # importa o pacote Networkx com o pseuddénimo nx
2 import networkx as nx

4+ # gera um grafo direcinado de acordo com os dados armazenados em fami.txt
5 gfa = nx.read_edgelist ("fami.txt",

6 data=(('peso’,float),),

7 create_using = nx.DiGraph)

9 plt.figure (frameon=False)

10 pos=nx.circular_layout (gfa)
11 pos[’Avé’] = [-1,0]

12 pos["Avd’] = [+0,0]

https://proceedings.science/p/1939397?lang=pt-br
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pos[’Pai’] = [-0.5,-0.5]

pos[’'Mae’] = [+1.5,-0.5]

pos[’Filho’] = [+0.0,-1.0]

pos[’Filha’] = [+1.0,-1.0]
7 larg = [(0.5xgfa[u] [v] ['peso’]) for u,v in gfa.edges]

# imprime o grafo gfa

nx.draw_networkx (gfa, pos=pos,
node_size=2000,with_labels=True,
arrows=True,width=larg)

plt.box (False)

A funcdo read_edgelist () carrega o arquivo como uma rede de Networkx. Observe que o pa-
rametro create_using determina o tipo de grafo, neste caso um grafo direcionado DiGraph () .
O pardmetro data nomeia o atributo e indica que é de tipo numérico (ponto flotante). A fung¢io
circular_layout () retorna as posi¢cdes dos nés em um circulo. Porém, estas posicoes sdo
alteradas para aprimorar a figura. Finalmente, a funcio draw_networkx () cria a figura. O ta-
manho dos nos é determinado pelo parametro node_s1ize e suas posicoes pelo parametro pos.
O argumento with_labels determina se os nomes dos nos sido apresentados. Da mesma ma-
neira, arrows determina se as flechas sdo tracadas. A largura das arestas é determinada pelo
argumento width que, neste exemplo, foi feito proporcional ao atributo.

3. Métricas Globais de Redes

Em redes pequenas, é possivel identificar padrdes inspecionado visualmente a mesma.
Contudo, em redes grandes a visualizacdo néo é suficiente para encontrarmos caracteristicas im-
portantes das mesmas. Para tal, é importante definir métricas que descrevam globalmente esta

%O

(c) Grafo regular com 6

(a) Arvore (b) Circulo com 6 nds noés e 3 arestas por nd

L

(e) Grafo aleatorio de

(d) Grafo completo Erdds-Rényi com 6 nds
com 6 nds e probabilidade 0.25 (f) Familia

Figura 3: Exemplos de grafos gerados por Networkx
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rede. Uma delas nos ja vimos que é o didmetro da rede. Veremos agora outras métricas globais de
rede.

3.1. Densidade
Seja uma rede G = (V, E), com ||V|| = n e m arestas. Entao, a densidade da rede é:

%, se a rede for nio direcionada, e

dens(G) = . o
— - se arede for direcionada.
n(n—1)’

Intuitivamente, a densidade de uma rede revela qual a proporcdo de potenciais arestas
que poderiam estar presentes na rede, sem considerar arestas multiplas ou lagos.

A funcdo density do Networkx devolve a densidade de uma rede. Por exemplo, o
seguinte codigo
# importa o pacote Networkx com o pseuddénimo nx
import networkx as nx

# gera o grafo do clube karate
g = nx.karate_club_graph ()

# gera um grafo regular com 6 ndés e 3 arestas por nd
gre = nx.random_regular_graph (3, 6)

# gera um grafo completo com 6 nds
gco = nx.complete_graph (6)

# imprime a densidade dos grafos g, gre e gco
print ("dens (g)=", nx.density(g))

print ("dens (gre)=", nx.density (gre))

print ("dens (gco)=", nx.density(gco))

retorna os resultados

dens (g)= 0.13903743315508021
dens (gre)= 0.6
dens (gco)= 1.0

No caso da rede completa, claramente, a densidade é 1.0. No caso da rede regular com seis nos
e trés arestas por nd, o nimero total de arestas é nove (veja Fig. 3). Portanto, a densidade é (2 x
9)/(6 x 5) = 0.6.

Figura 4: Familia: exemplo de um grafo direcionado com arestas de diferentes pesos.

https://proceedings.science/p/1939397?lang=pt-br
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3.2. Comprimento médio dos caminhos

Vimos que o didmetro de uma rede é igual & maior distancia geodésica entre dois nés em
uma mesma componente da rede. Similarmente, o comprimento médio dos caminhos de uma rede
é dado pela média de todas as distancias geodésicas entre dois nds que sdo conectados na rede.

Networkx possui um algoritmo que calcula os caminhos geodésicos entre dois noés. Por
exemplo, o caminho mais curto e a distancia geodésica entre os nos 3 e 20 na rede de amizades do
clube de karate podem ser calculados

# importa o pacote Networkx com o pseuddénimo nx
import networkx as nx

# gera o grafo do clube karate
g = nx.karate_club_graph ()

# calcula o menor caminho de 3 a 20
caminho = nx.shortest_path(g, 3, 20)

# calcula o tamanho do menor caminho de 3 a 20
longitude = nx.shortest_path_length (g, 3,20)

print ("menor caminho de 3 a 20 = ", caminho)
print ("tamanho do menor caminho de 3 a 20 =", longitude)

retornando os resultados

menor caminho de 3 a 20 = [3, 2, 32, 20]
tamanho do menor caminho de 3 a 20 = 3

O comprimento médio dos caminhos geodésicos e o didmetro também séo calculados por
algoritmos do Networkx:

# importa o pacote Networkx com o pseuddénimo nx
import networkx as nx

# Comprimento médio dos caminhos geodesicos de g
cm = nx.average_shortest_path_length (g)

# Didmetro de g
di = nx.diameter (g)

print ("cm =", cm)
print ("di =", di)

O cédigo acima retorna a saida:

cm 2.408199643493761
di =5

3.3. Distribuicio de Graus
O grau de um certo vértice de uma rede néo direcionada consiste de quantas arestas
envolvem este vértice na rede, ou seja

d(i) = 3" Ali.j).

JEV

https://proceedings.science/p/1939397?lang=pt-br


https://proceedings.science/p/193939?lang=pt-br

LVl S B P O SIMPOSIO BRASILEIRO DE
PESQUISA OPERACIONAL

=05 DE 04 AH:U/

e lEe]

FORTALEZA |CEARA

Distribuicéo de graus
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Figura 5: Distribui¢io dos Graus de uma rede aleatdria (n = 31 e p = 0,1) e de uma rede lei de poténcia
(o =1,3).
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Figura 6: Distribuicdo dos Graus em escala logaritmica de uma rede aleatéria (n = 31 e p = 0,1) e de uma

rede lei de poténcia (o = 1,3).

Entéao, vértices com alto grau sdo aqueles que conseguem acessar imediatamente um grande nu-
mero de vértices. O grau médio da rede é portanto dado por:

i %Zd(i) _ %m — (n—1)dens(G).
eV

Em redes direcionadas, existem dois tipos de grau que dependem da direcéo das arestas:
o grau de saida (out-degree) e o grau de entrada (in-degree):

https://proceedings.science/p/1939397?lang=pt-br
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a) = 3 AG )

jev

d™(i) =Y A(j,9).
JjeEV

Um vértice com grau de saida igual a zero é chamado de sorvedouro. Enquanto, um vértice com
grau de entrada nulo, é chamado de fonte. Se em uma rede néo direcionada um vértice tiver grau
igual a zero, ou se em uma rede direcionada os graus de entrada e saida de um né forem zero,
dizemos que este vértice é isolado e cada vértice isolado constitui uma diferente componente da
rede.

Em redes néo direcionadas com pesos nas arestas, temos que o grau ponderado de um
vértice é dado pela soma dos pesos das arestas que envolvem o vértice, ou seja:

(i) = W(i,j).

JjeV

De forma analoga, os graus de saida e entrada em uma rede direcionada ponderada podem ser
definidos.

Uma importante caracteristica das redes é a distribuicao de graus dos seus vértices. Para
o caso de uma dadarede G = (V, E), a distribui¢do dos graus ¢ a frequéncia relativa de ocorréncia
dos graus nos vértices da rede, ou seja,

emquen=||V|,Vy={ieV:d(i)=dted=0,1,...,n— 1

No caso de uma rede aleatoria, a distribui¢do dos graus é dada pela distribuicio de pro-
babilidade de ocorréncia dos graus na rede. No caso de uma rede binomial com probabilidade p de
ocorréncia de cada aresta, a distribuicdo de graus é dada por:

P(d) = <n J 1>pd(1 —p)"

emquen=||V|[ed=0,1,...,n— 1.

No caso de uma rede regular, temos que existe algum inteiro k£ nido negativo tal que
P(k) =1e P(d) = 0, para todo d # k.

Em muitas redes complexas, a distribuicdo dos graus nido segue o padrdo nem de uma
rede regular nem de uma rede aleatéria. E comum nessas redes que existam alguns poucos nos
com graus bem maiores que a maioria. Neste caso, frequentemente a distribuicdo dos graus é livre
de escala, ou seja, segue uma distribuicdo de lei de poténcias:

P(d) = cd™®,

em que c e o sdo constantes positivas.

A Figura 5 ilustra as distribuicdes de uma rede aleatéria do tipo Binomial e de uma rede
livre de escala ou lei de poténcia. Observe que na lei de poténcia, a probabilidade de um né com
grau 1 é maior e também as probabilidades dos graus mais elevados sdo maiores. A cauda da
distribuicéo livre de escala é mais pesada que a binomial. Esta tltima propriedade pode ser melhor
visualizada em um grafico em escala logaritmica como o da Figura 6. Note que em uma escala

https://proceedings.science/p/1939397?lang=pt-br
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log-log, a distribuigdo livre de escala se comporta com uma reta com coeficiente angular negativo,
que pode portanto, ser estimado por um modelo de regressdo linear simples para se determinar o
valor de a.

Graus dos nos sdo devolvidos pela fungido degree do networkX:

# importa o pacote Networkx com o pseuddénimo nx
import networkx as nx

# gera o grafo do clube karate
g = nx.karate_club_graph ()

# grau do ndé 0
a = g.degree(0)

# lista de graus dos ndés 0, 1 e 2
b = list(g.degree([0,1,2]))

# lista com as frequéncias de ocorréncia
# grau 0, grau 1, etc.
c = nx.degree_histogram(qg)

7 # imprime a, b e ¢

print ("a =", a)
print ("b =", b)
print ("c =", c)

Saida da execucéo do codigo:

a =16
b= [(0, 16), (1, 9), (2, 10)]
c= 1[0, 1, 11, 6, 6, 3, 2, 0, O, 1, 1, O, 1, 0, O, O, 1, 1]

Observe que 11 nods da rede tem grau igual a 2.

3.4. Coesao e Agrupamento

Em geral, redes complexas possuem uma caracteristica de coesdo em que nos vizinhos a
um certo nd tem uma maior chance de serem vizinhos entre si.

Existem algumas formas de mensurar essa caracteristica. O coeficiente de agrupamento
(clustering em inglés) total é dado pela propor¢io de vezes que dois vértices j e k que sdo vizinhos
de um mesmo vértice ¢ também sédo vizinhos entre si:

2. A(i, 7)A(i, k) A(4, )

(G = BRIk

A(i, j)A(i, k)
(i,3,k): 570, ki, k]

Quando estudarmos métricas de centralidade na Secdo 5.1, estudaremos uma métrica
local de agrupamento e abordaremos uma outra medida global de agrupamento.

Em redes direcionadas, existem algumas varia¢des de como medir o coeficiente de agru-
pamento total. A primeira delas, cI%!(G), é feita ignorando a diregio das arestas e calculando este
coeficiente como se a rede fosse ndo direcionada. Um segunda forma seria vendo a proporcao de
triplas transitivas que ocorrem. Ou seja, das vezes em que o vértice ¢ esta conectado ao j e 0 j esta
conectado ao k, quantas vezes o ¢ esta ligado ao k diretamente:
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A(i, ) A(i, k) A5, )

(i () = (IRITE Rk

A(i, 7) A4, F)
(6,3,k): 371, k#1,k#]
O Exemplo 3.1 ilustra a diferenca dos valores das duas formas de calcular o coeficiente
de agrupamento total em redes direcionadas.

Exemplo 3.1: Considere a Rede Direcionada ilustrada na Figura 7(a). Para calcular o valor de
cl®1(G) deve-se ignorar a direcio das arestas e obter o valor do coeficiente de agrupamento total
considerando a Rede Nao-Direcionada ilustrada na Figura 7(b). Deste modo, tem-se que

2414241

ld’lG——
G = 3 e

= 0.75.

Por outro lado, considerando a direcio das arestas o valor de cl%?(G) é:

at2(qy = 1O FOF0 o
2414141
(b) Rede Nio-Direcionada Obtida a
Partir da Rede Direcionada Ignorando as
(a) Rede Direcionada. Dire¢des das Arestas.

Figura 7: Coeficiente de agrupamento total em redes direcionadas.

Uma das caracteristicas observadas empiricamente em varias redes complexas é possuir
coeficiente de agrupamento maior do que redes aleatérias. Em uma rede aleatoria, se o vértice
i é ligado aos vértices j e k, como a probabilidade de ocorréncias dos links é independente e
constante igual a p, temos que o coeficiente de agrupamento deve ser igual a p que também é
igual a densidade de rede. Por outro lado, a rede de amizades do clube de Karate de Zachary
possui 34 nds e 78 ligacdes, portanto, uma densidade de 0,139. J4 o coeficiente de agrupamento
total desta rede é igual a 0,256, que é quase o dobro do esperado em uma rede aleatoria de mesma
densidade. Em redes maiores, cuja densidade tende a ser bem menor, o coeficiente de agrupamento
costuma ser ordens de grandeza maior que a densidade. Este fenémeno é muito comum em redes
de coautoria, em que a existéncia de artigos com 3 ou mais autores ja provoca a existéncia de grupos
de nds conectados. Quanto maior o numero médio de autores por artigo em uma determinada area
cientifica, maior tende a ser o coeficiente de agrupamento total da rede de coautoria da area.

O coeficiente cl(+) é devolvido pela funcdo transitivity:

https://proceedings.science/p/1939397?lang=pt-br
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1 # importa o pacote Networkx com o pseuddédnimo nx
import networkx as nx

N}

4+ # gera o grafo do clube karate
5 g = nx.karate_club_graph ()

7 # gera o grafo circulo com 6 nds
8 gci = nx.circulant_graph(6, [1])

10 # gera o grafo regular com 6 nés e 3 arestas por no
11 gre = nx.random_regular_graph (3, 6)

13 # gera o grafo completo com 6 nds
14 gco = nx.complete_graph (6)

16 print ("cl(g) =", nx.transitivity(qg))

17 print ("cl (gci) =", nx.transitivity(gci))

8 print ("cl (gre) =", nx.transitivity(gre))
print ("cl (gco) =", nx.transitivity (gco))

Saida da execugéao do coddigo:

cl(g) = 0.2556818181818182
cl(gci) = 0

cl (gre) 0.3333333333333333
cl (gco) 1.0

.
Il

No caso do circulo, o coeficiente de agrupamento é zero porque o grafo nio tem triplas
de vizinhos. No caso do grafo completo todos os grupos de trés nés estio conetados e, portanto, o
coeficiente de agrupamento é 1. O calculo do coeficiente de agrupamento na rede regular é mais
interessante. Considere a rede da Fig. 3c. Dado que cada n6 tem trés arestas, o nimero de pares
de arestas saindo de um n6 também é trés. Dai que o denominador do ¢l(G) na rede regular seja
6 x 3 = 18. Por inspecdo da Fig. 3c, os grupos de transitivos de trés vizinhos (tridngulos) sao dois,
isto é, (0,1,3) e (2,4,5). Cada triangulo é contado trés vezes (uma vez por cada nd) e, portanto, o
numerador do ¢l(G) é 2 x 3 = 6. Finalmente, c/(G) = 6/18 = 1/3.

3.5. Reciprocidade
Em redes direcionadas, uma medida de interesse é saber qual a fracdo de arestas que
ocorrem em ambas as direcdes, isto é, a reciprocidade é definida por:

> A(i, ) A 4)

S AG,))
[2¥)

re(G) =

Considere o seguinte codigo:

# cria um grafo direcionado gdi
2 gdi = nx.DiGraph ()

# adiciona lista de ndés a gdi
gdi.add_nodes_from([’A’,’B’,"'C’])

IS

N

# adiciona arestas a gdi

gdi.add_edge (A’ ,’'B") #A -> B
gdi.add_edge ('B’,"A") #B —> A
gdi.add_edge(’'B’,’C") #B —> C

©  ®
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11 gdi.add_edge('C’,’A") #C —> A

12

13 # calculo da reciprocidade de gdi
14 re = nx.reciprocity (gdi)
15

16 print ("re (gdi) =", re)

Saida da execugdo do codigo:
1 re(gdi) = 0.5

A funcdo reciprocity do networkX devolve a reciprocidade do grafo direcionado.
Neste exemplo, o grafo tem 4 arestas e 2 delas sdo entre os nos A e B. Portanto, a reciprocidade é
2/4 =0.5.

3.6. Redes de Mundo Pequeno

Em muitos estudos empiricos envolvendo redes complexas e, em particular, redes sociais,
observam-se algumas caracteristicas tipicas de tais estruturas de conexdes. Uma das observagdes
tipicas diz respeito ao fato de que muitas redes complexas grandes possuem didmetro e tamanho
médio dos caminhos pequenos, o que veio a ser conhecido como redes de mundo pequenos.

Talvez o exemplo de estudo mais famoso seja o de Milgram [1967]. Neste experimento,
Milgram selecionou pessoas desconhecidas de duas cidades americanas e mandou que certas pes-
soas mandassem cartas para seus conhecidos proximos, pedindo para que eles repassassem as car-
tas ou para os destinatarios alvo ou para conhecidos que pudessem conhecer os destinatarios alvo.
Eles apenas sabiam o nome e a regido aproximada da localizacio da residéncia do destinatario.
Como resultado do experimento, aproximadamente 1/4 das cartas chegaram ao seu destinatario
alvo, sendo que o niimero médio de passos até o destinatario final foi 5 e 0 maior nimero de pas-
sos observado foi 12. Jackson [2010] observa que este resultado é surpreendente, pois a taxa de
resposta em pesquisas voluntarias é de no maximo 30% e o caminho feito pelas cartas ndo neces-
sariamente seguiu o caminho geodésico da rede de conhecidos.

Supondo que uma pessoa adulta tenha cerca de 100 outras pessoas com as quais ela man-
tém um contato regular. Entéo, fazendo uma suposicdo grosseira de que a rede social de conhe-
cidos seja uma arvore, essa pessoa teria 1002 conhecidos dos seus conhecidos e 1003 conhecidos
dos conhecidos dos seus conhecidos. Ou seja, em 5 passos atingiria toda a populagdo humana na
terra. Se por um lado, a suposicio de que a rede é uma arvore gera uma estimativa exagerada para
este nimero, a hipotese de que uma pessoa tem apenas 100 conhecidos esta contrabalanceando a
estimativa.

As redes de mundo pequeno podem ser observadas por exemplo em redes de coauto-
ria [Newman, 2004], redes de paginas na internet [Jin e Bestavros, 2006], redes de voos entre
aeroportos [Guida e Maria, 2007], etc.

3.7. Um exemplo magico

Com o intuito de ilustrar o célculo das métricas globais em uma rede complexa real,
vamos considerar a rede social dos personagens dos primeiros seis livros de Harry Potter estudada
por Bossaert e Meidert [2013]. Os dados deste artigo estdo disponiveis na Ref. Snijders e consistem
nos seguintes arquivos:

« hpattributes.txt: contém atributos de cada personagem, isto é, ano da escola, sexo,
e casa de Hogwarts.

« hpbookl.txt, hpbook2.txt, .., hpbook6.txt: contém as matrizes de adjacéncia
para cada um dos livros. Uma ligacdo do personagem ¢ com o personagem j indica que ¢ da
apoia (da suporte emocional) a j. Trata-se de uma rede direcionada.
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As primeiras linhas de estes arquivos seguem

# hpattributes.txt

"id" "schoolyear" "gender" "house"
1989 1 4

1989
1989
1991
1991
1989
1988

oo W
e N = S N
N s W e

000O0OO0OO0O0O0O0OOOG®OO

001000000O0OO0GO0O

5 # hpnames.txt

"id" "name n

1 "Adrian Pucey"

2 "Alicia Spinnet"

3 "Angelina Johnson"
4 "Anthony Goldstein"

Observe que a rede tem lagos, isto é, alguns personagens apoiam a si mesmos.
Para trabalhar com arquivos de texto como estes, um pacote muito conveniente é pan-
das Pandas [2022]:

import pandas as pd

atri = pd.read_csv(’'data/harrypotter/hpattributes.txt’, sep='\t’)
ares = pd.read_csv(’data/harrypotter/hpbook2.txt’, sep=’ ’, header=None)
nome pd.read_csv (’data/harrypotter/hpnames.txt’, sep='\t’)

print (' Palavras chaves de atri:’)
print (list (atri.columns.values))
print ('Palavras chaves de nome:’)
print (1ist (nome.columns.values))

print (‘Valores de atri:’)
print (atri.values[0:5])
print (‘Valores de nome:’)

5 print (nome.values[0:5])

print (' Valores de ares:’)

7 print (ares.values[0:5,0:10])

print (' Casa do terceiro personagem: ’, atri[’house’][2])
print (" Nome do terceiro personagem: ’, nome[’name’][2])

Saida da execucdo do script:

Palavras chaves de atri:

["id’, ’"schoolyear’, ’"gender’, ’"house’]
Palavras chaves de nome:

["id’, ’"name’]
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Valores de atri:

[[ 1 1989 1 41
[ 2 1989 2 1]
[ 3 1989 2 1]
[ 4 1991 1 3]
[ 5 1991 1 411

Valores de nome:

[[1 "Adrian Pucey’]
[2 "Alicia Spinnet’]
[3 "Angelina Johnson’ ]
[4 "Anthony Goldstein’]
[5 "Blaise Zabini’]]

7 Valores de ares:

[[00OO0OO0CO0OO0O0O0 0]
[01 10000O0O0O0 O0]
[01 100000 O0 0]
[00O0O0O0O0O0O0O0 O]
[00OO0OO0O0O0O0O0O0O0]]

Casa do terceiro personagem: 1
Nome do terceiro personagem: Angelina Johnson

No seguinte fragmento de codigo, carregamos a informacao destes arquivos de texto para
construir uma rede direcionada em Networkx. Além disso, produzimos duas figuras da mesma
rede, distinguindo nds com cores que representam distintos atributos (ver Fig. 8).

import networkx as nx
import matplotlib.pyplot as plt

gpotter = nx.DiGraph ()
n = atri.shapel[0]

# adicionando os nds a rede gpotter
for k in range(n):
gpotter.add_node (k, nome=nome [’ name’ ] [k],
ano=atri[’schoolyear’] [k],
gen=atri[’gender’] [k],
casa=atri[’house’] [k])

# adcionando arestas a rede gporte
for k in range (n) :
for m in range (n) :
if ares.values[k] [m] ==
gpotter.add_edge (k,m)

# as casas sao nomeadas 1,2,3,4
# os géneros sdo nomeados 1,2

cores = ['red’,’'blue’,’green’,’yellow’]

clh = [cores|[gpotter.nodes[i] [’casa’]-1] for i in range (gpotter.order())]
clg = [cores[gpotter.nodes[i] ["gen’]-1] for i in range (gpotter.order()) ]
plt.figure ()

nx.draw_circular (gpotter,node_color=clh)

plt.figure ()

nx.draw_circular (gpotter,node_color=clqg)

print ('Densidade: {:.5f}’.format (nx.density (gpotter)))
print (' Agrupamento: {:.5f}’.format (nx.transitivity (gpotter)))
print (' Reciprocidade: {:.5f}’.format (nx.reciprocity (gpotter)))

https://proceedings.science/p/1939397?lang=pt-br


https://proceedings.science/p/193939?lang=pt-br

LVl B P SIMPOSIO BRASILEIRO DE
PESQUISA OPERACIONAL

el

: [ﬂb““ & 2 nﬁal

FORTALEZA | CEARA

Saida da execugdo do codigo:

1 Densidade: 0.02728
2 Agrupamento: 0.67611
3 Reciprocidade: 0.65455

e
NN

(a) Cores dependem do género. (b) Cores dependem da casa.

Figura 8: Rede de suporte emocional no segundo livro de Harry Potter.

4. Métricas de Centralidade

Em uma analise de rede complexa, é importante avaliar quem sdo os principais vértices da
rede. Por exemplo, como determinar qual o aeroporto mais importante em uma rede representando
a malha aérea de avides? Como identificar os perfis mais importantes em uma rede social para
apresentar um determinado andincio com o intuito de que ele seja repassado para o maior niumero
de pessoas? Na Sec¢do 3.3, apresentamos uma medida que retrata um certo critério para avaliar
a importancia ou centralidade de um vértice em uma rede complexa, que foi a centralidade de
grau. Como vimos, a centralidade de grau mede quantos nés um dado vértice consegue acessar
imediatamente. Como existem varios critérios com os quais podemos avaliar a importincia dos
nds em uma rede, neste capitulo apresentaremos algumas das principais métricas de centralidade.

As métricas de centralidade fazem parte de um grupo de métricas de redes chamadas
métricas locais, que descrevem caracteristicas individuais dos nos. Além das principais métricas
de centralidade, também abordaremos algumas outras métricas locais na proxima sec¢do. Muito do
que é discutido aqui, pode ser encontrado em Newman [2018]; Jackson [2010].

4.1. Métricas Geométricas de Centralidade

Um certo grupo de métricas de centralidade que associa a centralidade ou importancia
de um nd com respeito a distdncia geodésica deste n6 em relacio aos demais vértices da rede, de
modo que os nds mais centrais sejam os possuem menor distancia para os demais. A depender da
maneira que sumarizamos as distancias de um né aos demais, geramos uma medida geométrica
de centralidade distinta. Em grafos direcionados, existem duas op¢des para as defini¢des das mé-
tricas geométricas de centralidade que diferem se consideramos as distincias a partir do né para
o qual estamos calculando a centralidade ou distancias para chegar nesse n6. Neste texto, iremos
descrever de acordo com a primeira opgéo.
4.1.1. Centralidade de Excentricidade

A excentricidade de um né é igual a maior distdncia geodésica do nd aos demais da
mesma componente. Formalmente, seja G; = (V;, E;) a componente da rede que contém o no s.
Portanto, a excentricidade do n6 ¢ é dada por:
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Para garantir que os nds mais centrais estejam mais proximos dos outros, a centralidade de excen-
tricidade do no i é dada pelo reciproco da sua excentricidade:

1

ec(i)’

Exemplo 4.1.: Em um grafo completo todos os nés possuem excentricidade e centralidade de
excentricidade iguais a 1. Em um circulo com 2n vértices, todos os nds tem excentricidade igual
an e centralidade de excentricidade igual a 1/n. Na rede da Figura 3(a), os nds 7 e 15 possuem a
maior excentricidade (7) e, consequentemente, a menor centralidade de excentricidade que é igual
a 1/7. Por outro lado, os nds 0 e 8 possuem a menor excentricidade (4), e, consequentemente, a
maior centralidade de excentricidade que é igual a 1/4, sendo estes os nds mais centrais desta rede,
segundo esta medida.

Cee(i) =

4.1.2. Centralidade de Proximidade
A centralidade de excentricidade considera apenas a maior distincia geodésica. Uma

outra maneira de sumarizar as diversas distincias de um n6 aos demais da rede é considerar uma
média das distancias geodésicas. A centralidade de proximidade é igual ao reciproco da média
aritmética das distancias geodésicas do no para os demais n6és da mesma componente do né, ou
seja:

Vil -1
Zjevi—{z‘} d(i, j)
Exemplo 4.2: Em um circulo com 2n nds, a centralidade de proximidade de qualquer né ¢ é dada
por:

Ce(i) =

2n —1 _ 2n—1
Y=L
Por outro lado, em um circulo com 2n + 1 nos, a centralidade de proximidade de qualquer né i é
dada por:

2n 2n 2

Y2 nn+1)  n41
Em redes com mais de uma componente, a medida de centralidade de proximidade deve
ser usada somente para comparar nés de uma mesma componente. Por exemplo, qualquer n6 que
pertenca a uma componente com dois nés apenas tera uma centralidade de proximidade igual a 1,
que é o maximo que pode ser obtido.

4.1.3. Centralidade Harmoénica
Para contornar o problema de redes com mais de uma componente em que existem nds

que nio se conectam, e portanto, tem distincias geodésicas infinitas, foi proposta a centralidade
harménica. A ideia da centralidade harmonica é substituir a média aritmética das distancias pre-
sente na centralidade de proximidade, pela média harmonica das mesmas em que nés pertencentes
a componentes distintas possuem distancias infinitas entre si, ou seja:

. 1 1
OO =T 2y

em que 1 é o numero total de nés na rede.
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Exemplo 4.3.: Vamos considerar uma rede que é formada por duas componentes sendo uma
correspondente a um grafo estrela com 11 nds e outra correspondente a um circulo com ng nos.
Entéo, a centralidade harménica de um no periférico da estrela é:

1 1 ny
1 - ]=—
n1+n2—1< +(m )2> 2(ny +ng — 1)

A centralidade harmonica do no central da estrela é:

Finalmente, a centralidade harmonica dos nds no circulo serio:

2.
1 |2 2 2 .
ni+nz—1 \ no + Zkzl k> se ny for par;

ng—1
1 2 2 :
P > b k> se ny for impar.

4.1.4. Centralidade de média-p

Recentemente, foi proposta uma nova medida geométrica de centralidade que generaliza
estas trés anteriores, é a chamada centralidade de média-p [de Andrade e Régo, 2019]. A ideia
desta medida de centralidade é usar a no¢do de média generalizada das distincias, ou seja:

_1
_ d(ig)P
<E]€Vi7—l{l}i (4,9) > P sep;éO,

1

(Hjevi—{i} d(ivj)> "t sep=0.

O valor de Cy () pode ser obtido através do limite de C),(7) quando p tende a zero, consti-
tuindo este caso da métrica de centralidade que se obtém ao se usar a média geométrica das distan-
cias. Quando p = —1, temos que C_1 (i) = C}(4), ou seja a centralidade harménica é um caso par-
ticular da centralidade de média p para p = —1. Quando p = 1, temos que C (i) = %Cc(i),
ou seja a centralidade de proximidade é um caso particular da centralidade de média p parap = 1.
Quando p — oo, temos que C) () tende a C (7).

Cp(i) =

Exemplo 4.4: Vamos a considerar uma rede aleatéria de Erdos-Renyi com 1000 nés e uma probabi-
lidade de conexdo p = 0.01. Esta rede pode ser criada usando a func¢do gnp_random_graph ()
do pacote Networkx. Este pacote também tem funcdes para calcular diversas métricas de centra-
lidade:

+ eccentricity (): retorna um dicionario com a excentricidade de cada no, sendo os nos
as palavras chaves do dicionario.

« closeness_centrality (): retorna um dicionario com a centralidade de proximidade
de cada né.

« harmonic_centrality (): retorna as centralidades harmonicas dos vértices sem nor-
malizar, isto é, sem dividir por n — 1 em Equacdo 4.1.3.

No seguinte cddigo em Python, criamos a rede, calculamos as centralidades e geramos figuras das
centralidades em funcéo dos graus (ver Fig. 9):
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import matplotlib.pyplot as plt
import numpy as np
import networkx as nx

plt.close(’all’)

# gera um grafo aleatdério de Erdds—-Rényi com 1000 nds e probabilidade 0.01
ger = nx.gnp_random_graph (1000,0.01)
graus = dict (nx.degree (ger)) .values()

# calculo da centralidade de excentricidade
ec = nx.eccentricity (ger)

cec = [1.0/ec[n]

for n in ec]

# calculo da centralidade de proximidade

# s6 salvamos os valores do diciondrio e transformamos em lista
cc = list (nx.closeness_centrality(ger) .values())

# calculo da centralidade harmdbénica

# sé salvamos os valores do diciondrio e transformamos em lista
chu= list (nx.harmonic_centrality(ger) .values())

ch = [x/(len(chu)-1) for x in chu] #normalizacao

plt.figure ()

plt.plot (graus,cec,’o’)

5 plt.xlabel ("grau’)

plt.ylabel (' centralidade’)

plt.figure ()

plt.plot (graus,cc,’o’)
plt.xlabel ("grau’)
plt.ylabel (' centralidade’)

plt.figure ()

plt.plot (graus,ch,’o’)

5 plt.xlabel (‘grau’)

plt.ylabel (' centralidade’)

plt.show ()

Embora o Networkx no tenha funcdes para calcular a centralidade generalizada, esta
pode ser calculada facilmente como a seguir:

import matplotlib.pyplot as plt
import numpy as np
import networkx as nx

# gera lista com valores de p
p = np.linspace(-1,201,1000)

# calculo do comprimento dos caminhos mais curtos desde né 1
sp= np.array(list (nx.shortest_path_length(ger,1l) .values()))

# calculo da centralidade generalizada para o nd 1
cp= np.zeros_like (p)
for k in range (p.shape[0]):

if plk]:
cp [k]

else:
cp[k]

np.mean (spl[l:]**pl[k])**(-1.0/p[k])

np.prod(sp[l:])**(-1.0/ (sp.shape[0]-1))
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Figura 9: Centralidades em uma rede de Erdés-Renyi.

18

19 plt.figure ()

20 plt.plot (p, cp, label=’'Centralidade generalizada’)

21 plt.plot (p,np.ones_like (cp)+cec[l],label='Centralidade de excentricidade’)
22 plt.plot (p,np.ones_like (cp)*cc[l], label=’Centralidade de proximidade’)
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plt.plot (p,np.ones_like (cp)*xch[1l], label=’'Centralidade harménica’)
plt.legend()

5 plt.xlabel ("p’)

plt.ylabel (' centralidade’)

s plt.figure ()

plt.plot (p,cp, label='Centralidade generalizada’)

plt.plot (p,np.ones_like (cp) *cc[l], label=’'Centralidade de proximidade’)
plt.plot (p,np.ones_like(cp)*ch[1l], label=’Centralidade harmdénica’)
plt.legend()

plt.xlabel ("p’)

plt.ylabel (' centralidade’)

s plt.xlim((-1,3))

plt.ylim((0.31,0.36))

plt.show ()

A Fig. 10 apresenta os resultados deste fragmento de codigo. Observe que a C_1(1) =
Ch(1), C1(1) = Cc(1) e Cp(1) = Cee(1) para grande p.

0.35 4
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=

w

S
L

—— Centralidade generalizada

Centralidade de excentricidade
—— Centralidade de proximidade
—— Centralidade harménica
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P

Figura 10: Centralidade generalizada em uma rede de Erdés-Renyi.

4.2. Centralidade de Intermediacio

Uma outra maneira de medir a centralidade de um vértice é através de sua capacidade
de conectar os demais vértices da rede. Ou seja, essa medida, conhecida como centralidade de
intermediagdo (betweeness em inglés), quantifica o quanto os vértices sdo capazes de atuar como
intermediarios entre outros dois vértices, podendo portanto controlar o fluxo de informacéo entre
eles [Freeman, 1977].

Para definir formalmente esta medida, considere que ; » ¢ o nimero de caminhos ge-
odésicos iniciando no vértice j e terminando no vértice k e que Q) x(7) é o nimero de caminhos
geodésicos que iniciam em j, terminam em k e passam pelo vértice i. Quanto maior a razéo Qggikl(:)
maior a importancia do vértice ¢ para a conexdo entre j e k. Deste modo, a centralidade de inter-
mediacdo é dada por:

| ) Q;.k ()
N Ik
W= e -2 (j,k):j;ézk:,w,k} .

Exemplo 4.5.: Considere novamente a rede descrita no Exemplo 4.3, mas na qual adicionamos
uma ligacdo entre o n6 central da estrela e um n6 do circulo. Note que qualquer caminho geodésico
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partindo de (resp., terminando em) um noé periférico da estrela passa pelo vértice central da estrela.
Deste modo, a centralidade de intermediacdo do no central da estrela é:

(’I’Ll — 1)(71,1 + 2no — 2)
(’I’Ll + ng — 1)(711 + ng — 2)

1
(’I’Ll + ng — 1)(77,1 + ng — 2)

[(n1—1)(n14+n2—2)+n2(n1—1)] =

Além disso, os nos periféricos da estrela possuem centralidade de intermediacgéo nula.

Exemplo 4.6.: Considere novamente uma rede aleatoria de Erdés-Renyi com 1000 nés e uma
probabilidade de conexdo p = 0.01. A funcdo betweenness_centrality () do Netwokx
calcula a centralidade de intermediacéo (ver Fig. 11):

import matplotlib.pyplot as plt
import networkx as nx

# calculo da centralidade de intermediacéao
# salvamos os valores do diciondrio em uma lista
cb = list (nx.betweenness_centrality (ger,normalized=True) .values())

plt.figure ()

plt.plot (graus,cb,’o’)
plt.xlabel ("grau’)
plt.ylabel (' centralidade’)
plt.show ()

0.008 .
0.007
0.006 H

°

0.005 1 I '
' [ ]

0.004 4

0.003 I I '

0.002 l I
0.001 ‘ ! .

0.000 4

centralidade

Figura 11: Centralidade de intermedia¢ido em uma rede de Erdds-Renyi.

4.3. Centralidade de Autovetor

De acordo com a centralidade de grau, a importancia de um né é igual a quantidade de
vizinhos que este n6 possui na rede. Deste modo, todos os vizinhos sido considerados igualmente
importantes. Como em geral os vizinhos ocupam diferentes posi¢des na rede, eles tém niveis dis-
tintos de importancia. A centralidade de autovetor é uma medida que leva em conta ndo somente
a quantidade de vizinhos que um vértice possui, mas também a importéncia destes vizinhos. For-

malmente, tem-se que:

Cupli) = 3 3 A1) Cog )
j=1
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em que A\ é o autovalor com maior valor absoluto. Além disso, é comum normalizar o vetor de
centralidades de autovetor de modo que este tenha norma euclideana 1.

Em redes direcionadas, temos duas op¢des para a centralidade de autovetor, a depender
se um vértice recebe importancia dos vértices que estéo ligados a ele ou dos vértices aos quais ele
esta ligado. Em geral, temos a primeira situagédo. Por exemplo, em uma rede de cita¢des, um artigo
se torna importante pelas citacdes que ele recebe e nio pelas que ele faz. Similarmente, um site de
internet é importante, pelos outros sites que tem links para ele e ndo por aqueles que ele exibe um
link. Entéo, nesse caso, a centralidade de autovetor é dada por:

T T
MGy = Ce A,

ou seja, pelo autovetor a esquerda associado com o maior autovalor.

Em redes direcionadas, n6s que possuem grau de entrada nulo possuem centralidade de
autovetor nula, pois este vértice ndo recebe a importincia de nenhum outro né. Além disso, se
todos os vizinhos que acessam um no, possuem grau de entrada nulo, todos eles terdo centralidade
de autovetor nula e, portanto, o nd que s6 contém estes vizinhos também tera centralidade de
autovetor nula. Continuando com este argumento, é possivel verificar que todos os nés em uma
rede direcionada aciclica possuem centralidade de autovetor nula, o que néo é uma caracteristica
desejavel.

4.4. Centralidade de Katz

Para lidar com o problema de que a centralidade de autovetor néo é util para redes dire-
cionadas e aciclicas, a centralidade de Katz resolve o problema adicionando um valor pequeno de
centralidade para todos os nos da rede, independente de suas posi¢des na rede [Katz, 1953]. Desta
forma, a centralidade de Katz é:

Cr(i)=a) A(i,§)Ck(j) + B,
J#i

em que « e (3 sdo constantes positivas. 3 é o valor de centralidade que os nos de grau nulo possuem
ea < 1/A\; em que A\; é o maior autovalor de A. Na pratica, é comum adotar-se o valor de «
proximo a esse valor maximo e com um pequeno valor de 8 de modo que os valores obtidos sido
proximos aos da centralidade de autovetor, mas na qual todos os nds tem centralidade de Katz
positiva.

Exemplo 4.7: Vamos a considerar novamente uma rede aleatéria de Erdés-Renyi com 1000 nds
e uma probabilidade de conexdo p = 0.01. O Networkx calcula a centralidade de autovetor com
os algoritmos eigenvector_centrality () oueigenvector_centrality_numpy ()
e a centralidade de Katz com katz_centrality () oukatz_centrality_numpy (). En-
quanto as versdes sem _numpy usam um algoritmo de poténcias para calcular autovalores, as
outras versdes usam uma funcio do pacote ARPACK (através do Scipy). A Fig. 12 apresenta a cen-
tralidade de autovetor e a centralidade de Katz com diferentes valores de o e 8. O célculo foi feito
com o seguinte codigo:

import matplotlib.pyplot as plt
import numpy as np
import networkx as nx

plt.close(’all’)
# gera um grafo aleatdério de Erdé-Rényi com 1000 nés e probabilidade 0.01
ger = nx.gnp_random_graph (1000,0.01)
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graus = dict (nx.degree (ger)) .values()

# calculo da centralidade de autovetor
cev = list (nx.eigenvector_centrality_numpy (ger) .values())

# calculo da centralidade de Katz
ckl = list (nx.katz_centrality_numpy (ger,alpha=0.08,beta=1) .values())

5 ck2 = list(nx.katz_centrality numpy (ger,alpha=0.01,beta=1) .values())

ck3 = list (nx.katz_centrality_numpy (ger,alpha=0.08,beta=2) .values())

plt.figure ()

plt.plot (graus,cev,’o’)
plt.xlabel (' grau’)
plt.ylabel (' centralidade’)

) plt.ylim((-0.0025,0.0725))

plt.figure ()

5 plt.plot (graus,ckl,’o’)

plt.xlabel ("grau’)
plt.ylabel (' centralidade’)

; plt.ylim((-0.0025,0.0725))

plt.figure ()

plt.plot (graus,ck2,’o’)
plt.xlabel ('grau’)
plt.ylabel (' centralidade’)
plt.ylim((-0.0025,0.0725))

plt.figure ()

plt.plot (graus,ck3,’o’)
plt.xlabel (' grau’)
plt.ylabel (' centralidade’)
plt.ylim((-0.0025,0.0725))

plt.show ()

4.5. PageRank

De acordo com a centralidade de Katz, o fato de que algum vértice importante esta ligado
a um dado vértice da alta importancia a este dado vértice, independente de quantas ligacdes na
rede possui aquele vértice importante. Uma métrica de centralidade que lida com este problema é
o PageRank que assume que a importancia de um no é divida igualmente entre os seus vizinhos
para os quais ele possui ligacdo [Brin e Page, 1998]. Deste modo:

. i)C
Cpr(i)=(1—a)+ az dout PR( ),
J#i

em que « € (0,1). O PageRank é utilizado como base para o clculo pelo Google para classificar
a importancia de paginas relacionadas a uma certa pergunta.

A importancia de paginas é justificada através do modelo do surfista aleatério (random
surfers model, em inglés). Este modelo considera uma pessoa navegando na internet e considera
que dado que ela esta em uma certa pagina, ela pode acessar uma outra pagina digitando o enderego
da pagina, com probabilidade 1 — «, ou escolhendo aleatoriamente um link qualquer da pagina

atual para mudar para a proxima pagina, cada link tendo probabilidade a/d°“, em que d°** é o
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Figura 12: Centralidades de Autovetor e de Katz em uma rede de Erdos-Renyi.

numero de links da pagina atual. De acordo com este modelo, no longo prazo a probabilidade da
pessoa estar na pagina i é dada por Cpg(7).

Deste modo, a importéncia de uma pagina é dada pela soma das importancias das paginas
que tém links para esta pagina dividido pelo nimero de links contidos nestas paginas. O fator «
é um fator de amortecimento e pode ser pensado como a probabilidade de um usuario continuar
navegando entre paginas através dos links sem parar a navegacdo. Usualmente, o valor o = 0,85
tem sido utilizado, mas nio ha nenhuma justificativa formal conhecida para isto. No caso de
um vértice j com d°“*(j) nulo, como j ndo contribui para a importancia de nenhum outro né,
adotaremos a convengéo de que d°“!(j) = 1, de modo que o termo A(4,4)/d°“*(j) seja nulo.

Exemplo 4.8: Vamos a considerar novamente uma rede aleatéria de Erdés-Renyi com 1000 noés
e uma probabilidade de conexdo p = 0.01. O pacote Networkx pode calcular a centralidade de
PagerRank com o algoritmo pagerank (). A Fig. 13 apresenta a centralidade PageRank com
diferentes valores de a.. O calculo foi feito como o seguinte codigo:

1 import matplotlib.pyplot as plt

2 import numpy as np

3 import networkx as nx

4

5 plt.close(’all’)

¢ # gera um grafo aleatdério de Erdds—-Rényi com 1000 nés e probabilidade 0.01
7 ger = nx.gnp_random_graph (1000,0.01)

8 graus = dict (nx.degree (ger)) .values ()

10 # calculo da centralidade de PageRank variando o valor de \alpha
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5 plt.
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plt.
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7 plt.
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Figura 13: PageRank em uma rede de Erdos-Renyi.

5. Outras Métricas

Nesta se¢do, descreveremos outras métricas locais que descrevem caracteristicas indivi-
duais dos nds que ndo sio relacionadas a importancia deles na rede, bem como outras métricas
globais que indicam o grau de coeséo e homofilia de uma rede.

5.1. Coeficiente de Agrupamento Local

Na Se¢éo 3.4, vimos uma medida global de agrupamento que nos da uma informacéo da
coesdo da rede em termos da conectividade dos vizinhos de um n6. Como também pode ser de
interesse avaliar o quanto os nos sao capazes de proporcionar interacao entre os seus vizinhos, te-
mos uma medida de agrupamento local chamada de coeficiente de agrupamento local. O coeficiente
de agrupamento local de um né i é dado por:

cl(i) =

2
(k)i hF i kA

A(i, 7)A(i, k) A5, )

(9,k):g i, ki, k]

A(i, j)A(i, k)
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Por convengdo, ndés que possuem grau 0 ou 1, possuem coeficiente de agrupamento local nulo. Ba-
seado neste coeficiente de agrupamento local, pode-se definir uma outra medida de agrupamento
global da rede que é o coeficiente de agrupamento local médio:

n

— 1
cd(G) = — cl(7).
(©) == d)
i=1
Em comparagio com o coeficiente de agrupamento total, o coeficiente de agrupamento

local médio da maior peso aos nds que possuem menor grau.

Exemplo 5.1: Considere uma rede que consiste de um circulo com n — 1 nés todos conectados
a um no6 central. Cada um dos néds no circulo, possui coeficiente de agrupamento local igual a 2/3,
pois eles possuem trés vizinhos (dois no circulo e 1 no centro) e dos 3 possiveis pares de vizinhos,
existe ligacdo em dois deles (que sdo as ligacdes dos vizinhos no circulo com o né central). O
nd central por sua vez possui coeficiente de agrupamento local igual a % = % Deste
modo, o coeficiente de agrupamento local médio é dado por:

— 1[2(n—1) 2 2n% — 6n + 10
I(G) = — =
@) n 3 +n—2 3n(n — 2)
Por outro lado, para o calculo do coeficiente de agrupamento total, note que cada né no

circulo tem 3 pares de vizinhos dos quais dois séo ligados (exceto no caso n = 4, em que os trés
(n—1)(n—2)
2

pares de vizinhos sdo ligados) e o n6 central possui pares de vizinhos dos quais (n — 1)

sdo ligados. Logo

1 sen = 4,

CZ(G) = 2(n—1)+(n—1) 6
3(n—1)+=0n=2) =5z sen>4

Observe que quando n se torna muito grande, o coeficiente de agrupamento local médio
tende a 2/3, enquanto o coeficiente de agrupamento total tende a zero. Estes fatos sdo apresentados
na Fig. 14 que foi feita com seguinte cédigo de Python. A fun¢io wheel_ graph () do NetworkX
constroéi uma rede formada por um circulo de n — 1 vértices conectados a um no central. A fun-
cdo average_clustering () do NetworkX retorna o coeficiente de agrupamento médio e a
fun¢ido transitivity () retorna o coeficiente de agrupamento total como ja foi mencionado
na Secdo 3.4.

import matplotlib.pyplot as plt
import numpy as np
import networkx as nx

ccla = []

cclt = []

n = np.linspace(5,500,496)

for k in n:
gci = nx.wheel_graph (int (k))
ccla.append (nx.average_clustering(gci))
cclt.append(nx.transitivity(gci))

plt.figure ()
plt.plot(n,2/3*np.ones_like(n),’k’)
plt.plot (n,ccla,’.”)
plt.xlabel (' nimero de nds’)
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plt.ylabel (' agrupamento médio’)

plt.figure()
plt.plot(n,cclt,’”.”)

plt.xlabel (' nimero de nds’)
plt.ylabel (" agrupamento total’)

plt.show ()
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Figura 14: Coeficiente de agrupamento em um circulo de n — 1 nés conectados com um noé central.

Exemplo 5.2.: A Fig. 15 apresenta o coeficiente de agrupamento local para o exemplo de uma
rede Erdos-Renyi ja tratado. Neste caso, a funcdo de Networkx usada é clustering ():

import matplotlib.pyplot as plt
import numpy as np
import networkx as nx

# gera grafo aleatdério de Erdd-Rényi com 1000 nés e probabilidade 0.01
ger = nx.gnp_random_graph (1000,0.01)
graus = dict (nx.degree (ger)) .values()

# calculo do coeficiente de agrupamento local
ccl = list (nx.clustering(ger) .values())

plt.figure ()
plt.plot (graus,ccl,’o’)
plt.xlabel ("grau’)

5 plt.ylabel (" agrupamento’)

7 plt.show ()

5.2. Homofilia

Uma das informacdes importantes em redes complexas e, em especial, em redes sociais
é saber se os nds possuem alguma tendéncia a se ligar mais a nds similares a si mesmos, o que é
conhecido como homofilia ou assortatividade. Por exemplo, cientistas tendem a ter contato com
mais cientistas que, em geral, outras pessoas possuem contatos com cientistas. Pessoas tendem a
ter mais relacionamentos intrarraciais que inter-raciais. Nesta subse¢io, veremos algumas medidas
que tém sido usada para mensurar homofilia.
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Figura 15: Agrupamento local em uma rede de Erdés-Renyi.

5.2.1. Indice EI

Considere que o conjunto V' de vértices de um grafo possa ser particionado em grupos
{VE V2 ..., V2 de acordo com atributos que esses nés possuam. O indice EI mede a homofi-
lia através de uma razdo que envolve a quantidade de ligacdes entre nds de grupos distintos e a
quantidade de ligacdes entre nds do mesmo grupo. Ele pode ser calculado para um subconjunto
qualquer de nds da rede, que pode conter desde um tinico n6 ou todos os noés da rede. Para tal,
dada a parti¢do dos nds, vamos definir uma funcéo indicadora 6 : V- x V' — {0, 1} tal que:

5 5) 1 se3dktalquei,j e VF,
i,j) =
J 0 caso contrario.

Seja V' C V, entdo podemos encontrar o nimero de ligacdes internas e externas envol-
vendo os nés em V’, respectivamente, por

IV =Y > A1)

i€V jEV! ou j>i

EL(V) =Y > A(i,5)(1—6(,4)).

i€V’ j¢V! ou j>i
Desta forma, o indice EI do conjunto V"’ é dado por:

_ EL(V')—IL(V)
- EL(V)+IL(V')

Observe que o valor do indice EI varia no intervalo [—1, 1], em que um indice El igual a -1 (resp., 1)
indica um subconjunto de nés que s6 possui ligacdes internas (resp., externas). A restriciode j > ¢
é para evitar que uma mesma aresta seja contada duas vezes no caso de uma rede nio direcionada.
No caso de uma rede direcionada, esta restricdo deve ser substituida por j # <.

EI(V")

5.2.2. Assortatividade

O valor do indice EI nos informa se um dado grupo de nés tem mais ligacdes externas ou
internas na rede. Porém, este fato pode estar apenas relacionado de um certo grupo de atributos
ser mais ou menos frequente na rede que outros. Por exemplo, suponha que um certo individuo
faca parte de algum grupo minoritario de uma populagido. Pelo fato de no grupo minoritario,
por definigdo, haverem poucas pessoas, pode acontecer que este individuo possua mais ligacdes
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externas do que internas no grupo e, portanto, tenha um indice EI positivo. Contudo, isso néo
necessariamente quer dizer que este individuo tenha preferéncia por ter ligacdes externas, para
fazer tal afirmacéo precisariamos comparar com o nimero esperado de ligacdes que seria obtido
em uma rede aleatéria com o mesmo conjunto de nés e o mesmo nimero de arestas escolhidas
aleatoriamente. O coeficiente de assortatividade nos da essa informacao [Newman, 2002, 2003].
Para tal, veremos trés tipos de assortatividade. O primeiro definido para quando os nos estdo
particionados em uma quantidade finita de grupos de atributos, como no caso do indice EI. O
segundo é para quando os atributos dos nds sdo caracterizados por valores escalares, tais como
idade, PIB, indice h, etc. E o ultimo é para quando o atributo utilizado para avaliar a homofilia é a
propria centralidade de grau dos nds.

De acordo com os trés coeficientes de assortatividade que veremos, valores positivos
indicam tendéncia a homofilia, valores negativos tendéncia a heterofilia (conectar-se com grupos
distintos) e valores proximos de zero indicam que os atributos nao influenciam a distribuigao das
ligacoes.

5.2.3. Para atributos categoricos

Considere novamente que o conjunto V' de vértices de um grafo possa ser particionado
em grupos {V!, V2 ... V2 de acordo com atributos categéricos que esses nés possuam. Em
uma rede com m arestas, vamos definir a fracio de arestas que ligam um né no conjunto V* a um
né no conjunto V7:

e — Z/ﬁEV”‘ Zkzevj A(k'la k2)
’ Zklev ZkQGV A(kb kz)

A fracdo de arestas que iniciam (resp., terminam) em vértices do conjunto V; é dada, respectiva-

mente, por:
a; = E eij
J

bi = Zeji.
J

Em redes nao direcionadas, temos que ¢;; = ¢;; e a; = b;. Se as ligacdes da rede fossem formadas
aleatoriamente mantidas as frequéncias das arestas incidentes em nés de cada grupo, a fragéo espe-
rada de ligacio entre nés pertencentes a um grupo V' seria igual a a;b;. Deste modo, o coeficiente
de assortatividade é dado por:

. o€ — Yo ab;
Ase(G) = SO e
i—1 @ibi

em que a normalizacdo no denominador é para garantir que no caso de todas as arestas ligarem
nds do mesmo grupo, homofilia perfeita, o coeficiente de assortatividade tenha valor igual a 1.

O Exemplo 5.3 ilustra o valor do EI index da rede toda,bem como o valor da assortativi-
dade categorica.

Exemplo 5.3: Considere a rede nao direcionada ilustrada na Figura 16. Para calcular o valor do

indice FI da rede, temos:

2-8
EFl=——=-0.6.
2+38
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Ja o valor da assortatividade categoérica é dado por:

_6/20+10/20 — (8/20)? — (12/20)*
B 1 — (8/20)2 — (12/20)2

As®(G) = 0.583.

Ambas as métricas indicam uma rede com homofilia.

Figura 16: Analise de homofilia em uma rede néo direcionada.

5.2.4. Para atributos escalares

No caso em que os atributos sdo escalares, como idade ou PIB, por exemplo, uma primeira
ideia seria calcular a assortatividade particionando os valores do atributo escalar em categorias.
Essa medida incorre em erros, pois ap0s a categorizacio, atributos distintos que cairem na mesma
categoria serdo tratados como idénticos e atributos proximos que cairem em categorias distintas
serdo tratados como completamente distintos. Neste caso, o coeficiente de assortatividade para
atributos escalares é calculado levando em conta a covariancia dos atributos ao longo das arestas
da rede. Formalmente, seja x; o atributo escalar do no 7. Entdo, como o né i possui d(i) arestas
ligadas a ele, o valor médio dos atributos escalares ao longo das arestas é dado por:

2id@z 1

T== "

Sdi)  2m 2100

A covariancia ao longo das arestas dos atributos de suas extremidades é:

>y AL j) (@i — T) (2 — T) 1 N )
] > AL J) ~ 9m ZA(%])l‘ifﬁj — 72

— % > (A(z’,j) — d(iz)i(j)) T

ij

Para garantir que a rede com homofilia perfeita em que sé existam ligacOes entre nds com exa-
tamente o mesmo atributo escalar tenha coeficiente de assortatividade igual a 1, a covariancia é
normalizada dividindo pelo seu maior valor possivel:
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o Zij (A(iaj)frz’xj) — 72
i (A, j)z?) — 72
Zij A(’Lv.]) - %) TiTj
52 (i)} — 5 (3 d(i)wi)”

5.2.5. Para atributo igual ao grau

Um caso especial de assortatividade com atributo escalar que é bastante utilizado é quando
o atributo escalar é a propria centralidade de grau, ou seja, z; = d(7). Neste caso a assortatividade
de grau, As?(G) é calculada exatamente como a centralidade de atributo escalar fazendo z; = d(4)
e xj = d(j) na férmula. Esta assortatividade mede se na rede existe uma tendéncia de nés muito
conectados estarem conectados entre si e nés pouco conectados estarem ligados entre si. Ao con-
trario dos outros dois casos, para o calculo da assortatividade de grau néo é necessario nenhuma
outra informacéo sobre os nds que nao esteja descrita na matriz de adjacéncia da rede.

Redes com assortatividade de grau positiva possuem nos bastante conectados ligados
entre si, formando um nucleo da rede que se destaca da periferia. Essa tendéncia é bastante ob-
servada em redes sociais, onde por exemplo pessoas populares tendem a ter amizades com outras
pessoas populares, enquanto pessoas mais introspectivas tendem a ter amizades com outras pes-
soas introspectivas. Por outro lado, redes com assortatividade de grau negativa tém nos bastante
conectados ligados a nds pouco conectados, formando estruturas de rede que lembram estrelas,
sendo mais uniforme sem a separacio nucleo-periferia observada nas redes com assortatividade
de grau positiva.

Exemplo 5.4.: Na Secéo 3.7, vimos o exemplo das redes de suporte emocional entre persona-
gens dos livros da saga Harry Potter. Os personagens tém dois atributos categoricos, o género do
personagem e a casa a que o ele pertence. Se bem o ano da escola pode ser considerado um atri-
buto categdrico (o conjunto de anos é discreto e finito) ou numérico, nesta se¢éo tratamos-o como
numérico. E interessante estudar a evolugdo da assortatividade no tempo. A Fig. 17 apresenta a
variagdo da assortatividade com o nimero de livro. Por exemplo, observe que a assortatividade
relacionada como a casa é muito alta no primeiro livro, mas baixa nos seguintes.
As funcdes de Networkx mais relevantes neste exemplo sdo:

+ attribute_assortativity_coefficient (): calculaaassortatividade relacionada
com atributos categoricos.

e numeric_assortativity_coefficient (): calcula a assortatividade relacionada
com atributos numeéricos. Dado que a Eq. 2 é para redes néo direcionadas, ignoramos as
dire¢des das arestas no exemplo.

« degree_assortativity_coefficient (): calcula a assortatividade para o atributo
igual ao grau. No caso de grafos direcionados, esta funcdo pode calcular quatro valores dife-
rentes, dependendo de se trata de graus saintes, entrantes, saintes e entrantes ou entrantes
e saintes. No exemplo dos livros de Harry Potter, consideramos graus totais como se fossem
redes ndo direcionadas.
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5 plt

impo
impo
impo

def

rt pandas as pd
rt networkx as nx
rt matplotlib.pyplot as plt

carregarlivro (livro) :
atri = pd.read_csv(’data/harrypotter/hpattributes.txt’, sep='\t’)
ares = pd.read_csv (’data/harrypotter/hpbook{:1d}.txt’.format (livro), sep=' '

, header=None)

# cr

agen =

acas
aano

7 agra

livr
for

plt.
plt
plt
plt
plt.
plt.
plt.

plt

culo

nome = pd.read_csv(’data/harrypotter/hpnames.txt’, sep='\t’)

# grafo dirigido gpotter

gpotter = nx.DiGraph ()

n = atri.shape([0]

# adiciona ndés a gpotter

for k in range(n) :

gpotter.add_node (k, nome=nome [’ name’ ] [k],

ano=atri[’schoolyear’] [k],
gen=atri[’gender’] [k],
casa=atri[’house’] [k])

# adiciona aresta a gpotter
for k in range(n) :
for m in range (n):
if ares.values[k] [m] == 1:
gpotter.add_edge (k, m)
agen = nx.attribute_assortativity_coefficient (gpotter, "gen")
acasa= nx.attribute_assortativity_coefficient (gpotter, "casa")
aano = nx.numeric_assortativity_coefficient (gpotter.to_undirected (), "ano")
agrau= nx.degree_assortativity_coefficient (gpotter.to_undirected())

return agen, acasa, aano, agrau

ia listas

6x[0]
a= 6x[0]
= 6%[0]
u= 6%[0]
os = [1,2,3,4,5,6]

k in range(len(livros)):
agen([k],acasalk],aano[k],agraulk]=carregarlivro(livros[k])

figure ()

.plot (livros,agen, ’'-o’,label=’Género’)
.plot (livros,acasa,’-s’,label='Casa’)
.plot (livros,aano, ’'—x’,label="Ano’)
.plot (livros,agrau,’ "', label='Grau’)

legend ()
xlabel (' 1ivro’)
ylabel ("assortatividade’)

.show ()

Embora seja mais comum utilizar a centralidade de grau como atributo escalar para o cal-
da assortatividade, outras métricas de centralidade também podem ser utilizadas. Por exem-

plo, se utilizarmos a centralidade de intermediacdo mediremos a tendéncia de noés intermediarios
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Figura 17: Assortatividades nos livros da saga Harry Potter.

se conectarem entre si. Recentemente, Fierens e Régo [2024], mostraram que como a medida
de assortatividade escalar de Newman € baseada na correlacdo de Pearson dos atributos, ela nao
consegue capturar padrdes nio lineares de homofilia e também néo consegue lidar com atribu-
tos vetoriais. Estes autores propuseram uma generalizacdo desta medida que utiliza a nocéo de
similaridade dos atributos para abordar tais situacdes.

6. Consideracoes Finais

Os contetdos descritos nestas notas de aulas visam expor um conteudo introdutério na
area de Redes Complexas. Vimos o que é uma Rede Complexa, que ela pode ser utilizada para
modelar fendmenos em diversas areas do conhecimento e apresentamos as principais métricas
globais e locais que sdo utilizadas descrever uma rede complexa.

Toépicos mais avancados envolvendo redes complexas incluem, por exemplo: modelos de
formagéao de redes complexas, técnicas de deteccio de comunidades, modelos de difuséo em redes
e métodos de predicdo de novas arestas. Para o leitor interessado em aprofundar seus conheci-
mentos, sugerimos consultar os seguintes livros textos [Newman, 2018; Jackson, 2010; Wasserman
e Faust, 1994; Zinoviev, 2018].
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