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. . RESUMO _
Este trabalho investiga a transferéncia de aprendizado em métodos de predi¢do de turno-

ver voluntario. Muitas empresas, especialmente pequenas e médias, ndo possuem dados suficientes
para treinar modelos preditivos, tornando essencial o uso de modelos pré-treinados. Investigamos o
desempenho dos dois modelos mais utilizados na literatura para este problema: regressdo logistica
(RL) e florestas aleatorias (FA). Os modelos foram treinados e testados em dois datasets publicos,
de fontes distintas. Os resultados mostram que o classificador FA obtém acuricia superior ao RL
em todos os cendrios. No estudo sobre transferéncia de aprendizado, o modelo treinado no dataset
1 teve boa capacidade de predizer eventos de turnover do dataset 2; no entanto, o segundo modelo,
treinado no dataset 2 teve um desempenho muito ruim quando testado no dataset 1. Isso sugere
que a transferéncia de aprendizado pode ser dependente do contexto de treinamento, indicando a
necessidade de diversidade nos dados utilizados para treinar o modelo.
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Tépicos: BDA - Big Data e Analytics, IC — Inteligéncia Computacional, OA — Outras aplicacoes
em PO.

. S ABSTRACT -
This work investigates transfer learning in voluntary furnover prediction methods. Many

companies, especially small and medium-sized ones, do not have enough data to train predictive
models, making the use of pre-trained models essential. We investigated the performance of the
two most used models in the literature for this problem: logistic regression (RL) and exploited
forests (FA). The models were trained and tested on two public datasets, from different sources.
The results show that the FA classifier outperforms the RL in all scenarios. In the study on transfer
learning, the model trained on dataset 1 had a good ability to predict turnover events in dataset 2;
however, the second model, trained on dataset 2 performed very poorly when tested on dataset 1.
This suggests that transfer learning may be dependent on the training context, due to the need for
diversity in the data used to train the model.
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1. Introducao
A predi¢do de turnover voluntdrio, ou attrition, ¢ uma drea de crescente interesse na gestao

de recursos humanos, pois permite que as empresas identifiquem e mitiguem a perda de talentos
valiosos. Tradicionalmente, a constru¢do de modelos preditivos eficazes requer grandes volumes de
dados para treinamento. No entanto, muitas empresas, especialmente de menor porte, nao dispdem
de datasets extensivos, limitando a aplicabilidade dos modelos de aprendizado de maquina (ML).

Neste contexto, a transferéncia de aprendizado (transfer learning) surge como uma solucio
promissora. A capacidade de um modelo pré-treinado em um dataset aplicar seu conhecimento a
um novo dataset pode reduzir significativamente a necessidade de grandes volumes de dados es-
pecificos da empresa. Este trabalho foca na avaliagdo da eficicia de dois métodos amplamente
utilizados na literatura para a predi¢do de turnover: regressdo logistica (RL) e Florestas Aleatdrias
(FA) (Akasheh et al. [2024]), explorando sua capacidade de transferéncia de aprendizado. Este es-
tudo contribui para a aplicacio prética de técnicas de aprendizado de miquina em cendrios onde os
dados sdo escassos, oferecendo uma solucdo eficaz para empresas que buscam otimizar a retencio
de talentos.

2. Modelos de aprendizado de maquina para predicao de turnover

2.1. Regressao Logistica _ ) - -
A regressao logistica € uma técnica estatistica utilizada para modelar a probabilidade de

uma variavel dependente bindria. Em vez de prever um valor continuo, como na regressao linear, a
regressdo logistica estima a probabilidade de ocorréncia de um evento, classificando as observagdes
em uma de duas categorias. Isso € feito ao transformar a varidvel dependente através da funcdo
logistica, também conhecida como funcio sigmoide, que restringe os valores preditos ao intervalo
entre 0 e 1. A equacdo fundamental da regressdo logistica ¢ dada por:

1
1+ e~ (Bo+B1X1+B2Xa+...+BnXn)’

P(Y =1|X) =

onde P(Y = 1|X) ¢é a probabilidade de ocorréncia do evento de interesse, 5y € o intercepto,

b1, B2, - .., Bn sdo os coeficientes das variaveis independentes X1, Xo, ..., X,,. Essa abordagem
tem sido amplamente aplicada em diversas areas, incluindo a predicdo de turnover Zhao et al.
[2019].

2.2. Florestas aleatorias
O método de Florestas Aleatérias (Random Forest) é uma técnica de aprendizado de

maquina baseada em conjuntos, que utiliza multiplas arvores de decis@o para melhorar a precisdo
e a robustez das previsdes (Breiman [2001]). O método funciona criando um grande nimero de
arvores de decisdo a partir de amostras diferentes dos dados de treinamento e utilizando a média das
previsdes dessas drvores (no caso de regressao) ou a maioria das votacdes (no caso de classifica¢do)
para gerar a previsao final. Cada arvore € construida utilizando uma amostra aleatéria com reposi¢ao
(bootstrap sampling) dos dados de treinamento e, durante a constru¢do de cada drvore, apenas um
subconjunto aleatdrio de caracteristicas € considerado para a divisdo em cada né. Isso introduz
variabilidade entre as drvores, tornando o modelo mais robusto a overfitting, aumentando sua capa-
cidade de generalizacdo.

3. Metodologia

3.1. Dados utilizados
Para realizac¢do dos experimentos numéricos deste trabalho foram escolhidos dois datasets

publicos sobre turnover voluntario. O dataset 1 (Stewart [2018]) possui dados de N; = 9540
funciondrios (linhas) e 10 colunas, sendo 9 colunas atributos e 1 coluna rétulo, enquanto o dataset 2
(Huseyn [2017]) possui No = 14999 amostras e 10 colunas, também contendo 9 colunas atributos e
1 coluna rétulo. A escolha destes datasets levou em consideracdo a quantidade de atributos (colunas)
similares que compartilhavam. Os atributos em comum nos dois datasets estdo descritos na Tabela
1.
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Tabela 1: Atributos considerados neste estudo

Atributo Descricao

Ultima avaliagdo Nota normalizada entre O e 1.

Nuimero de projetos | A quantidade de projetos que o funciondrio faz parte.

Salario O nivel salarial recebido pelo funciondrio (baixo, médio ou alto).
Tempo de trabalho | A quantidade de anos que o funciondrio estd na empresa.

Satisfacdo Satisfacdo do funciondrio obtida através de uma pesquisa (entre O e 1).
Horas mensais Quantidade de horas (em média) trabalhadas no més pelo funcionério.
Demissao Se o funcionario pediu demissao (igual a 1 se sim, 0 caso contrario).

3.2. Experimentos numéricos

Cada modelo foi inicialmente treinado, testado e avaliado em cada um dos datasets de
forma independente. Para isso, cada dataset foi dividido na proporcdo de 80% para treinamento
e 20% para teste. Em seguida treinamos um modelo de RL e FA para cada dataset e testamos
o desempenho de cada modelo no dataset diferente do utilizado no treinamento para investigar a
trasnferéncia de aprendizado. Os modelos treinados com o dataset 1 terdo o sufixo ”1”’e os modelos
treinados com o dataset 2 terdo o sufixo 72”. Finalmente, utilizamos os modelos treinados em
apenas um dataset e acrescentamos algumas linhas do outro dataset para entender a mudanca de
resultados em teste no préprio dataset aumentado, com um holdout de 20%, e também para analisar
as possiveis mudangas no desempenho do modelo no dataset diferente ao do treinamento (transfer
learning). A lista abaixo apresenta a denominacao e uma breve descri¢ao dos modelos utilizados:

Modelo FA-1-80%: Floresta aleatéria treinada com 80% do dataset 1.

Modelo FA-2-80%: Floresta aleatéria treinada com 80% do dataset 2.

Modelo FA-1-100%: Floresta aleatéria treinada com 100% do dataset 1.

Modelo FA-2-100%: Floresta aleatoria treinada com 100% do dataset 2.

Modelo RL-1-80%: Regressao Logistica treinada com 80% do dataset 1.

Modelo RL-2-80%: Regressao Logistica treinada com 80% do dataset 2.

Modelo RL-1-100%: Regressao Logistica treinada com 100% do dataset 1.

Modelo RL-2-100%: Regressao Logistica treinada com 100% do dataset 2.

Para avaliar o desempenho dos modelos treinados, utilizamos quatro métricas principais:
acurécia, precisao, recall e F1 score. A acuricia mede a proporcao de previsdes corretas sobre o
total de previsdes, oferecendo uma visao geral da performance. A precisdo avalia a qualidade das
previsdes positivas, indicando a propor¢do de verdadeiros positivos entre todas as predi¢des posi-
tivas. O recall verifica a capacidade do modelo de identificar corretamente as instancias positivas.
Por fim, o F1 score, que combina precisdo e recall através de sua média harmonica, fornece uma
métrica balanceada. Essas métricas permitem uma andlise detalhada da eficicia dos modelos, tanto
em seu dataset de origem quanto na avaliagc@o de transferéncia de aprendizado.

4. Resultados

Os modelos descritos na se¢do anterior foram implementados em linguagem Python e
executados uma média de 50 vezes para cada experimento. A média das acurdcias obtidas nos res-
pectivos cendrios de testes esta apresentada na Tabela 2. Pode-se notar que o classificador FA supera
a RL em todos os cendrios, o que confirma resultados prévios da literatura (Akasheh et al. [2024]).
Em relagao a transferéncia de aprendizado, o modelo treinado no dataset 1 teve boa capacidade de
predizer eventos de turnover do dataset 2; no entanto, o segundo modelo, treinado no dataset 2 teve
um desempenho ruim quando testado no dataset 1.
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Tabela 2: Acuracia dos m

odelos nos seus respectivos conjuntos de testes

Dados utilizados para teste

Dataset - 1 (20%) ‘ Dataset - 2 (20%) ‘ Dataset 1 (100%) ‘ Dataset 2 (100%)

Modelos

Acuracia

FA-1-80%

0,857

FA-2-80%

0,990 -

FA-1-100%

FA-2-100%

RL-1-80%

RL-2-80%

RL-1-100%

RL-2-100%

- 0,574

Porcentagem

08

Finalmente, visando melhorar o desempenho da transferéncia de aprendizado, amostras
de um dataset foram inseridas no outro para efeitos de treinamento. A Figura 1 apresenta as métricas
de desempenho do método FA para ambos datasets.

Gréfico da Transferéncia de aprendizado do dataset 1 para o dataset 2
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Grafico da Transferéncia de aprendizado do dataset 2 para o dataset 1
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Figura 1: Efeito da introduc@o de novas amostras nas métricas de transferéncia de aprendizado.

5. Conclusao

Este estudo comparou o desempenho de regressdo logistica (RL) e florestas aleatdrias
(FA) na predicdo de turnover, com base em dois datasets piblicos. Os resultados indicam que o
modelo de FA supera a RL em todos os cendrios avaliados. Além disso, na andlise de transferéncia
de aprendizado, o modelo treinado no dataset 1 demonstrou habilidade satisfatéria na previsao de
eventos de turnover no dataset 2, enquanto o modelo treinado no dataset 2 teve um desempenho
significativamente inferior ao ser testado no dataset 1. Esses resultados destacam a importancia do
contexto especifico de treinamento na transferéncia de aprendizado, enfatizando a necessidade de
diversidade nos dados para um treinamento eficaz do modelo.
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