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RESUMO
A avaliação empı́rica de algoritmos produz um grande conjunto de dados que precisam

ser avaliados estatisticamente. Comumente, o conjunto gerado possui algumas entradas faltantes
devido a inabilidade de um algoritmo em encontrar uma solução para determinado caso de teste.
Estes dados faltantes limitam o uso de testes estatı́sticos, pois testes de hipótese não podem ser
diretamente aplicados na avaliação destes dados. O método PAR-∆ emerge como um método de
pré-processamento que realiza o input dos dados faltantes, criando um conjunto de dados completo
que pode ser analizado estatisticamente. A literatura utiliza o método PAR-∆ com ∆ = 10. Entre-
tanto, não existem justificativas para tal valor. Este trabalho avalia o poder do método PAR-∆ para
valores de ∆ entre 2 e 50. Os resultados demonstraram pouca variação para os diferentes valores de
∆, sendo que um teste estatı́stico não encontrou diferenças significativas para nenhum dos valores
de ∆ testados.

PALAVRAS CHAVE. PAR-∆, Poder, Avaliação estatı́stica, Programação Linear Inteira

Tópicos: Estatı́stica e Modelos Probabilı́sticos, Programação Matemática.

ABSTRACT
The empirical evaluation of algorithms generates a large dataset that needs to be eva-

luated statistically. Commonly, the generated dataset has some missing entries due to the inability
of an algorithm to find a solution for a given test case. These missing data strongly limit the use
of statistical tests, as classical hypothesis tests cannot be directly applied to these datasets. The
PAR-∆ method emerges as a pre-processing method that performs the input of missing data, cre-
ating a complete dataset that can be statistically analyzed. The literature uses the PAR-∆ method
with ∆ = 10. However, there are no justifications for such a value. In this work, we evaluate the
power of the PAR-∆ method for values of ∆ between 2 and 50 employing a data set generated by
an integer linear programming solver. The results showed little variation for different values of ∆,
such that a statistical test did not find significant differences for the evaluated values of ∆.
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1. Introdução
O processo de projeto de um algoritmo geralmente leva em consideração alguma estrutura

especial do problema em questão. Por exemplo, uma rede neural para reconhecimento de rostos em
fotografias é treinada em conjuntos de dados com milhares de rostos diferentes das mais variadas
posições [Gao et al., 2020], enquanto um algoritmo de busca local para um problema de roteamento
de veı́culos emprega a estratégia de vizinhança mais eficaz para esta tarefa. problema [Arnold e
Sörensen, 2019]. Portanto, um algoritmo pode ter um desempenho melhor que outro na resolução
de um problema especı́fico dependendo de como explora essas estruturas especiais. Consequente-
mente, surge a questão de decidir qual algoritmo é o melhor.

Esta questão pode ser respondida realizando experimentos computacionais em um con-
junto de casos de teste, ou seja, instâncias de benchmark. Esta avaliação empı́rica resulta em gran-
des conjuntos de dados que precisam de ser avaliados através de testes estatı́sticos. Pode haver falta
de entradas no conjunto de dados devido à incapacidade de um algoritmo de resolver um benchmark
proposto. Esses valores faltantes impossibilitam o cálculo da média e do desvio padrão do conjunto
de dados. Portanto, o uso de testes estatı́sticos é bastante restrito [Box et al., 2005].

A abordagem mais comum na literatura para lidar com este problema é ignorar os dados
faltantes. Embora comumente utilizada, esta estratégia negligencia erroneamente informações sobre
o comportamento dos algoritmos avaliados, penalizando os algoritmos eficientes que foram capazes
de resolver todos os casos de teste.

Felizmente, existem vários métodos para pré-processar conjuntos de dados com entradas
faltantes [Skillings e Mack, 1981; Wittkowski, 1988; Hansen et al., 2010; Kerschke et al., 2017;
Carvalho, 2019]. Neste trabalho nós estamos interessados no método PAR-∆ [Bischl et al., 2016;
Kerschke et al., 2017]. Este método realiza o input dos dados faltantes como um valor ∆ vezes pior
em relação ao pior resultado obtido por um algoritmo para um caso de teste especı́fico.

A literatura utiliza o método PAR-∆ com ∆ = 10. Entretanto, nenhum trabalho da
literatura fornece justificativas para a utilização deste valor. Neste trabalho estamos interessados em
investigar o método PAR-∆ com diferentes valores de ∆. Nós investigamos a aplicação do método
utilizando valores de ∆ dentre 2 e 50 e avaliamos o seu poder quando aplicado junto ao teste de
Friedman. Esta metodologia é realizada para avaliar um conjunto de dados proveniente da resolução
de modelos de programação linear inteira [Gleixner et al., 2019].

O restante do trabalho está organizado da seguinte forma. A Seção 2 relata os traba-
lhos relacionados, enquanto a Seção 3 apresenta formalmente o método PAR-∆. Em sequência, a
Seção 4 exibe o método de geração de dados e a Seção 5 relata os experimentos computacionais.
Finalmente, a Seção 6 conclui nossa pesquisa e apresenta possı́veis direções para trabalhos futuros.

2. Trabalhos relacionados
Trabalhos anteriores na literatura compararam testes estatı́sticos abrangentes e procedi-

mentos post-hoc para avaliação de dados de experimentos computacionais. O primeiro e mais
importante deles foi o trabalho de Demšar [2006]. O autor avaliou o teste t, ANOVA, teste de Wil-
coxon, teste de Friedman e teste de Sign, além de cinco procedimentos post-hoc para comparação
com controle: teste de Dunnett, teste de Bonferroni-Dunn, teste de Holm, o teste de Hochberg e o
teste de Hommel. Concluiu que os testes não paramétricos (Wilcoxon e Friedman) foram os testes
estatı́sticos abrangentes mais eficazes. Além disso, uma análise experimental de poder demonstrou
que o teste de Hommel tem maior poder do que os demais procedimentos post-hoc estudados.

Garcia e Herrera [2008] ampliaram o estudo de Demšar [2006] considerando testes de
comparações múltiplas, nomeadamente o teste de Nemenyi, o procedimento de Holm, o procedi-
mento estático de Shaffer e o Procedimento dinâmico de Bergmann-Hommel. Uma análise experi-
mental do teste de pder demonstrou que o procedimento dinâmico de Bergmann-Hommel é o mais
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poderoso entre os testes avaliados. No entanto, este teste é difı́cil de entender e computacionalmente
caro. Assim, os autores incentivaram o uso do procedimento estático de Shaffer.

Garcı́a et al. [2010] também ampliaram o trabalho de Demšar [2006] avaliando um grande
número de testes estatı́sticos abrangentes e procedimentos post-hoc para comparação com um con-
trole. Os autores descobriram que o teste omnibus Friedman Aligned Rank e o teste Quade têm
maior poder do que o teste de Friedman, especialmente quando comparam menos de 5 algoritmos
diferentes. Em relação aos procedimentos post-hoc concluiu-se que os procedimentos de Hommel
e Rom foram os mais poderosos. No entanto, são também os mais difı́ceis de serem aplicados e
compreendidos. Assim, os autores recomendaram a utilização do teste de Finner no caso geral e do
teste de Li em alguns casos especı́ficos.

Pereira et al. [2015] compararam o poder do teste de Friedman e do teste de Iman-
Davenport. Concluı́ram que o teste de Iman-Davenport tem maior poder que o teste de Friedman e
classificaram os procedimentos post-hoc em três grupos diferentes de acordo com seu poder.

Derrac et al. [2011] apresentaram um guia prático sobre como aplicar procedimentos não
paramétricos para classificar metaheurı́sticas. Os autores demonstraram seu uso e compararam
seu poder. Recentemente, uma nova pesquisa realizada por Carrasco et al. [2020] ampliou este
guia prático apresentando as mais novas tendências neste campo. O leitor é encaminhado a esses
trabalhos para uma discussão mais profunda sobre como classificar metaheurı́sticas.

Bossek et al. [2020] propuseram uma nova metodologia para avaliação de algoritmos. A
proposta deles analisa duas ou mais métricas conhecidas em otimização multiobjetivo para construir
uma fronteira de Pareto para cada um dos algoritmos avaliados. Então, o Hypervolume [Zitzler e
Thiele, 1998], uma métrica bem conhecida para avaliar problemas de otimização multiobjetivo, é
usado para decidir o melhor algoritmo.

Existem outros métodos na literatura que realizam o input de dados de maneira semelhante
ao PAR-∆. Dentre eles, podemos destacar o Ranking Bi-Objetivo Lexicográfico [Carvalho, 2019],
o teste de Skillings–Mack [Skillings e Mack, 1981] e o teste de Wittkowski [Wittkowski, 1988].
Uma pequena revisão sobre estes métodos foi realizada por Carvalho e Moreira [2023].

Carvalho e Moreira [2023] avaliaram o poder de diferentes métodos de input de dados para
completar conjuntos com dados faltantes, dentre eles o método PAR-∆. Os autores observaram que
o método PAR-∆, com ∆ = 10, obtém bons resultados quando existem dados faltantes para menos
de 30% dos benchmarks avaliados.

Apesar do número de trabalhos na literatura sobre avaliação de experimentos computaci-
onais, não existe nenhum estudo que avalia o método PAR-∆. Deste modo, nosso objetivo é avaliar
o poder deste método, testando valores de ∆ entre 2 e 50.

3. O método PAR-∆

As pontuações PAR-∆ [Bischl et al., 2016; Kerschke et al., 2017] consideram o número
de instâncias resolvidas por um algoritmo e a qualidade de seus resultados. A entrada é um vetor
bidimensional Gm,n em que cada coluna representa um algoritmo e cada linha denota um caso
de teste. Uma célula gij ∈ G corresponde ao resultado obtido pelo algoritmo j no benchmark
i. Mais especificamente, cada célula gij contém o valor de dualidade quando estamos avaliando
um algoritmo determinı́stico/exato ou a qualidade média da solução de múltiplas execuções para
algoritmos estocásticos.

O método de pré-processamento PAR-∆ altera os valores gij como

gij =

{
gij , se gij não está faltando

∆ ·maxg, se gij está faltando
,
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para todo gij ∈ G. Nesta equação, maxg representa o pior resultado de um algoritmo para determi-
nado caso de teste e ∆ representa um fator multiplicativo. Existem várias pontuações PAR-∆, mas
a mais amplamente aplicada é ∆ = 10, que é chamada de pontuação PAR10.

A pontuação PAR-∆ final de um algoritmo é definida como
∑m

j=1 gij , que é a soma de
todas as suas pontuações, uma para cada benchmark. Pode-se argumentar que o algoritmo α tem
um desempenho melhor que o algoritmo β se a pontuação PAR-∆ de α for menor que a de β (e.g.,
Bischl et al. [2016]). No entanto, outros estudos empregaram um teste estatı́stico abrangente para
inferir se um algoritmo difere estatisticamente de outros (e.g., Kadioglu et al. [2011]).

4. Obtenção do conjunto de dados
O conjunto de dados utilizados neste estudo foi gerado de forma experimental. Nesta

seção, nós descreremos o problema utilizado como base para geração dos dados na seção

4.1. Programação linear inteira
Nosso problema base é o clássico Problema de Programação Linear Inteira (MIP), um tra-

dicional problema NP-Difı́cil. Um MIP pode ser definido como a função objetivo (1) e as restrições
em (2)–(4). Ele usa variáveis de decisão x ∈ Zn e y ∈ Rk. Nesta formulação, c,d e b são vetores
de valores inteiros, e A e B são matrizes cujos coeficientes são inteiros.

min cTx+ dT y (1)

Ax+By ≤ b (2)

x ∈ Zn (3)

y ∈ Rk (4)

Os MIPs possuem diversas aplicações, como planejamento de agendamento de atividades
ou processos [Stewart et al., 2023; Goubaa et al., 2020], projeto, manutenção e otimização de redes
de comunicação [Carvalho e Ribeiro, 2020; Chagas et al., 2018], e aprendizado de máquina [Gam-
bella et al., 2020; Bengio et al., 2020]. Neste trabalho, resolvemos vários MIPs usando a implementação
do algoritmo de branch-and-bound de um dos solucionadores comerciais mais conhecidos da indústria,
o IBM ILOG CPLEX Optimization Studio (CPLEX)1.

4.2. Instâncias de benchmark
Nós utilizamos um total de 240 instâncias de benchmark obtidas do site da Mixed Integer

Programming Library (MIPLIB) de 2017 Gleixner et al. [2019], que é o conjunto de instâncias
mais conhecido para MIP na literatura. Todos eles pertencem ao Benchmark set2, que pode ser
resolvido adequadamente pelos algoritmos atuais em um perı́odo de tempo razoável. As instâncias
representam problemas de otimização clássicos como cobertura de conjunto, empacotamento e mo-
chila, entre outros. Além disso, essas instâncias possuem condições comuns a muitos problemas de
otimização combinatória, como precedência entre tarefas e agregação de decisões. O tamanho dos
problemas varia de 34 variáveis e 3 restrições a mais de um milhão de cada.

4.3. Geração dos dados
As instâncias acima descritas foram resolvidas utilizando o algoritmo de branch-and-

bound implementado pelo CPLEX. Para gerar um conjunto de dados diverso, nós variamos a
chave de ênfase da Programação Inteira Mista, um dos parâmetros disponı́veis na configuração

1https://www.ibm.com/produtos/ilog-cplex-optimization-studio
2https://miplib.zib.de/tag benchmark.html
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do CPLEX. Este parâmetro possui 5 valores possı́veis: (i) balanced; (ii) feasibility; (iii) opti-
mality; (iv) best bound; e (v) hiddenfeas. Quando definido como balanced, o CPLEX inicial-
mente se concentra em encontrar soluções viáveis e depois tenta provar sua otimalidade. Por outro
lado, usando feasibility, o CPLEX calcula muitas soluções viáveis enquanto resolve o MIP, dimi-
nuindo a velocidade da prova de otimalidade. Usando optimality, o comportamento do CPLEX
é o oposto: ele enfatiza o cálculo da solução ótima e não se preocupa em calcular encontrar um
grande número de soluções viáveis. Ao definir o parâmetro para best bound, o CPLEX coloca
quase todo o seu esforço para provar a otimalidade de uma solução viável, melhorando o valor do
melhor limite enquanto a detecção de soluções viáveis se torna quase acidental. Finalmente, usando
hiddenfeas, o CPLEX se concentra em computar soluções viáveis de alta qualidade que de outra
forma seriam muito difı́ceis de encontrar. No restante do texto, denotaremos respectivamente como
CPLEX1, CPLEX2, CPLEX3, CPLEX4 e CPLEX5 o algoritmo usando balanced, feasibi-
lity, optimality, best bound e hiddenfeas.

O algoritmo branch-and-bound do CPLEX resolveu as instâncias de benchmark usando os
cinco valores diferentes para a chave de ênfase da chave de ênfase da Programação Inteira Mista. Os
resultados completos obtidos neste experimento estão publicamente disponı́veis em um repositório
Mendeley. Este repositório será oculto aqui para não entregar a identidade dos autores do artigo.
Entretanto, a referência a este repositório será inserido na versão final.

5. Experimento computacional
Os experimentos computacionais foram realizados em um Intel Xeon E5405 de núcleo

único com clock de 2, 0 GHz e 32 GB de RAM, rodando GNU/Linux Ubuntu 20.04. Usamos o IBM
ILOG CPLEX Optimization Studio C++ versão 12.9. O código foi compilado com o GNU g++
8.2.0 e o tempo máximo de execução foi definido para 60 segundos. Os testes estatı́sticos foram
realizados utilizando a linguagem de programação Python versão 3.1.1. Além disso, o método
PAR-∆ foi desenvolvido também em Python versão 3.1.1 e codificado sem o auxı́lio de bibliotecas
externas relevantes.

5.1. Medida de poder
Formalmente, o poder (ou erro do tipo 2) de um teste estatı́stico é definido como a proba-

bilidade de o teste rejeitar corretamente uma hipótese nula falsa quando uma hipótese alternativa é
verdadeira. Como não somos capazes de medir diretamente o poder de um teste, devemos avaliar
indicativos deste poder.

Neste trabalho, empregamos uma medida de replicabilidade de resultados como indicativo
do poder de um teste estatı́stico quando o PAR-∆ é utilizado como método de pré-processamento.
Este método, proposto por Bouckaert [2004], é utilizado juntamente com o número de rejeições
da hipótese nula. O autor definiu a replicabilidade de um teste estatı́stico como a probabilidade de
que dois testes estatı́sticos com o mesmo número de amostras produzam os mesmos resultados, ou
seja, que ambos os experimentos aceitem ou rejeitem a hipótese nula. O autor também formulou
um estimador imparcial ideal desta probabilidade denotado como R(e). Este estimador é definido
na Equação (5), onde δ é o número total de experimentos. Além disso, ei representa o resultado do
i-ésimo experimento, tal que ei = 1 se a hipótese nula não for rejeitada e ei = 0 se a hipótese nula
for rejeitada. O estimador também emprega uma função booleana I(ei == ej), que retorna 1 se
ei = ej e 0 caso contrário. Quanto maior R(e), mais mais replicável o teste estatı́stico. Destacamos
que R(e) varia entre 0, 5 e 1.

R(e) =
δ−1∑
i=0

δ∑
j=i+1

2 · I(ei == ej)

δ2 − δ
(5)
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5.2. O experimento
Este experimento utilizou o método PAR-∆ variando os valores de ∆ como todos os

valores inteiros entre 2 e 50. Os diferentes métodos PAR-∆ foram aplicados no conjunto de dados
completo descrito na Seção 4 e o conjunto de dados obtidos foram utilizados como entrada para um
teste de Friedman. Então, o poder deste teste de Friedman foi calculado utilizando a medida R(e).

O resultado deste experimento é reportado na Figura 1. Esta figura mostra, no eixo X , os
diferentes valores de ∆. Já no eixo Y , representa-se o valor de R(e). Para cada valor de ∆ exibe-
se o valor médio encontrado para 100 repetições do método PAR-∆ e seu desvio padrão. Além
disso, o gráfico também plota uma linha de regressão linear (em laranja) das médias encontradas.
Como resultados, encontrou-se uma pequena diferença entre os valores de ∆ avaliados, sendo que
a diferença percentual entre o melhor e pior valor de delta foi de apenas 2 pontos no valor de
R(e). Além disso, a regressão linear apresentou uma equação quase estável, sendo ligeiramente
decrescente com o aumento do valor de ∆.

Figura 1: Valores de R(e) obtidos para cada valor de ∆ avaliado

Para avaliar se existe uma diferença significativa ou não na variação dos valores de ∆, nós
utilizamos outro teste de Friedman. Este teste recebeu como entradas todos os R(e) gerados com
os diferentes valores de ∆, assim como apresentados na Figura 1. Este teste tinha como hipótese
nula que não existe diferença significativa entre os diversos valores de ∆. Além disso, sua hipótese
alternativa é que existe uma diferença significativa entre pelo menos dois dos valores de ∆ avaliados.

Com um p-valor maior que 0.05, a hipótese nula foi aceita. Desta forma, pode-se concluir
que, utilizando o experimento delineado neste artigo, não existe diferença significativa em utilizar
quaisquer valores de ∆ no método PAR-∆.
6. Conclusões

Este trabalho avaliou o método de pré-processamento PAR-∆, quando utilizado junto
ao teste de Friedman, com valores de ∆ variando entre 2 e 50. Um experimento computacional
concluiu que não existe diferença no poder deste teste estatı́stico para os diferentes valores de ∆
avaliados.

Este trabalho parcial fornece um primeiro insight sobre o comportamento do método
PAR-∆. Entretanto, novos experimentos são necessários para se confirmar se realmente não existe
diferença para este método com diferentes valores de ∆. Provavelmente esta pequena variação se
dá pela natureza não-paramétrica do teste de Friedman, sendo que seus rankings não consideram a
magnitude das variações numéricas dos dados de entrada.
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Trabalhos futuros neste tema poderão explorar outras métricas de reprodutibilidade, como
a métrica R(p) proposta por Demšar [2006]. Além disso, trabalhos futuros também poderão explo-
rar maneiras mais inteligentes de amostragem do conjunto de dados gerados, como aquelas utili-
zadas recentemente por Carvalho e Moreira [2023]. Estas métricas de reprodutibilidade e técnicas
de amostragem poderão ser utilizadas neste mesmo conjunto de dados ou em outros conjuntos de
dados pertinentes obtidos a partir da avaliação de algoritmos heurı́sticos, meta-heurı́sticos ou apro-
ximativos.
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Arnold, F. e Sörensen, K. (2019). Knowledge-guided local search for the vehicle routing problem.

Computers & Operations Research, 105:32–46.

Bengio, Y., Lodi, A., e Prouvost, A. (2020). Machine learning for combinatorial optimization: a
methodological tour d’horizon. European Journal of Operational Research.

Bischl, B., Kerschke, P., Kotthoff, L., Lindauer, M., Malitsky, Y., Fréchette, A., Hoos, H., Hutter, F.,
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