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RESUMO

Otimizar funções multidimensionais é uma tarefa desafiadora em diversos campos de es-
tudo, principalmente quando se trata de funções não convexas. Embora os métodos convencionais
possam lidar com funções convexas, eles enfrentam dificuldades com as não-convexas. O Classical
Simulated Annealing (CSA) é uma metaheurística que tem mostrado grande potencial em encon-
trar boas aproximações para o ótimo global dentro de um período de tempo razoável, por isso este
trabalho visa utilizar o Generalized Simulated Annealing (GSA), uma variação do CSA, que tem
mostrado bons resultados quando hibridizado com outras técnicas. Neste estudo, o Problema da
Mochila com Penalidades (KPF) foi utilizado como objeto de estudo, adicionando complexidade à
tarefa de otimização. A partir da análise comparativa das três variações propostas do GSA, nomea-
damente GSA original, GSA-LS, GSA-CS, mostrou-se por meio de experimentos computacionais
que a distância ficou a 3,5% da melhor solução conhecida para o problema.

PALAVRAS CHAVE. Problema da Mochila com Penalidades, Recozimento Simulado, Me-
taheurísticas.

ABSTRACT

Optimizing multidimensional functions is a challenging task in several fields of study,
especially regarding non-convex functions. Although conventional methods can handle convex
functions, they face difficulties with non-convex ones. Classical Simulated Annealing (CSA) is
a metaheuristic that has shown great potential in finding good approximations to the global opti-
mum within a reasonable time, so this work aims to use Generalized Simulated Annealing ( GSA),
a variation of CSA, which has shown good results when hybridized with other techniques. In this
study, the Knapsack Problem with Forfeits (KPF) was used as the object of study, adding com-
plexity to the optimization task. From the comparative analysis of the three proposed variations
of the GSA, namely original GSA, GSA-LS, and GSA-CS, it was shown through computational
experiments that the distance was 3.5% from the best-known solution to the problem.
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1. Introdução
A determinação do mínimo global de funções multidimensionais é crucial em diversas

áreas, como Física, Química, Estatística, Finanças, Biologia e Matemática Aplicada. A busca pelo
mínimo global é vital para resolver problemas complexos que demandam otimização eficiente. Mé-
todos clássicos como gradiente descendente, Newton, quase-Newton e métodos de pontos interiores
são eficazes para funções convexas, garantindo a convergência ao mínimo global.

Entretanto, muitas funções são não convexas e possuem múltiplos mínimos locais, com-
plicando a busca pelo mínimo global. Nestes casos, há a necessidade de mecanismos que permitam
escapar de ótimos locais, explorando o espaço de busca de forma mais abrangente [Gendreau et al.,
2010; Tsallis e Stariolo, 1996]. Uma estratégia não determinística eficaz para encontrar aproxima-
ções do ótimo global é o Recozimento Simulado Clássico (Classical Simulated Annealing - CSA),
proposto por pesquisadores da IBM na década de 80 [Kirkpatrick et al., 1983]. Esta metaheurística
se inspira no recozimento físico de materiais, que envolve aquecimento e resfriamento gradual para
atingir um estado de energia mínima.

Com a evolução da pesquisa, variações do CSA foram desenvolvidas. O Recozimento Si-
mulado Rápido (Fast Simulated Annealing - FSA) [Szu e Hartley, 1987], que utiliza a distribuição
de Cauchy-Lorentz ao invés da Gaussiana, permite uma exploração mais eficiente e uma conver-
gência mais rápida. Baseado no CSA e no FSA, surgiu o Recozimento Simulado Generalizado
(Generalized Simulated Annealing - GSA), que segundo a estatística mecânica de Tsallis [Tsallis e
Stariolo, 1996], mostrou-se superior em algumas instâncias[Xiang et al., 1997, 2017].

Desse modo, este trabalho se propõe a realizar um estudo comparativo entre três variações
do GSA, usando para isso três passos aleatórios distintos na geração da soluções vizinhas dentro
de cada uma das versões do algoritmo. A comparação propriamente dita consiste no estudo de
diferentes hibridizações do GSA: A primeira delas mantém o algoritmo em sua versão original, a
segunda utiliza busca local (Local Search - LS), chamada de GSA-LS, e por último o GSA-CS, que
o combina com a técnica de Clustering Search - CS Oliveira e Lorena [2007].

Para avaliar essas diferentes abordagens, foi escolhido o Problema da Mochila com Pe-
nalidades (Knapsack Problem with Forfeits - KPF)[Cerulli et al., 2020], uma variante do Problema
da Mochila 0-1 que considera conflitos leves (penalidades). O KPF tem aplicações em várias áreas,
como gestão de máquinas, turnos de trabalho, administração de medicamentos e logística [Capobi-
anco et al., 2022].

O restante deste trabalho comparativo é organizado da seguinte forma: a Seção 2 apresenta
a descrição e formulação matemática do problema. Em seguida, na Seção 3 é detalhada a proposta
do método, os experimentos e resultados são discutidos na Seção 4. Por último, as conclusões e
trabalhos futuros são abordados na Seção 5.

2. Definição do Problema e Formulação Matemática
O problema escolhido para estudar as variações no GSA foi o Problema da Mochila com

Penalidades (Knapsack Problem with Forfeits - KPF). Este problema é um caso particular do pro-
blema NP-difícil conhecido como Problema da Mochila [Karp, 2010].

Conforme proposto inicialmente por [Cerulli et al., 2020; Capobianco et al., 2022], seja n
a cardinalidade do conjunto de itens, de modo que cada item i ∈ I , possui um benefício associado
pi ∈ P | pi > 0 e um peso wi ∈ W | wi > 0, onde i = 1, ..., n. De igual modo, foi definido b > 0
como a capacidade máxima permitida pela soma dos pesos dos itens selecionados para compor uma
solução da mochila. Cada par de itens de penalidades possui um respectivo custo de penalidade
dij > 0. Desse modo, o Modelo de Programação Inteira Mista (MIP) para o KPF, pode ser descrito
como:
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max
∑
i∈I

pixi −
∑
i∈I

∑
j∈I|i<j

dijxixj∑
i∈I

wixi ≤ b

xi ∈ {0, 1} ∀i ∈ I

(1)

(2)

Este MIP utiliza um conjunto de variáveis binárias, representadas por xi que indicam se
um determinado item i ∈ I pertencem ou não a uma solução. Sobre as restrições matemáticas do
problema, temos que a Restrição (1) impõe que a máxima capacidade da mochila seja respeitada.
Já a família de Restrições (2) define o domínio de cada variável de decisão. Por último, a função
objetivo visa maximizar o lucro minimizando os custos de penalidades.

3. Metodologia

Nesta seção é apresentada a metodologia de estudo para as três variações propostas para o
GSA (GSA, GSA-LS, GSA-CS) utilizadas no estudo comparativo, bem como a heurística constru-
tiva e o mecanismo de perturbação que foi utilizado na geração de soluções vizinhas. Desse modo,
essa seção fica organizada da seguinte forma: Na Subseção 3.1 é apresentado o algoritmo básico do
GSA com a heurística construtiva responsável por gerar uma solução inicial para o KPF e o meca-
nismo de perturbação. Em seguida, nas Subseções 3.2 e 3.3 são apresentadas, respectivamente, as
hibridizações do GSA com busca local e a técnica de clustering search.

3.1. Generalized Simulated Annealing - GSA

Com a finalidade de abordar problemas de otimização que possuem complexas funções
de custo não convexas, uma poderosa técnica estocástica, conhecida como Classical Simulated
Annealing (CSA) foi proposta por Kirkpatrick et al. [1983]. Visando oferecer mais versatilidade
e eficiência para encontrar ótimos globais nessas complexas funções, [Tsallis e Stariolo, 1996]
propuseram o Generalized Simulated Annealing (GSA), construído sobre as ideias do tradicional
CSA.

O CSA simula um processo físico de aquecer um material e, em seguida, diminuir lenta-
mente a temperatura para diminuir seus defeitos, encontrando assim um estado com energia mínima.
Este método introduz temperaturas artificiais, que são reduzidas gradualmente, com fins de escapar
de mínimos locais. Dentre as principais abordagens do CSA, podemos destacar:

• Classical Simulated Annealing (CSA): Utiliza uma distribuição gaussiana para as visitas de
estado (processo que gera novas soluções a partir de uma corrente) e segue as estatísticas de
Boltzmann-Gibbs;

• Fast Simulated Annealing (FSA): Emprega uma distribuição Cauchy-Lorentz, permitindo um
resfriamento mais rápido e maior eficiência, uma vez que por possuir caudas mais pesadas do
que a Gaussiana, permite passos maiores que ajuda escapar de ótimos locais mais eficazmente
Szu e Hartley [1987].

• Generalized Simulated Annealing (GSA): Generaliza tanto a CSA como a FSA dentro de
uma estrutura unificada inspirada na termostática generalizada [Tsallis, 1988]. Esta aborda-
gem introduz dois parâmetros, qv e qA, que controlam as distribuição de visitas e aceitação,
respectivamente, de modo mais eficaz.
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Desse modo, o GSA proporciona uma metodologia robusta com fins de alcançar um ótimo
global, valendo-se para isso de algumas extensões do FSA e CSA. Através do ajuste fino dos pa-
râmetros qv e qA, o GSA pode se adaptar a vários cenários de otimização, garantindo uma con-
vergência mais rápida e maior probabilidade de encontrar mínimos globais em comparação com os
métodos tradicionais.

Vale ressaltar que quando qv = 2 e qA = 1, o GSA se comporta como CSA com uma
distribuição gaussiana para visitas de estado e usa a estatísticas de Boltzmann-Gibbs para aceitação.
Agora, quando qv = 1, o GSA se comporta como o FSA com uma distribuição Cauchy-Lorentz
para visitas de estado.

Com vista no exposto acima, o algoritmo do GSA pode ser resumido, como a seguir:

• Inicialização: Comece com um estado inicial arbitrário x1 e uma temperatura inicial alta
Tqv(1).

• Iteração: Para cada passo t:

1. Obtenha xt+1 a partir de xt, usando a distribuição de visitação gqv(∆xt), conforme
definido na Equação 3.

2. Calcule a nova energia E(xt+1).

3. Aceite xt+1 com base na probabilidade de aceitação PqA(xt → xt+1), conforme defi-
nido na Equação 5

• Resfriamento: Reduza gradualmente as temperaturas Tqv(t) e TA(t).

A distribuição de visitação gqv(∆xt) para um determinado tamanho de passo ∆xt =
xt+1 − xt é dado por:

gqv(∆xt) ∝
[
1 + (qv − 1)

(∆xt)
2

Tqv(t)

] 1
1−qv

(3)

Onde, a temperatura Tqv(t):

Tqv(t) =
Tqv(1)

(1 + t)
2

qv−1

(4)

O processo generalizado da probabilidade de aceitação PqA(xt → xt+1) adaptada do
algoritmo de Metropolis é a seguinte:

PqA(xt → xt+1) =

1 if E(xt+1) < E(xt)[
1 + (qA − 1)E(xt+1)−E(xt)

TA(t)

] 1
qA−1 if E(xt+1) ≥ E(xt)

(5)

Aqui, TA(t) é a temperatura de aceitação no passo t.
Essa capacidade de adaptar o comportamento do algoritmo de acordo com as característi-

cas do problema torna o GSA uma ferramenta poderosa para uma gama de aplicações de otimização.
Ele combina a eficiência de convergência do FSA com a flexibilidade do CSA, oferecendo um equi-
líbrio entre exploração e intensificação que pode ser ajustado conforme necessário para resolver
problemas complexos de otimização.
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Neste trabalho, a implementação da versão básica do GSA com ligeiras modificações
consiste em uma etapa de inicialização, onde uma solução inicial é gerada através de uma heurística
construtiva, como descrito na Seção 3.1.1 e representada na Linha 3 do Algoritmo 1. Em seguida, a
temperatura inicial (Ti) vai decrescendo de um fator (0 < α < 1) até atingir uma temperatura final
(Tf ). Através da distribuição de Cauchy uma solução vizinha é gerada (GetNeighbor()) e passa
por um critério de aceitação (CalculateProbability()), como definida na Equação 5.

Algorithm 1: GSA
1 Data: S, Ti, Tf , α,maxiter, qA, rf , ri,maxr, f light
2 begin
3 S ← CarouselForfeits(X,W,P, F,D, b)
4 Sbest ← ∅
5 t← Ti

6 while t ≥ Tf do
7 for iter ∈ maxiter do
8 last_impr = last_impr + 1
9 S ← GetNeighbor(Scurr, t, Ti, iter, flight)

10 if rand < CalculateProbability(S, Scurr, qA, t) then
11 Scurr ← S
12 if cost(Scurr) > cost(Sbest) then
13 Sbest ← Scurr

14 last_impr = 0

15 end
16 end
17 end
18 t← t ∗ α
19 if (last_impr ≥ ri) and (events ≤ maxr) then
20 t← t ∗ rf
21 events = events+ 1

22 end
23 end
24 return Sbest

25 end

Após um determinado número de iterações sem melhorias (ri) desde que não se tenha
ultrapassado o número máximo de eventos de reaquecimentos (maxr) é realizado um aumento
(rf > 1) da temperatura corrente (t) para que se alcance uma maior diversificação e facilite
o escape de ótimos locais. A contribuição mais relevante do algoritmo se encontra no método
(GetNeighbor), que é melhor elucidado na Seção 3.1.2. De modo geral, as ideias discutidas po-
dem ser acompanhadas sequencialmente no Algoritmo 1.

3.1.1. Heurística Construtiva
Na etapa de construção da solução viável que inicializa o GSA, foi utilizada uma heurís-

tica construtiva proposta inicialmente por [Cerulli et al., 2020], chamada CarouselForfeits e deri-
vada do Carousel Greedy (CG) Cerrone et al. [2017], uma abordagem geral para melhorar algorit-
mos gulosos. Este algoritmo permite reconsiderar e substituir escolhas gulosas iniciais que mais
tarde podem revelar-se desvantajosas. No nosso contexto, estas escolhas referem-se à inclusão de
itens que poderiam incorrer em um custo alto de penalidade na solução final. Uma visão geral desta
abordagem Carousel Forfeits é apresentada a seguir:

1. Uma solução inicial, denota por S, é construída usando o algoritmo GreedyForfeits Cerulli
et al. [2020];
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2. Alguns itens são removidos de S para obter S′, onde S′ é um subconjunto de S. Especifica-
mente, os últimos β×|S| itens adicionados são eliminados, onde β é um decimal entre 0 e
1.

3. Para max_iter_crf × |S′| iterações (max_iter_crf ≥ 1, inteiro):

(a) O item i ∈ S′ correspondente à escolha mais antiga é removido;
(b) Gere um único item ganancioso i∗ usando o algoritmo GreedyForfeits;
(c) S′ ← S′ ∪ {i∗}

4. Uma nova solução é derivada resolvendo GreedyForfeits, começando com a inicialização do
conjunto S′ obtido na etapa anterior.

3.1.2. Mecanismo de Perturbação
No contexto de algoritmos de otimização como o Simulated Annealing e suas variações,

determinar o “tamanho do passo”, ou seja, a magnitude da alteração feita na solução corrente para
gerar uma nova solução candidata é fundamental. Neste trabalho, esse cálculo da quantidade de
perturbações (adição, remoção e troca de itens) aplicadas à solução corrente é feito utilizando a
distribuição de Cauchy, devido as suas características de “cauda pesada", o algoritmo faz movimen-
tos maiores no início (quando a temperatura é alta) e movimentos menores com o passar do tempo
(quando a temperatura é baixa), o que contribui no equilíbrio entre exploração e intensificação. Em
particular, neste trabalho, o tamanho do passo é calculado de três formas distintas, são elas:

• Cauchy (GSA-c): Gera um tamanho de passo baseado unicamente na temperatura corrente
e na temperatura inicial (tinicial). Ele usa uma escala (γ) que diminui linearmente de uma
escala inicial (γi) para uma escala final (γf ) com base na temperatura corrente (tcorrente),
conforme a Equação 6.

γ = γi × (
tcorrente
tinicial

) + γf × (1− (
tcorrente
tinicial

)) (6)

O tamanho do passo é então determinado a partir de uma distribuição de Cauchy com a escala
γ e tomando sua função de densidade de probabilidade (PDF), definida como:

f(x;x0, γ) =
1

πγ

[
1 +

(
x−x0
γ

)2
] (7)

• Cauchy-Adaptive (GSA-ca): Ajusta a escala (γ) com base na temperatura corrente, tempe-
ratura inicial e na melhoria relativa (i) da solução atual (curr) em comparação com a melhor
solução encontrada (best), de acordo com a Equação 10.

γ = (γi × (
tcorrente
tinicial

) + γf × (1− (
tcorrente
tinicial

)))× (1 + i), (8)

onde

i = max

(
0,

best− curr

max(|best|, 1× 10−10)

)
(9)

O tamanho do passo é então determinado a partir de uma distribuição de Cauchy com a escala
γ, conforme a Equação 7.

http://live-proceedings.pantheonsite.io/p/193434

DOI: 10.59254/sbpo-2024-193434

http://live-proceedings.pantheonsite.io/p/193434
http://dx.doi.org/10.59254/sbpo-2024-193434


• Cauchy-Hybrid (GSA-ch): Combina o ajuste baseado na temperatura, o fator de melhoria
adaptativo e um fator baseado em iteração para determinar o tamanho do passo. Esta aborda-
gem tenta, portanto, equilibrar a exploração e a intensificação, considerando o progresso da
iteração, a temperatura e a qualidade da solução.

γ = (γi × (
tcorrente
tinicial

) + γf × (1− (
tcorrente
tinicial

)))× (1− iter)× (i× iter), (10)

O tamanho do passo é então determinado a partir de uma distribuição de Cauchy com a escala
γ, conforme a Equação 7.

Com base nas ideias acima, implementamos essas três variações do cálculo do tamanho do passo
no mecanismo de perturbação do GSA, conforme indicado na Linha 9 do Algoritmo 1. Nessa
mesma linha o parâmetro chamado flight é responsável por selecionar as três diferentes estratégias
de pertubação.

3.2. GSA-LS
A variação GSA-LS foi implementada como uma chamada de busca local entre as linhas

12 e 13 do Algoritmo 1. Essa busca local explora iterativamente um conjunto de soluções vizinhas,
buscando encontrar melhores soluções dada uma solução corrente. Se uma solução melhor é encon-
trada, a solução corrente é substituída e o processo de busca continua até que seja encontrado um
ótimo local, para isso foi definida uma vizinhança de troca de itens.

Seja S̄ definido com o conjuntos de itens tal que i /∈ S, desse modo a busca local visa
trocar itens entre S̄ and S, verificando se tais trocas melhoram o custo. À medida que o tamanho
da instância cresce, trocar itens se torna mais caro computacionalmente, para minimizar este efeito,
foi introduzido uma forma eficiente de avaliar a solução, utilizando para isso a variável δ, definido
nas Equações 11 e 12.

δij = βj − βi + dij , ∀i ∈ S, j ∈ S̄ (11)

βm = pm −
∑
j∈S

dmj , ∀m ∈ I (12)

onde β representa o ganho relativo de adicionar um determinado item à solução. No pior caso, a
avaliação da solução possui uma complexidade de tempo de O(1), já para atualizar para atualizar
os valores de β a complexidade de pior caso é O(n2).

Implementar essa abordagem para avaliar o valor da solução na busca local representa
uma significativa melhoria na eficiência computacional. Ela reduz a complexidade do pior caso de
O(n4) para O(n2), o que significa que a execução do algoritmo se torna substancialmente mais
rápida, especialmente para conjuntos de dados grandes Souto et al. [2024].

3.3. GSA-CS
A ideia de encontrar regiões promissoras do espaço de busca para aplicar a busca local

motivou a hibridização do GSA com o algoritmo de Clustering Search (CS) [Oliveira e Lorena,
2007; Chaves et al., 2009; Oliveira et al., 2013; Souto et al., 2021]. O CS foi desenvolvido como
uma abordagem para integrar diferentes técnicas de metaheurísticas, com o objetivo de identificar
áreas promissoras no espaço de soluções para realizar uma busca local. Para isso, o CS agrupa o
espaço de busca em clusters definidos por três atributos: C = (c, v, r), onde c é a solução que
representa o centro do cluster C, v é o número de soluções agrupadas em C, que determina quando
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que o cluster se torna promissor, e por último, r, uma variável de controle que verifica se a aplicação
da busca local está melhorando o centro c.

Neste trabalho, o GSA foi utilizado para gerar soluções para o CS, inicialmente, agru-
pando as soluções obtidas em diferentes clusters até que sejam definidos γ clusters. Em seguida,
para cada solução gerada, determina-se em qual cluster ela deve ser adicionada, utilizando a distân-
cia de Hamming para medir a proximidade entre a nova solução e o centro ci de cada cluster.

Após essa atribuição, se uma solução possuir um custo melhor do que o centro do cluster,
ela passa a ser o novo centro e o volume do cluster é atualizado. Se a solução não melhorar o custo
do centro, apenas o volume do cluster é atualizado. Quando o volume de um cluster atinge um
número máximo de soluções (vmax), é aplicada uma busca local, igual a detalhada na Seção 3.2, no
centro do cluster.

4. Experimentação Computacional
Esta seção está organizada em três subseções: A primeira subseção é dedicada a descrever

os detalhes de implementação e os parâmetros de calibrados para cada algoritmo. A segunda reporta
o conjunto instâncias e analisa os principais resultados dos experimentos computacionais relacio-
nadas ao GSA, comparando-o com GSA-LS e GSA-CS, utilizando as três diferentes estratégias de
geração de soluções vizinhas, totalizando nove comparações.

4.1. Detalhes de Implementação e Parametrização
Os métodos propostos foram implementados no Sistema Operacional Linux, usando a

linguagem de programação Python, com o interpretador na versão 3.10.12. Os experimentos
foram executados dez vezes para cada instância em um Intel(R) Core(TM) 11º Geração i7-11800H
executando em uma frequência de 4.60GHz com 16GB RAM.

Antes dos experimentos computacionais, no entanto, era necessário realizar uma para-
metrização para cada um dos nove métodos individualmente, são eles: GSA, GSA-LS, GSA-CS
com cada um deles utilizando os três diferentes mecanismos de perturbação. Para esta parame-
trização, foi utilizada uma ferramenta de otimização conhecida como iRace [López-Ibáñez et al.,
2016], seu princípio reside em explorar eficientemente o espaço de parâmetros de um algoritmo
para encontrar o conjunto ideal de parâmetros que maximize seu desempenho em um determinado
problema. Portanto, para determinar os principais parâmetros para o GSA, como a temperatura
inicial (Ti), temperatura final (Tf ), fator de decrescimento da temperatura (α), número máximo de
iterações (maxiter), parâmetro de generalização do GSA (q), fator de reaquecimento (rf ), número
de iterações sem melhorias (ri), e o número máximo de eventos de reaquecimentos (maxr), volume
máximo do cluster (vmax) e distance threshold do CS (λ).

Tabela 1: Valores testados e selecionados para cada parâmetro do GSA

Parâmetros Intervalos GSA-c GSA-ca GSA-ch GSA-LS-c GSA-LS-ca GSA-LS-ch GSA-CS-c GSA-CS-ca GSA-CS-ch

Ti (100; 200; 300) 100 100 100 300 100 200 300 100 100
Tf (0.2; 0.3; 0.4) 0.2 0.2 0.2 0.3 0.2 0.3 0.3 0.2 0.3
α (0.70; 0.85; 0.90) 0.7 0.7 0.7 0.7 0.7 0.7 0.7 0.7 0.7

maxiter (50; 100; 150) 50 50 50 50 50 50 50 50 50
q (1.5; 2.0; 3.0) 3.0 1.5 1.5 1.5 1.5 1.5 1.5 1.5 1.5
rf (1.5; 2.0; 2.5) 2.5 2.5 2.5 2.5 2.0 2.5 2.5 2.0 2.5
ri (150; 200; 250) 150 250 250 250 200 150 250 200 150

maxr (10; 15; 20) 15 10 15 10 10 10 10 10 10
vmax (10; 20; 30) - - - - - - 10 30 30
λ (0.002, 0.005, 0.008) - - - - - - 0.005 0.008 0.005

Os valores testados e selecionados para os parâmetros do GSA, GSA-LS e GSA-CS, le-
vando em consideração os três mecanismos de perturbação para cada um deles podem ser conferidos
na Tabela 1
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4.2. Resultados Computacionais

Para avaliar o desempenho dos algoritmos propostos, foram realizados testes nas 40 ins-
tâncias originais (O) de benchmark propostas por [Cerulli et al., 2020], essas instâncias foram orga-
nizadas em 4 grupos de 10 instâncias para cada quantidade de itens n = {500, 700, 800, 1000}, com
pares de penalidades formados aleatoriamente l = 6n, peso dos itens wi ∈ [3, ..., 20], benefício dos
itens pi ∈ [5, ...25], custo dos pares de penalidades dk ∈ [2, ...15], e a capacidade total da mochila
b = 3n.

4.2.1. Comparação entre os mecanismos de perturbação

Os algoritmos foram executados com os parâmetros selecionados pelo iRace na Seção
4.1. Para as análises, uma importante métrica foi calculada, o gap da solução, que é definido
como 1−(Solheuristica/SolCPLEX), onde Solheuristica representa o custo da solução da heurística
empregada, e SolCPLEX denota o custo associado à melhor solução encontrada pelo solver CPLEX
e reportada por Capobianco et al. [2022], usando um tempo de limite de 3h. Após dez rodadas para
cada uma das 40 instâncias, calculou-se a média dos gap das soluções com o melhor custo, bem
como o tempo de execução para cada conjunto de instância.

Em uma primeira etapa, foi calculado o gap levando em consideração cada um dos me-
canismos de perturbação para os métodos GSA, GSA-CS, GSA-LS. Este cálculo das médias pode
ser conferido na Tabela 2, onde são comparados os três algoritmos com seus três mecanismos de
perturbação (Seção 3.1.2), totalizando nove comparações.

Tabela 2: Comparação de gap e tempo médio entre os diferentes mecanismos de perturbação

Conjunto de Instâncias "O"
Numero de itens

Métrica Método 500 700 800 1000

Gap Médio (%)

GSA-c 4,39 5,26 4,60 4,56
GSA-ca 4,43 5,27 4,61 4,57
GSA-ch 4,37 5,23 4,61 4,55

GSA-LS-c 3,41 4,00 3,50 3,32
GSA-LS-ca 3,36 4,02 3,52 3,37
GSA-LS-ch 3,31 4,02 3,50 3,20
GSA-CS-c 3,58 4,68 4,11 4,11
GSA-CS-ca 3,61 4,67 4,13 4,12
GSA-CS-ch 3,60 4,61 4,08 4,06

A análise comparativa dos mecanismos de perturbação revelou que os melhores resulta-
dos, destacados pelos menores gaps e tempo em negrito, foram obtidos pelos mecanismos GSA-ch,
GSA-LS-ch e GSA-CS-ch. Esses resultados indicam que as abordagens mais eficazes são aquelas
que implementam um mecanismo de perturbação híbrido (Cauchy-Hybrid), como pode ser confe-
rido na Tabela 2.

4.2.2. Comparação entre os métodos

Uma vez que o mecanismo de perturbação híbrido apresentou os menores gaps, foi reali-
zada uma comparação entre os diferentes métodos (GSA-ch, GSA-LS-ch e GSA-CS-ch). De acordo
com a Figura 1, o método que comparativamente atingiu o menor gap foi o GSA-LS-ch.
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Figura 1: Comparação entre os métodos

Desse modo, o método de melhor desempenho, GSA-LS-ch, foi comparado com a melhor
solução encontrada pelo CPLEX em um tempo limite de 3 horas, conforme reportado por Capobi-
anco et al. [2022], para avaliar o comportamento do GSA em diferentes contextos de perturbação e
hibridizações com outras heurísticas, como Busca Local e Clustering Search. Conforme mostrado
na Figura 2, a melhor versão do GSA, que aplica busca local com um mecanismo de perturbação
híbrido, apresentou resultados com uma alta probabilidade de encontrar gaps entre 2.0% e 4.0%,
com baixa variância entre as soluções encontradas.

Figura 2: Comparação entre a solução usando o CPLEX e o GSA-LS-ch

A fim de avaliar a significância estatística das diferenças observadas nos valores das me-
lhores soluções obtidas pelos métodos GSA, GSA-LS e GSA-CS, foi conduzido também um teste
de hipótese não paramétrico Wilcoxon Signed Rank Test [Hettmansperger e McKean, 2010; Pratt,
1959]. Este teste é particularmente adequado quando não se dispõe de informações sobre a distri-
buição dos dados ou quando os dados não atendem aos pressupostos dos testes paramétricos.

O referido teste de hipótese permite rejeitar a hipótese nula em um nível de significân-
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cia denotado por θ, com probabilidade de (1 − θ) × 100%. Este estudo considerou um nível de
significância de θ = 0, 05. As hipóteses formuladas são as seguintes:

• Hipótese Nula (H0): A mediana das diferenças é zero.

• Hipótese Alternativa (H1): A mediana das diferenças não é zero.

A hipótese nula (H0) deste teste afirma que a mediana das diferenças entre os pares é
zero, o que implica que não há diferença significativa entre os métodos comparados. A hipótese
alternativa (H1) sugere que a mediana das diferenças não é zero, indicando a existência de uma
diferença significativa entre os métodos.

De acordo com a Tabela 2, como o GSA-LS-ch possui o menor valor de gap entre os mé-
todos (GSA, GSA-LS e GSA-CS) o teste de significância estatística foi realizado em relação a ele,
considerando as duas comparações: GSA-LS-ch e GSA-ch, GSA-LS-ch e GSA-CS-ch. Em termos
práticos, se a hipótese nula for rejeitada, podemos concluir que há uma diferença estatisticamente
significativa entre os métodos comparados.

Após a realização dos testes de hipótese, levando em consideração cada par de compara-
ção, obtivemos o p-valor < θ, assim a hipótese nula foi rejeitada e há mais diferenças positivas do
que diferenças negativas, então a hipótese de que GSA-LS-ch supera tanto o GSA-CS-ch quanto
o GSA-ch é verdadeira. Portanto, isso sugere que a heurística de busca local que combina com o
mecanismo de perturbação híbrido efetivamente melhoram a qualidade das soluções encontradas.

5. Conclusão e Trabalhos Futuros
Este trabalho apresentou uma análise comparativa de diferentes variações do algoritmo

Generalized Simulated Annealing (GSA): o GSA original, GSA com Busca Local (GSA-LS) e
GSA com Clustering Search (GSA-CS). Foram abordados o algoritmo básico do GSA, a heurística
construtiva para gerar soluções iniciais e os diversos mecanismos de perturbação utilizados para
gerar soluções vizinhas. Cada variação do GSA foi implementada e parametrizada para aprimorar
a eficiência e a qualidade das soluções.

Os experimentos computacionais demonstraram que a hibridização heurísticas melhora-
ram a qualidade das soluções encontradas pelo GSA original. Em particular, o GSA-LS apresentou
o melhor desempenho, aproximando-se em 3,20% da melhor solução obtida pelo solver CPLEX
dentro de um limite de tempo de 3 horas.

Para trabalhos futuros, propomos investigar a integração de novas heurísticas de otimi-
zação dentro do GSA, desenvolver outras técnicas de parametrização automatizada para ajuste dos
parâmetros, aplicar o GSA-LS em outros problemas de otimização, e conduzir uma análise mais
aprofundada para entender melhor as propriedades convergentes dos algoritmos híbridos imple-
mentados. Essas direções de pesquisa podem contribuir para o avanço das técnicas de otimização.
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