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Márcio Lopes de Assis
Vitrine Urbana Tecnologia Ltda.
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RESUMO
Imagens são capazes de descrever um ambiente e atrair mais atenção em um anúncio

de imóveis. Através das imagens as pessoas podem reconhecer diversos atributos de um imóvel,
como o tipo de piso, móveis, cor de paredes e até mesmo a vizinhança. Tem se tornado cada
vez mais comum a migração do setor imobiliário para o meio digital e com isso a aplicação de
inteligência computacional no setor vem crescendo. O presente trabalho visa a implementação do
algoritmo de rede neural convolucional EfficientNetV2M para classificação de imagens imobiliárias
em seis classes: banheiro, cozinha, fachada, quarto, quintal e sala de estar. Os resultados mostraram
resultado de acurácia superiores e resultados de perdas menores a outros modelos de estado-da-arte
de redes neurais convolucionais.
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Tópicos: 11 - IC - Inteligência Computacional, 5- BDA - Big Data e Analytics.

ABSTRACT
Images can describe an environment and attract more attention in a real estate ad. Th-

rough the pictures, people can recognize different attributes of a property, such as the type of floor,
furniture, wall color and even the neighborhood. Therefore, the migration of the real estate sector to
the digital environment has become increasingly common, and the application of computational in-
telligence in the sector has been growing. The present work aims to implement the EfficientNetV2M
convolutional neural network algorithm to classify real estate images into six classes: bathroom, kit-
chen, frontyard, bedroom, backyard and living room. The results showed higher accuracy results
and lower loss results than other state-of-the-art models of convolutional neural networks.
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1. Introdução

O modelo de aprendizado profundo (do inglês deep learning) consiste em uma coleção
de camadas de processamento que podem aprender vários recursos de dados por meio de vários
nı́veis de abstração [Indolia et al., 2018] [LeCun et al., 2015]. As Redes Neurais Convolucionais
(CNNs), também chamada de ConvNet, obtiveram resultados inovadores na última década em uma
variedade de campos relacionados ao reconhecimento de padrões; do processamento de imagem ao
reconhecimento de voz [Albawi et al., 2017]. As CNNs remontam ao estudo do córtex visual do
cérebro e têm sido usadas no reconhecimento de imagens desde a década de 1980 [Géron, 2021].
Cada neurônio responde a estı́mulos apenas em áreas restritas de campo visual, que é definido
como campo receptivo [Rosa et al., 2020]. Os campos receptivos de diferentes neurônios podem
se sobrepor e, juntos, revestir todo o campo visual [Géron, 2021]. [Indolia et al., 2018] enumera
algumas das principais razões pelas quais a CNN é considerada superior a outros modelos clássicos.
Em primeiro lugar, a CNN utiliza o conceito de compartilhamento de peso, onde o número de
parâmetros que necessitam de treinamento é substancialmente reduzido, resultando em uma melhor
generalização [Arel et al., 2010], então devido a parâmetros menores, a CNN pode ser treinada
sem sofrer sobreajuste (do inglês overfitting) [Smirnov et al., 2014]. Em segundo lugar, a etapa
de classificação é incorporada à etapa de extração de atributos [LeCun et al., 1998]. Por fim, a
dificuldade de implementar grandes redes usando modelos gerais de rede neural artificial (RNA) é
maior quando comparada a implementação em CNN [Tivive e Bouzerdoum, 2005].

Métodos de inteligencia computacional aplicados em imagens imobiliárias vem sendo am-
plamente utilizados. [Bappy et al., 2017] propuseram um framework de classificação de imagens
de alta confiança, cujas entradas são imagens e as saı́das são rótulos. Para isto utilizaram a arquite-
tura de rede neural recorrente (RNN) memória de curto prazo (do inglês long short term memory)
(LSTM) e redes neurais totalmente conectadas, juntamente com um pré-processamento substan-
cial usando Equalização de histograma adaptativo limitada por contraste (do inglês contrast-limited
adaptive histogram equalization) (CLAHE) para aprimoramento de imagem. [You et al., 2017] uti-
lizaram as informações de localização de modo que o modelo fosse capaz de utilizar uma CNN para
extração de recursos e uma RNN para aprendizado de modelo a fim de prever preços de imóveis.
[Poursaeeda et al., 2018] avaliaram o impacto das caracterı́sticas visuais de uma casa em seu valor
de mercado utilizando redes neurais convolucionais profundas em um grande conjunto de dados de
fotos de interiores e exteriores de residências para estimar o nı́vel de luxo de fotos de imóveis, após
isto desenvolveram também uma nova framework para avaliação automatizada de valor usando as
fotos, além das caracterı́sticas da casa, incluindo tamanho, preço oferecido e número de quartos.
[Zhao et al., 2019] examinaram o uso de aprendizado profundo combinado com o Extreme Gradi-
ent Boosting (XGBoost) para avaliação imobiliária, analisando registros históricos de vendas junto
com conteúdo visual, com fotos de casas online e pontuando cada imagem do ponto de vista estético
para fazer uma previsão do preço da casa. [Wang et al., 2019] focaram nas imagens exteriores de
imóveis para prever qual das duas imagens do mesmo imóvel é mais atrativa, para isto criaram um
conjunto de dados e desenvolveram um modelo que garante valores de saı́da semelhantes para pares
de imagens com atratividade semelhante e valores de saı́da diferentes para pares com atratividade
diferente.

A principal contribuição deste trabalho é a análise de desempenho do algoritmo de CNN
EfficientNetV2M [Tan e Le, 2021] em termos de acurácia, perda (MSE) e tempo de execução
utilizando dois conjuntos de dados, o primeiro fornecido pelos autores de [Bappy et al., 2017] da
Universidade da Califórnia e o segundo com incremento de imagens no primeiro conjunto de dados
via buscas em ferramentas online para classificar as imagens em seis classes: banheiro, cozinha,
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fachada, quarto, quintal e sala de estar. Por meio dessa análise de desempenho, há uma comparação
entre o modelo EfficientNetV2M [Tan e Le, 2021] e os modelos EfficientNetB5 [Tan e Le, 2019]
e ResNet50 [He et al., 2015].

Este artigo está organizado da seguinte forma: a seção 2 aborda a formulação do problema.
A seção 3 visa discutir o conceito de EfficientNetV2M. A seção 4 apresenta os resultados das
simulações computacionais. Por fim, a Seção 5 apresenta as principais conclusões.

2. Formulação do Problema
O mercado imobiliário brasileiro mantém-se aquecido desde 2019, depois de um perı́odo

de crise que durou de 2014 a 2017. Este aquecimento está associado, principalmente, a alta disponi-
bilidade de crédito e juros baixos. Segundo a Associação Brasileira de Incorporadoras Imobiliárias
(Abrainc) e a Fipe [Abrainc, 2020], agosto de 2020 apresentou crescimento de unidades habitacio-
nais comercializadas de 58, 9% para o mês na comparação com o mesmo perı́odo em 2019.

Outro fator que influenciou este crescimento foi a pandemia do COVID-19. Quando ana-
lisamos o cenário microeconômico, nota-se que a necessidade de realizar o isolamento social per-
mitiu que as pessoas passassem mais tempo em suas residências, impulsionando venda, locação e
reformas em imóveis para aumento do conforto e adaptação para um ambiente de home-office.

Diante deste cenário, o setor imobiliário começou a se digitalizar. Segundo a 4a rodada
da “Pesquisa da Influência do Coronavı́rus no Mercado Imobiliário Brasileiro” [DataZAP+, 2021]
as maiores tendências a serem mantidas pós pandemia são a utilização de fotos profissionais, a
disponibilidade de portfólio digitalizado e de fácil acesso em portais e/ou sites próprios, a realização
de videochamadas e a assinatura de contratos digitais [Exame, 2021].

Conforme apontado por [You et al., 2017] as fotos podem facilmente dizer às pessoas
exatamente qual a aparência do imóvel e podem ter uma sensação geral da casa, como por exemplo
qual é o estilo geral de construção, como é o ambiente vizinho, etc.

3. EfficientNet V2M
Em 2021 a Google lançou o EfficientNetV2M [Tan e Le, 2021] que apresenta uma grande

melhoria em relação ao EfficientNet [Tan e Le, 2019] em termos de velocidade de treinamento
e melhor eficiência de parâmetros. Este modelo utiliza o conceito de aprendizado progressivo,
o que significa que, embora os tamanhos das imagens sejam originalmente pequenos quando o
treinamento começa, aumentam de tamanho progressivamente.

Na Tabela 1 encontra-se a arquitetura do modelo EfficientNetV2M. [Tan e Le, 2021] cita
as distinções importantes comparado ao EfficientNet: (1) A primeira diferença é que o Efficient-
NetV2M usa amplamente MBConv ( [Sandler et al., 2018]; [Tan e Le, 2019]) e o fused-MBConv
( [Gupta e Tan, 2019]) nas camadas iniciais. (2) Em segundo lugar, EfficientNetV2 prefere taxas
de expansão menores para MBConv, pois taxas de expansão menores tendem a ter menos sobre-
carga de acesso à memória. (3) Em terceiro lugar, EfficientNetV2M prefere tamanhos de kernel
3x3 menores, mas adiciona mais camadas para compensar o campo receptivo reduzido resultante
do tamanho de kernel menor. (4) Por fim, o EfficientNetV2M remove completamente o último
estágio stride-1 no EfficientNet original, devido ao seu grande tamanho de parâmetro e sobrecarga
de acesso à memória.

O Fused-MBConv substitui o depthwise conv3x3 e o expansion conv1x1 no MBConv por
um único conv3x3 regular nas camadas iniciais, conforme a Figura 1. Quando aplicado no estágio
1−3 inicial, o Fused-MBConv pode melhorar a velocidade de treinamento com uma pequena sobre-
carga nos parâmetros e FLOPs, mas se substituirmos todos os blocos por Fused-MBConv (estágio
1 − 7), ele aumentará significativamente os parâmetros e FLOPs, além de diminuir a velocidade
abaixo do treinamento [Tan e Le, 2021].
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Tabela 1: Arquitetura do algoritmo EfficientNetV2M [Tan e Le, 2021].
Estágio Operador Passo #Canais #Camadas

0 Conv3x3 2 24 1

1 Fused-MBConv1, k3x3 1 24 2

2 Fused-MBConv4, k3x3 2 48 4

3 Fused-MBConv4, k3x3 2 64 4

4 MBConv4, k3x3, SE0.25 2 128 6

5 MBConv6, k3x3, SE0.25 1 160 9

6 MBConv6, k3x3, SE0.25 2 256 15

7 Conv1x1 & Pooling & FC − 1280 1

Conforme descrito por [Tan e Le, 2021], no EfficientNet há o dimensionamento composto
de todos os estágios (por exemplo, quando o coeficiente de profundidade é 2, todos os estágios nas
redes duplicariam o número de camadas), porém esses estágios não contribuem igualmente para
a velocidade de treinamento e eficiência dos parâmetros. No EfficientNetV2M, adota-se uma es-
tratégia de dimensionamento não uniforme para adicionar gradualmente mais camadas aos estágios
posteriores [Tan e Le, 2021]. Além disso, os EfficientNets aumentam agressivamente o tamanho
da imagem, levando a um grande consumo de memória e treinamento lento, no EfficientNetV2M
modifica-se ligeiramente a regra de dimensionamento e restringe-se o tamanho máximo da imagem
a um valor menor [Tan e Le, 2021].

Figura 1: Estrutura do MBConv e do Fused-MBConv. [Tan e Le, 2021]

4. Resultados Experimentais
No presente trabalho foram utilizados 2 conjuntos de dados. O conjunto de dados deno-

minado de original foi fornecido pelos autores do artigo [Bappy et al., 2017] da Universidade da
Califórnia contendo 5859 imagens. O segundo conjunto de dados, denominado de atual, incrementa
imagens no conjunto de dados original por meio de buscas em plataformas online, como Google,
Pinterest, etc. O conjunto de dados atual contém 16391 imagens. Ambos apresentam 6 classes,
sendo elas banheiro, cozinha, fachada, quarto, quintal e sala de estar.

Para a implementação dos conjuntos de dados na CNN, os conjuntos de dados foram
divididos em conjuntos de treino e teste, sendo 80% das imagens para treino e 20% para teste. Os
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(a) Banheiro (b) Cozinha (c) Fachada

(d) Quarto (e) Quintal (f) Sala de Estar

Figura 2: Exemplos de imagens das classes: (a) banheiro, (b) cozinha, (c) fachada, (d) quarto, (e) quintal e
(f) sala de estar.

números de imagens de treino e teste dos conjuntos de dados em cada classe são mostrados na
Tabela 2.

As métricas de avaliação do modelo utilizadas é a acurácia e o erro médio quadrático (do
inglês root squared error) (MSE). A acurácia calcula a frequência com que as predições são iguais
aos valores verdadeiros e é dada pela Equação 1. O MSE calcula a média da diferença entre o valor
verdadeiro e o valor previsto ao quadrado.

Acurácia =
Número de predições corretas

Número total de predições
(1)

Foram treinadas 3 arquiteturas de CNNs: a ResNet50, a EfficientNetB5 e a
EfficientNetV2M. As arquiteturas foram pré-treinadas com o conjunto ImageNet e adicionadas
camadas. Uma camada de convolução conv3x3 que cria um kernel(filtro) de convolução que se
moverá por toda a imagem, da esquerda para a direita, de cima para baixo, aplicando um pro-
duto de convolução, onde a saı́da desta operação é chamada de imagem filtrada. Uma camada de
normalização BatchNormalization. Uma camada de Pooling2x2 que reduz a amostra da entrada
ao longo de suas dimensões espaciais (altura e largura) tomando o valor máximo em uma janela
de entrada para cada canal da entrada. Uma camada para achatar a entrada (flatten). Uma camada
Dropout(0.2) que descarta aleatoriamente ou omite unidades (ocultas e visı́veis) durante o processo
de treinamento visando a diminuição de overfitting. 3 camadas densas (dense) que é uma camada
que está profundamente conectada com sua camada anterior, o que significa que os neurônios da
camada estão conectados a todos os neurônios de sua camada anterior.

Todos os modelos foram treinados 10 vezes para cada conjunto de dados. A Tabela 3
exibe os resultados da performance de cada modelo em termos de média e desvio padrão.

É possı́vel notar que a arquitetura EfficientNetV2M apresenta uma acurácia maior tanto
para o conjunto de dados original quanto para o conjunto atual, com 93.42% e 90.59%, respectiva-
mente. Ela também se destaca por ter menor MSE quando comparado as outras arquiteturas, 1.75%
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Tabela 2: Número de imagens de treino e teste dos conjuntos de dados em cada classe.

Conjunto
de Dados

Classe
Imagens
para Treino

Imagens
para Teste

Original

Banheiro 634 159

Cozinha 794 198

Fachada 707 177

Quarto 1274 319

Quintal 596 149

Sala de Estar 682 170

Atual

Banheiro 2240 556

Cozinha 2229 558

Fachada 2264 554

Quarto 2205 522

Quintal 2000 500

Sala de Estar 2215 548

Tabela 3: Comparação de performance dos modelos em termos de média e desvio padrão.

Conjunto
de Dados

Modelo Acurácia (%) Perda (%) CPU (%)
Tempo
decorrido (s)

Original

ResNet50 88.53± 2.34 3.47± 2.29 89.03± 1.17 4795± 160

EfficientNetB5 92.83± 0.40 1.89± 0.10 83.88± 0.92 9325± 276

EfficientNetV2M 93.42± 0.46 1.75± 0.12 87.20± 1.60 11158± 618

Atual

ResNet50 86.81± 1.01 3.64± 0.29 84.37± 15.24 7455± 550

EfficientNetB5 89.36± 0.65 2.99± 0.20 79.34± 8.05 12166± 667

EfficientNetV2M 90.59± 0.69 2.39± 0.13 84.42± 5.05 12375± 181

para o conjunto de dados original e 2.39% para o conjunto de testes atual. Percebe-se que o tempo
de treinamento do ResNet50 é bem menor que os demais e nota-se também que o EfficientNetV2M,
apesar de ter o maior tempo decorrido, altera-se menos que os demais quando comparado os con-
juntos de dados, isto é, o número de imagens afeta menos no seu tempo decorrido que os demais
modelos.

Na Figura 3 é mostrado um gráfico de época versus acurácia, descrevendo a média da
acurácia dos treinamentos durante 20 épocas treinadas para cada modelo e um gráfico época versus
perda, descrevendo a média do MSE dos treinamentos durante 20 épocas treinadas, ambos para
o conjunto de dados original. Da mesma forma, na Figura 4 é mostrado o gráfico época versus
acurácia e época versus perda do conjunto de dados atual.

Nota-se que nos gráficos de acurácia versus época, tanto para o conjunto de dados original
(Figura 3a) quanto para o conjunto de dados atual (Figura 4a), que a acurácia tende a aumentar no
decorrer das épocas para todos os 3 modelos, sendo que para o conjunto de dados original, os mo-
delos EfficientNetB5 e EfficientNetV2M apresentam resultados semelhantes. O modelo ResNet50
por outro lado, apresenta uma curva com valores de acurácia piores que os outros modelos. Quando
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Figura 3: Gráficos (a) acurácia versus época e (b) perda versus época do conjunto de dados original.
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Figura 4: Gráficos (a) acurácia versus época e (b) perda versus época do conjunto de dados atual.

analisamos o gráfico acurácia versus época do conjunto de dados atual percebemos que as curvas
são mais distintas umas das outras, sendo que o EfficientNetV2M possui a maior acurácia entre os
modelos.

Analisando os gráficos de época versus perda, nota-se que o MSE tende a diminuir con-
forme o número de épocas. Na Figura 3b percebe-se que o ResNet50 possui maiores perdas,
enquanto o EfficientNetB5 e o EfficientNetV2M possuem curvas com acurácias semelhantes. Já
na Figura 4b, o modelo EfficientNetV2M apresenta perda bem menor que os demais modelos.
Constata-se então, que o EfficientNetV2M tem um desempenho superior aos outros 2 modelos, o
que exemplificado de forma mais clara quando se aumenta o conjunto de dados.

5. Conclusão
O presente trabalho analisou o desempenho do algoritmo EfficientNetV2M para a classifi-

cação de imagens imobiliárias. Para ambos os conjuntos de dados o EfficientNetV2M apresentou
uma maior acurácia e uma menor perda. O tempo de execução do algoritmo é maior que os demais
modelos mas apresenta uma menor diferença quando comparamos os resultados dos conjuntos de
dados, o que nos leva a concluir que a quantidade de imagens interfere menos que nos demais
modelos.
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Trabalhos futuros serão focados no aumento do número de épocas do modelo para alcançar
sua convergência.
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