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RESUMO

Os Sistemas de Bicicletas Compartilhadas sdo cada vez mais frequentes nas cidades, evi-
denciando a relevancia de abordagens que auxiliem na tomada de decisdo e gestdo estratégica desses
sistemas. Esse trabalho apresenta um estudo de caso no sistema Capital BikeShare (Washington,
D.C.) com o objetivo de fazer uma andlise estatistica para identificar a relacdo entre o clima e o
servigo de aluguel de bicicletas, além de aplicar algoritmos de aprendizagem de maquina para clas-
sificar a quantidade de aluguéis. A melhor acurécia obtida pelos modelos preditivos gerados foi de
aproximadamente 85%, alcangada com a aplicacdo de um comité homogéneo de Arvores de Deci-
s30. Os resultados mostrados evidenciam que o entendimento dos hdbitos dos usudrios em conjunto
com os modelos preditivos apresentados sdo mecanismos eficientes que permitem gerenciar esses
sistemas, adotando estratégias de negdcios baseadas na previsdo do tempo e nas estacdes do ano.

PALAVRAS CHAVE. Sistemas de Bicicletas Compartilhadas. Mineracao de Dados. Gestao
Estratégica.

Tépicos (Mineracio de Dados, Aprendizagem de Maquina)

ABSTRACT
Shared Bicycle Systems are increasingly frequent in cities, highlighting the relevance of
approaches that assist in decision making and strategic management of these systems. This work
presents a case study in the Capital BikeShare system (Washington, D.C.) aiming to make a statis-
tical analysis to identify the relationship between climate and bicycle rental service, in addition to

Gal()é { Este trabalho foi publicado utilizando o Galea proceedings



JOAQ PESSDA
2020

LIl Simpdsio Brasileiro de Pesquisa Operacional [g
Jodo Pessoa - PB, 3 a 5 de novembro de 2020 3 SBPU
.1 J

applying machine learning algorithms to classify the number of rentals. The best accuracy obtained
by the generated predictive models was approximately 85%, employing homogeneous committee
of Decision Trees. Results show that the understanding of users’ habits with the predictive models
presented are efficient mechanisms that allow to manage these systems adopting business strategies
based on the weather and the seasons.

KEYWORDS. Shared Bicycle Systems. Data Mining. Strategic management.

Paper topics (Data Mining, Machine Learning)

1. Introducao

Apesar do progresso na aplicacdo da Mineracdo de Dados em projetos voltados para mo-
bilidade urbana, o crescimento desenfreado das cidades trouxe consigo alguns problemas como a
crescente quantidade de veiculos e congestionamentos cada vez maiores € mais demorados. Neste
contexto, a mobilidade urbana, além de ser uma temadtica desafiadora para a gestdo publica, tem se
destacado como uma das dreas de estudo mais relevantes no ambito das Cidades Inteligentes [Ge-
orgescu et al., 2015], resultando em sistemas baseados na coleta de dados para auxiliar na gestdo
estratégica e tomada de decisdo em cendrios urbanos [Randhawa e Kumar, 2017].

As informagdes coletadas pelos sistemas de bicicletas compartilhadas permitiram o surgi-
mento de vdrias aplicacdes que podem fazer a integracdo de servicos, andlise de dados e tomada de
decisdo em tempo real. Esses sistemas t€ém se destacado como uma 6tima alternativa para reduzir
o congestionamento de trafego [Hamilton e Wichman, 2018], além de impactar positivamente na
saide da populacdo e no meio ambiente [Souza e Gomes, 2014]. Além dos beneficios praticos dos
sistemas de bicicletas compartilhadas, os dados gerados por esses sistemas os tornam atraentes para
a pesquisa, uma vez que varidveis como duracdo da viagem e os dados sobre geolocaliza¢do sdo
explicitamente registrados [Viana et al., 2019]. Assim, os dados gerados se destacam como um
recurso que pode ser utilizados um recurso para estudar a mobilidade urbana. Aliada a isso, a mi-
neracdo de dados possibilita a andlise dos registros desses sistemas e auxilia os gestores na tomada
de decisdo e no gerenciamento estratégico, uma vez que o correto entendimento sobre a dindmica
dos atores que envolvem a mobilidade urbana pode levar a decisdes mais apuradas.

A gestdo estratégica pode ser compreendida como a combinagdo de dois conceitos: Ges-
tdo e estratégia. O primeiro, sindnimo de administracdo, é definido por Chiavenato [2014] como
sendo o processo de planejar, organizar, liderar e controlar o uso de recursos objetivando alcangar
os objetivos de uma organizagdo. J4 o segundo € definido por Pasquale et al. [2011] como as ac¢des
que a organizacdo deve realizar para atingir seus objetivos. Dessa forma, no ambiente empresarial,
a estratégia estd relacionada a objetivos financeiros, produtivos, mercadolégicos e competitivos.
Nos sistemas de bicicletas compartilhadas, como o estudo de caso deste trabalho, a estratégia pode
ser aplicada de acordo com os padrdes encontrados nos registros de aluguéis dos usudrios. Neste
cendrio, a administracdo estratégica se refere a melhor utilizacio dos recursos disponibilizados pelo
sistema (bicicletas), e, quando bem praticada, otimiza a alocacio de recursos, trazendo maior efici-
éncia, eficécia, visibilidade, transparéncia e atendimento aos objetivos estratégicos desses sistemas.

Sob essa perspectiva, a Mineracdo de Dados pode ser utilizada para explorar grandes
quantidades de registros a procura de padrdes consistentes em situacdes em que as técnicas tradici-
onais de exploragdo e andlise de dados ndo sejam suficientes. Dessa forma € possivel sistematizar os
registros, interpretando-os, nao s para andlise dos eventos passados, mas também para a predicao
de situagdes futuras, identificando tendéncias no habito dos usudrios.
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Por essa razdo, o intuito deste trabalho é analisar a acurdcia de modelos preditivos para
os servigos de aluguel de bicicletas utilizando informagdes de climdticas e sanzonais. Esse trabalho
tem como seu principal objetivo realizar uma andlise comparativa de diferentes técnicas de aprendi-
zagem de méquina para identificar qual o melhor modelo preditivo capaz de classificar a quantidade
de aluguéis em um sistema de bicicletas compartilhadas. Possuindo as seguintes contribuicdes: (i)
pré-processamento de uma base de registros, gerando 10 novas bases com caracteristicas especifi-
cas; (ii) andlise de correlacdo entre os atributos das bases geradas; (iii) aplicacdo de algoritmos de
aprendizagem supervisionada e ndo-supervisionada, além de comités homogéneos e heterogéneos,
para classificacdo da quantidade de aluguéis conforme os registros contidos nas bases geradas; e, por
fim, (iv) andlise comparativa das diferentes técnicas de pré-processamento e algoritmos utilizados.

O restante do trabalho estd organizado como segue: Na Se¢do 2 sdo mostrados alguns
trabalhos relacionados, que sdo voltados para andlise de dados de sistemas de bicicletas compar-
tilhadas; na Secdo 3 € apresentada a metodologia utilizada em sua construgdo. Na Secdo 4 sdo
apresentados e discutidos os resultados. Por fim, a Se¢do 5 expde as conclusdes obtidas.

2. Trabalhos Relacionados

Os sistemas de compartilhamento de bicicletas evoluiram rapidamente desde a década de
60 [Zhang et al., 2015]. Algumas pesquisas ja abordaram a andlise e mineracdo de dados desses
sistemas a fim de auxiliar na tomada de decisdo [Vogel et al., 2011]. Por exemplo, Caulfield et al.
[2017] examinaram os padrdes de uso de uma cidade da Irlanda, analisando a dindmica de utili-
zacdo de um desses sistemas. Mahmoud et al. [2015] usaram registros do sistema de bicicletas
compartilhadas de Toronto para analisar fatores que influenciam o nimero de ciclistas na cidade.

Zhang e Mi [2018] estimaram os beneficios ambientais do compartilhamento de bicicletas
na cidade de Xangai. O’Mahony e Shmoys [2015] analisaram os registros de um sistema de Nova
York, abordando o problema de distribuicdo equilibrada de bicicletas durante os horarios de pico.
Fishman et al. [2015] identificaram e quantificaram os fatores que influenciam a participacdo dos
ciclistas nesses sistemas, propondo um modelo de regressdo relacionado aos hébitos dos usudrios
de cidades da Austrdlia. Moncayo-Martinez e Ramirez-Nafarrate [2016] realizaram uma andlise
dos padrdes de mobilidade usando clusterizag@o para entender o comportamento dos usudrios na
Cidade do México. E Chen e Jakubowicz [2015] construiu um modelo capaz de inferir padroes de
comportamento de viagens, avaliando dados da cidade de Washington DC.

Borgnat et al. [2011] e Kaltenbrunner et al. [2010] usaram modelos estatisticos de predi-
cdo para diferentes propdsitos, em estacdes de Lyon e Barcelona, respectivamente. Borgnat et al.
[2011] utilizaram esses modelos para predizer o nimero de aluguéis em uma determinada hora.
Kaltenbrunner et al. [2010] também utilizou modelos estatisticos de predi¢do para indicar o nimero
de bicicletas livres para aluguel.

Viana et al. [2019] enriqueceu um sistema de bicicletas compartilhadas com informacgdes
meteoroldgicas e sazonais. Os autores evidenciaram padrdes de atividade dos ciclistas relacionados
a informacdes de data e clima, além de identificar um conjunto de parimetros que influenciam o
fluxo de aluguel de bicicletas. Eles exploraram a relag@o entre esses parametros e padrdes, a fim
de apresentar modelos preditivos de regressdo para previsdo da quantidade de aluguel. Diferente-
mente, neste trabalho, serd utilizada a base disponibilizada pelos autores para aplicar algoritmos de
classificacao.

3. Metolodogia

Nesse trabalho foi utilizado para o estudo de caso os registros do Capital BikeShare

(CBS)!, um sistema de bicicletas compartilhadas localizado em Washington D.C. Esse sistema estd

! capitalbikeshare.com
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em funcionamento desde 2010 e atualmente possui mais de 500 estacdes e cerca de 4300 bicicletas.
A base de dados original do ano de 2017 do CBS possui cerca de 3,75 milhdes de registros. No
entanto, para esse trabalho adotou-se a base de dados disponibilizada por [Viana et al., 2019] que
possui os registros dos aluguéis do CBS agrupados por hora e enriquecidos com informagdes de
contexto. Essa base de dados possui 8737 registros e 17 atributos, listados e descritos na Tabela 1.
Conforme descrito adiante, a varidvel gtd serd tranformada na varidvel classe dessa base.

Tabela 1: Listagem dos atributos presentes na base de dados de Viana et al. [2019].

Nome Descricao Tipo

id Identificagdo do registro Numérico
date Data Numérico
month Meés Numérico
weekday Dia da semana Categérico
day Dia do més Numérico
hour Hora do dia Numérico
season Esta¢do do ano Categorico

workday Dia qtil (1 se verdadeiro) Binario
holiday Nome do feriado Categoérico
temperature Temperatura Numérico
r_temperature Sensag¢do térmica Numérico
wind Velocidade do Vento Numérico
humidity Umidade do ar Numérico
dew_point Ponto de condesacao da dgua Numérico
pressure Pressdo atmosférica Numérico

cut_description Informac@o climdtica adicional Nominal
qtd Quantidade de aluguéis realizados | Numérico

Utilizou-se a biblioteca Pandas? para aplicar cinco procedimentos de pré-processamento
(isoladamente e em conjunto) na base original, resultando em 10 novas bases de dados. Para os ex-
perimentos utilizaram-se algoritmos da biblioteca Scikit Learn [Pedregosa et al., 2011]. O algoritmo
de aprendizagem ndo-supervisionada utilizado foi o K-Means, enquanto que os algoritmos para
aprendizagem supervisionada foram os seguintes: C-Support Vector Classification (SVC), Gaus-
sian Naive Bayes (NB), K-Neighbors Classifier (KNN), Multi-layer Perceptron classifier (MLP),
Random Forest Classifier (RFC) e Decision Tree Classifier (DT). Além disso, também foram aplica-
dos comités de algoritmos usando um conjunto dos mesmos classificadores (comités homogéneos)
e de diferentes classificadores (comités heterogéneos) [Kuncheva, 2014].

A metodologia do presente trabalho é resumida na Figura 1.

Pré-processamento Bases Geradas Experimentos

Procedimentos e e S = L »
* Analise de Correlagéo
@ @ * Aprendizagem nao-supervisionada

— == =
Base @ * Aprendizagem supervisionada
@ @ — * Comités homogéneos
@ * Comités heterogéneos

Figura 1: Metodologia dos experimentos.

original

2pandas.pydata.org
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Na etapa de pré-processamento foi verificado que nao existiam registros duplicados nem
discrepantes. Ademais, realizaram-se os seguintes procedimentos na base original:

e Procedimento A: remocio de registros incompletos. Alguns atributos foram removidos da
base, a saber: id, que ndo € ttil para os prop6sitos deste trabalho; date, uma coluna redun-
dante, ja que outras colunas (ex. month, day) foram derivadas dela; holiday, que possuia 8449
valores faltosos, ja que s6 possuia valor se o dia fosse feriado; e cut_description, que possuia
todos os registros vazios.

e Procedimento B: conversdo da varidvel season para um valor numérico. Esse atributo que era
categdrico com o nome das estagdes do ano foi tratado para ser representando com valores
numéricos, em um novo atributo (SeasonN). Dessa forma, “Winter” foi substituido por 1,
“Spring” por 2, “Summer” por 3, e “Fall” por 4.

e Procedimento C: discretizacdo da varidvel classe (gtd) utilizando cut e gcut. Para isso,
transformou-se essa variavel numérica em valores discretizados que representam a quantidade
de aluguéis: "Muito baixa", "Baixa", "Média", "Alta"e "Muito Alta". Para isso, utilizou-se o
método cut e gcut da biblioteca Pandas. O primeiro segmenta e classifica valores de dados em
parti¢des (equidistancia) e o segundo gera particdes que possuem aproximadamente a mesma
quantidade de registros. Na Tabela 2 sdo especificadas as particdes geradas por cada uma
dessas abordagens e mostra a quantidade de registros presentes em cada parti¢do.

Tabela 2: Parti¢cdes usadas na categorizacio da varidvel classe (gd).

Categorizaciao cut geut
Intervalo Quantidade | Intervalo | Quantidade
Muito Baixa (0, 398] 4894 (0,51] 1751
Baixa (398, 796] 2210 (51, 210] 1751
Média (796, 1193] 1102 (210, 446] 1740
Alta (1193, 1591] 423 (446, 761) 1747
Muito Alta (1591, 1988] 108 (761, 1988) 1748

e Procedimento D: normalizacdo das varidveis meteoroldgicas. Essas varidveis foram norma-
lizadas utilizando o método MinMaxScaler da biblioteca Scikit Learn®, que ajusta os valores
no intervalo entre O (menor valor) e 1 (maior valor).

e Procedimento E: aplicacdo da Analise de Componentes Principais (PCA) nas bases norma-
lizadas, uma técnica de reducio de dimensionalidade baseada na varidncia dos dados [Shlens,
2014]. Esse procedimento foi usado para reducdo de 25% e 50% da dimensionalidade. As-
sim, a partir das bases que possuiam 12 atributos (excluindo a varidvel classe), geraram-se
bases que possuiam 9 e 6 atributos, respectivamente. No entanto, a aplicacdo da PCA na base
original ndo foi proveitosa pois essa técnica € sensivel a outliers. Por outro lado, a reducgdo da
dimensionalidade nas outras bases geradas nio se fez necessaria, uma vez que essas ja tem o
tamanho reduzido.

Os procedimentos supracitados foram usados individualmente e em conjunto para gerar
dez bases. Na Tabela 3 sdo mostradas as bases que foram geradas, especificando os procedimentos
aplicados em cada uma.

3scikit-learn.org
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Tabela 3: Procedimentos aplicados em cada base gerada.

C E
A|B cut | qcut D 25% | 50%
Basel | X
Base2 | X | X
Base3d | X | X | X
Based | X | X X
Base5 | X | X | X X
Base6 | X | X X X
Base7 | X | X | X X X
Base8 | X | X | X X X
Base9 | X | X X X X
Basel0 | X | X X X X

4. Resultados e Discussoes

Nesta secdo € descrita a andlise de correlagdo das bases, bem como a utilizacdo de abor-
dagens de aprendizagem nao-supervisionada (K-Means) e supervisionada com algoritmos cldssicos
de classificacdo (SVC, NB, KNN, MLP, RFC e DT), além da aplicagc@o de comités de algoritmos.

A anidlise de correlacdo foi realizada em cada uma das bases criadas para uma breve
andlise da relacdo entre as varidveis. Correlacdo é uma andlise descritiva que utiliza uma medida
entre duas varidveis, assim, quanto mais proximo de 1 essa medida estd, mais o valor de uma
varidvel interfere no valor da outra (ou seja, quanto maior uma, maior a outra). Por outro lado, se
o valor estd proximo de -1 quer dizer que a correlacdo é inversa (quanto maior um, menor o outro).
Contudo, quando o coeficiente de correlacdo € 0, ndo ha correlacdo entre as varidveis [Bussab e
Morettin, 2010]. As Bases de 1 a 6 apresentaram matrizes de correlacdo similares. Entdo, para
reduzir espaco e evitar redundancia, na Figura 2 ¢ mostrada somente a matriz de correlacdo da Base
6, colorida conforme um mapa de calor que possui um intervalo de cores no qual a cor mais clara
representa a correlacio, e a escura a correlacdo inversa. Valores préximos de zero estdo colorido
em roxo, indicando a inexisténcia de correlacao.

month 001 001 © 0 013 014 017 041 017 013 0.04 190
eyl oot il 001 © o004 002 001 003 0 001 006 0.02
day oot} o ooz 003 003 001 003 004 01 0 - 075
hour 0 0 0 013 012 013 0.27 0.01 0.03 0.46
workday 004 002 o [Jjij oo o006 003 002 004 007 003 006 050
temperature 002 003 013 006 [IREREE) 006 011 [FXE) 03 033 044
r temperature 001 003 012 006 {)_11 0.14 03034 042
wind 003 0.01 013 003 0.06 0.1 ] 029 ©.19 02 018 013 0.25
humidity 0 003 027 0.02 041 014 -0.20 |JEHINOBE] 024 017 0.33
dew_paint 001 004 001 004 [FEEJEEY .15 joss IR 030 036 022 0.00
pressure 006 01 003 007 03 03 02 024 036 [JJfj 004 004
SIS o oo1 o 003 033 034 018 047 036 004 [ 013 e

atd 002 0 046 006 044 042 013 033 022 -0.04 013

weekday
day

hour
workday
perature
wind
humidity
dew_point
pressure
seasonN
qtd

temperature

r_tem

Figura 2: Matriz de Correlagdo da Base 6.

Gal()é { Este trabalho foi publicado utilizando o Galea proceedings



JOAQ PESSDA
2020

—-7 SBPO,

Como esperado, a estagdo do ano infere nas outras varidveis climadticas, e, além disso, tem
uma relacdo bastante significativa com o més do ano, ji que em Washington DC as estagdes sdo
bem definidas e costumam comegar e terminar nas mesmas datas. Observou-se uma relagdo entre
temperature e r_temperature; wind e humidity; e dew_point e pressure que tem correlagdo com as
outras varidveis climaticas. Em relac@o a variavel classe (gtd), é possivel observar que ela tem uma
correlacdo positiva com hour, temperature e r_temperature, enquanto tem uma correlacdo negativa
com o atributo humidity. Em outras palavras, subtende-se que conforme o clima estd mais quente e
menos Umido, o nimero de aluguéis aumenta.

LIl Simpdsio Brasileiro de Pesquisa Operacional
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Essa correlagdo entre temperatura e a quantidade de aluguéis também foi identificada por
Mahmoud et al. [2015] no sistema de compartilhamento de bicicletas em Toronto. Em termos de
gestdo estratégica, por exemplo, essas informacdes podem ser utilizadas para planejar, em conjunto
com ferramentas de previsdao do tempo, um calendario de manutencdo nas bicicletas em épocas do
ano com baixo fluxo de aluguéis (época de quadros chuvosos ou de extremo frio).

Em relacdo as bases geradas com a PCA com reduc¢ao de 25% (7 € 9) e 50% (8 e 10) ndo
foi visualizada correlagdo entre os atributos, o que era esperado, ja que novos atributos (totalmente
diferentes dos originais) foram gerados com a aplicag¢ao dessa técnica.

Mesmo que a aprendizagem nao-supervisionada ndo seja ideal para a tarefa de classifica-
cdo, uma vez que ndo utiliza a variavel classe, ela foi aplicada com o mero intuito de experimen-
tacdo, apenas para visualizar possiveis agrupamentos nos registros. Para tal, utilizou-se a Base 2,
onde a varidvel gtd nao foi discretizada. Para isso, foi necessario definir o nimero de clusters que se
desejava criar. O niimero ideal de clusters, nesse caso, foi 4. Esse valor foi obtido por meio do Mé-
todo Cotovelo (do inglés Elbow Method). No entanto, com a aplicacdo do K-Means para geracéo de
4 clusters, o algoritmo ndo evidenciou agrupamentos bem definidos na Base 2. Uma das razdes para
a ineficiéncia desse algoritmo pode ser o fato de que nesta base as instancias ja foram agrupadas por
hora, uma vez que a varidvel classe dessa base € o total de aluguéis realizados em cada hora da base
de dados original. Essa reducdo de instancias e o agrupamento por esse atributo pode ter encoberto
padroes e agrupamentos relacionados as instancias de cada aluguel individualmente.

Para os algoritmos de aprendizagem supervisionada utilizou-se validacdo cruzada k-fold
de modo que a mesma base € usada para treinamento e teste do algoritmo [James et al., 2013].
Assim, dividiu-se a base em 10 partes, usando 9 para treino e a parte remanescente para teste,
repetindo o experimento 10 vezes e calculando a média da acuracia e do desvio padrio para cada
algoritmo. A média desses valores é mostrada na Tabela 4, com aproximacgado de 3 casas decimais.
Em negrito, estd destacada a melhor acurdcia obtida para cada uma das bases. A arvore de decisdo
foi o algoritmo com melhor desempenho nas bases onde a reducdo de dimensionalidade nio foi
aplicada. Nas outras, a rede neural se destacou.

Tabela 4: Acuricia e desvio padrdo dos algoritmos individuais em cada base.

BASE SvC NB KNN MLP RFC DT
3 0,562 + 0,129 | 0,631 £0,117 | 0,643 £ 0,061 | 0,591 £ 0,106 | 0,779 £ 0,028 | 0,807 £+ 0,026
4 0,217 £ 0,042 | 0,464 £ 0,041 | 0,450 £ 0,017 | 0,405 £ 0,046 | 0,722 £ 0,064 | 0,746 £ 0,062
5 0,676 £ 0,052 | 0,628 £ 0,117 | 0,684 £ 0,043 | 0,774 £ 0,023 | 0,778 £ 0,030 | 0,807 £ 0,026
6 0,489 + 0,017 | 0,464 £ 0,041 | 0,550 £ 0,042 | 0,721 £ 0,059 | 0,712 £ 0,052 | 0,744 £ 0,057
7 0,720 + 0,036 | 0,650 £0,51 | 0,672 £ 0,037 | 0,823 £ 0,022 | 0,717 £ 0,031 | 0,672 £+ 0,044
8 0,654 + 0,053 | 0,629 £ 0,067 | 0,611 £ 0,048 | 0,661 £ 0,041 | 0,638 + 0,050 | 0,581 £ 0,035
9 0,584 £ 0,036 | 0,463 £ 0,027 | 0,521 £ 0,047 | 0,738 £ 0,060 | 0,603 £ 0,059 | 0,567 £ 0,066
10 0,496 + 0,033 | 0,447 £ 0,031 | 0,450 £ 0,022 | 0,525 £ 0,320 | 0,467 £ 0,040 | 0,435 £ 0,044
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Na Figura 3 sdo representas as acurdcia dos algoritmos aplicados em cada base gerada.

Os gréficos do lado esquerdo sdo das bases onde a discretizacdo da varidvel classe foi
feita utilizando cut, e as do lado direito utilizando gcut. De modo geral, a discretizagdo por meio
do método cut resultou em melhores resultados na acurécia dos algoritmos aplicados. Além disso,
é possivel perceber que a normalizacio diminuiu a variagdo da acuricia nos modelos gerados. E
notavel também que a PCA com 25% obteve melhor desempenho que a PCA com 50%, o que
aconteceu por causa da perda de informacao que acontece ao diminuir o nimero de varidveis.

Na Base 5, na qual os algoritmos isolados obtiveram melhor desempenho, foram apli-
cados os comités homogéneos utilizando o BaggingClassifier (também da biblioteca Scikit Learn)
que gera um conjunto de modelos utilizando um algoritmo de aprendizagem simples por meio da
combinagdo por votos para classificacdo [Breiman, 1996]. Foram aplicados comités homogéneos
de tamanho 7' = {5, 10, 20} para os algoritmos SVC, NB, KNN, MLP e DT.

Na Tabela 5 sdo sumarizados os resultados dos experimentos na Base 5.
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Tabela 5: Acurdcia e desvio padrido na Base 5 dos comités homogéneos de tamanhos 5, 10 e 20.

T SvC NB KNN MLP DT

5 | 0,674 £0,053 | 0,639 £ 0,107 | 0,683 £ 0,042 | 0,760 = 0,020 | 0,831 £ 0,026
10 | 0,675 £ 0,052 | 0,636 £0,112 | 0,684 £ 0,039 | 0,766 £ 0,019 | 0,838 £+ 0,026
20 | 0,676 £0,052 | 0,632 +0,113 | 0,684 £ 0,039 | 0,763 £ 0,020 | 0,846 4 0,022

Para compor os comités heterogéneos foram usados os trés algoritmos com melhor desem-
penho na aplicacio dos comités homogéneos (KNN, MLP e DT). Esses algoritmos foram combina-
dos para compor os seguintes comités heterogéneos: KNN e MLP; KNN e DT; MLP e DT; KNN,
MLP e DT. Para tal, aplicou-se o Stacking, uma técnica de aprendizado de conjunto para combinar
védrios modelos de classificacdo por meio de um meta-classificador (nesse caso, os dois melhores:
MLP e DT). Os modelos de classificacdo individual sdo treinados com base no conjunto de trei-
namento completo; entdo, o meta-classificador € ajustado com base nos resultados dos modelos de
classificacdo individuais [Tang et al., 2015]. Essa técnica foi aplicada usando o StackingClassifier
da biblioteca Mlxtend*. Na Tabela 6 sio detalhados os resultados obtidos para cada um desses
comités (nos tamanhos 1, 5, 10 e 20) com cada meta-classificador usado.

Tabela 6: Acurdcia e desvio padrio na Base 5 dos comités heterogéneos para cada meta-classificador.

Meta-classificador | T KNN e MLP KNN e DT MLP e DT KNN, MLP e DT

1 0,540 £ 0,081 | 0,749 4+ 0,088 | 0,749 £+ 0,088 0,749 £+ 0,088

MLP 5 0,555 + 0,088 | 0,749 4+ 0,088 | 0,749 + 0,088 0,749 4+ 0,088

10 | 0,609 4+ 0,069 | 0,749 + 0,088 | 0,749 + 0,088 0,749 4+ 0,088

20 | 0,617 + 0,087 | 0,749 + 0,088 | 0,749 + 0,088 0,749 £+ 0,088

1 0,554 4+ 0,096 | 0,749 + 0,088 | 0,749 + 0,088 0,749 4+ 0,088

DT 5 0,566 £+ 0,075 | 0,749 4+ 0,088 | 0,749 £ 0,088 0,749 £+ 0,088

10 | 0,611 40,072 | 0,749 4+ 0,088 | 0,749 + 0,088 0,749 4+ 0,088

20 | 0,671 0,053 | 0,749 4+ 0,088 | 0,749 + 0,088 0,749 4+ 0,088

Nota-se que a aplicagdo dos comités heterogéneos nao foi tdo proveitosa quanto a dos
homogéneos. O unico comité que variou de acurdcia com a alteracdo do tamanho foi o KNN e
MLP. Todos os outros permaneceram com a mesma acuricia, independente do meta-classificador
usado. No entanto, esta acuracia de ~75% no restante dos comités foi inferior aos resultados obtidos

‘rasbt.github.io/mlxtend/user_guide/classifier/StackingClassifier/
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Figura 3: Acuricia dos algoritmos supervisionados aplicados em cada base.
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anteriormente, portanto, a utilizacdo dessa técnica nessa situacdo se mostrou ineficaz, uma vez que
a acurdcia nao melhorou apds o agrupamento dos comités heterogéneos (Figura 4).

Na Figura 4 ¢ mostrada a variacdo de desempenho das abordagens utilizadas para geracio
dos modelos preditivos na Base 5. Por outro lado, utilizando um comité homogéneo de Arvores
de Decisdo de tamanho 20, obteve-se a acurdcia de ~ 85%, o melhor resultado encontrado com os
experimentos. Esse resultado evidencia que € possivel gerar modelos preditivos eficientes para pre-
dizer a quantidade de aluguéis usando informagdes de contexto em sistemas de bicicletas compar-
tilhadas. O algoritmo de Arvore de Decisdo foi eficiente, tanto individualmente quanto nos comités
homogéneos. Entdo, o modelo preditivo construido a partir desse algoritmo representa uma ferra-
menta que pode ser utilizada na gestdo estratégica para auxiliar na tomada de decisdo nos sistemas
de bicicletas compartilhadas, principalmente, se utilizada pelos gestores para estimar a quantidade
de aluguéis em determinada hora/dia.

—o—Arvore de Decisdao —#=Multi Layer Perceptron
90% 90%

85%
83% 84%

K 81% K
8 &
5 80% 77% 76% 7% 76% = 80%
2 0 c 0 2 75% 75% 75% 75%
70% 70%
1 5 10 20 1 5 10 20
Tamanho do Comité Homogéneo Tamanho do Comité Heterogéneo

Figura 4: Variagdo dos resultados de cada abordagem na Base 5.

Como mostrado, a mineracdo de dados aliada a pratica da gestao estratégica se mostra um
mecanismo eficiente que permite implementar avangos referente a interpretagdo dos registros nessa
modalidade de sistema de transporte.

5. Conclusoes

Com este trabalho evidenciou-se a possibilidade de gerar modelos preditivos para classi-
ficar a quantidade de aluguéis usando informacdes de contexto em sistemas de bicicletas comparti-
Ihadas. Nesse trabalho fornecemos aos gestores dessa modalidade de sistemas informagdes precisas
acerca do servico de aluguel de bicicleta para auxilid-los no entendimento do hébito dos usudrios.
Assim, o uso dos modelos preditivos apresentados auxiliam na tomada de decisdo desses sistemas.
Na classificagdo da quantidade de aluguéis, a melhor acuricia obtida foi de ~ 85%, que foi alcan-
cada com a aplicacdo de um comité homogéneo de Arvores de Decisdo. A aplicacio dos comités
heterogéneos ndo se mostrou efetiva, mesmo usando a Arvore de Decisdo como meta-classificador.
Como trabalhos futuros pretende-se aplicar nessas mesmas bases alguns algoritmos que utilizam a
abordagem de l6gica difusa na classificagdo e comparar o seu desempenho com os resultados dos
algoritmos apresentados neste trabalho.
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