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RESUMO

O desenvolvimento tecnoldgico e a crescente preocupagdo com 0 uso racional dos
recursos naturais propiciou o surgimento das redes inteligentes de energia, ou Smart Grids, que
compreendem o estudo e implementacdo de novos modelos de geragdo, transmissao, distribui¢éo
e consumo de energia. Neste trabalho, é explorada a aplicacdo de métodos de identificacdo
inteligente de cargas elétricas consideradas similares. Tal problema tem sido apresentado na
literatura como um desafio, dada sua complexidade. Aprofunda-se neste trabalho o uso do
método Multi-Layer Perceptron com Backpropagation para identificar quais dispositivos estdo
ligados em um dado instante de tempo, a partir de uma plataforma experimental contendo
dispositivos similares. Utiliza-se 14 caracteristicas do sinal elétrico como entrada do
classificador. Como resultado, obtém-se um classificador capaz de reconhecer o estado de um
dispositivo em 88,44% dos casos e de todo sistema em 74,58% dos casos. Estes resultados
representam um importante avango no reconhecimento de cargas elétricas similares.

PALAVRAS CHAVE: Smart grids. Cargas elétricas similares. Multi-Layer Perceptron.
EN - PO na Area de Energia

ABSTRACT

Technological development and growing concern about the rational use of natural resources have
led to the emergence of Smart Grids. They include the study and implementation of new
generation, transmission, distribution and energy consumption models. In this work, we explore
the application of methods of intelligent identification of electrical loads considered similar. Such
a problem has been presented in the literature as a challenge, given its complexity. We have
extensively explored the use of MultiLayer Perceptron to identify which devices are connected at
a given instant of time, from an experimental platform containing similar devices. We use 14
characteristics of the electrical signal as input of the classifier. As a result, we obtain a classifier
capable of recognizing the state of a device in 88.44% of the cases and of the whole system in
74.58% of cases. These results represent an important advance in the recognition of similar
electrical loads.
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1. Introducéo

O formato de consumo de energia elétrica tem se mantido inalterado por muito tempo em
todo mundo. Entretanto, esse formato, ou modelo tradicional de consumo, tem se mostrado
insustentavel para o futuro proximo. O constante crescimento da demanda mundial por energia
elétrica, atrelado a alta dependéncia da matriz energética mundial por fontes ndo-renovaveis e da
baixa exploragdo dos recursos renovaveis ainda altamente custosos tém contribuido para uma
tentativa de mudanca desse modelo de consumo [Mathias e Kaddah, 2015].

Tanto em paises desenvolvidos como paises em desenvolvimento, o aumento da
capacidade de geracdo de energia tem propiciado novos desafios, gerando um ambiente favoravel
para a insercdo de mudancas na maneira de se utilizar a energia elétrica [Fernandez et al., 2016;
Zhanga, 2017]. Novas regras de tarifacdo do consumo e incentivo de geracdo local de energia
iniciaram tais mudancas [Kernan et al., 2017; Zhongfu, 2011], as quais se baseiam em um
conceito mundialmente discutido nos Gltimos anos, o conceito Smart Grid [Higgins et al., 2011,
Zaballos et al., 2011; Crispim et al., 2014; Jenkins et al., 2015].

O conceito de Smart Grid é aplicadvel a todo o sistema elétrico, incluindo geracao,
transmisséo, distribuicdo e consumo em residéncias, edificios comerciais e complexos industriais.
Este conceito busca adicionar monitoramento, analise, controle e capacidade de comunicagdo nos
sistemas elétricos, estimulando o consumo inteligente da energia elétrica e reduzindo as perdas de
energia [Oliveira et al., 2012].

O monitoramento individual das cargas elétricas em uma microrrede pode ser
implementado de duas formas. Por meio da medicdo individual de cada equipamento via sensores
locais, 0 que pode se tornar inviavel economicamente por conta da complexidade da medicédo ser
proporcional ao numero de dispositivos a serem monitorados. Ou, através do uso de um Unico
equipamento, denominado medidor inteligente, capaz de mensurar, a qualquer instante de tempo,
a energia elétrica necessaria para cada dispositivo que estd consumindo energia na microrrede
[Benzi et al., 2011].

Um medidor inteligente apresenta varias funcionalidades: uma delas é a capacidade de
identificar os dispositivos utilizados, em um determinado instante de tempo, por meio de suas
caracteristicas elétricas. Porém, ainda existe uma incerteza na definicdo de quais caracteristicas
elétricas podem representar uma assinatura elétrica do dispositivo, de forma a permitir uma
identificacdo robusta e precisa [Azzini et al.; 2012, Monzani, 2015].

Segundo a literatura, quando o conjunto de objetos a serem identificados é formado por
dispositivos elétricos distintos, o problema de identificacdo de forma robusta é menos complexo
do gque quando o conjunto de dispositivos é considerado similar (por exemplo, lampadas de um
mesmo fabricante e com mesmas especificacdes técnicas) [Nascimento, 2012; Paixdo et al.,
2016].

Em ambos os casos, diversas técnicas de inteligéncia artificial tém sido aplicadas para
identificacdo de padrBes nos sinais elétricos dos equipamentos, na tentativa de assim diferenciar
um equipamento de outro pelo menos com uma precisdo viavel. Em [Paixdo et al., 2016], é
apresentada a definicdo cargas similares em uma Smart Grid, com o0 uso de técnicas de
inteligéncia artificial para classificacdo e identificagdo de assinaturas elétricas de dispositivos
com caracteristicas elétricas semelhantes. Naquele mesmo trabalho, sdo apresentados alguns
resultados dos experimentos usando técnicas como Raciocinio Baseado em Casos (RBC), Redes
Neurais Artificiais (RNA) e classificagdo pelo método de agrupamento K-Means. Seus melhores
resultados foram alcancados ao usar a técnica RBC, tendo uma taxa de acerto de 85,94% para a
identificacdo de qual dispositivo estava ativado em determinada configuracéo e de 73,75% para
determinar qual a configuracdo exata das lampadas ligadas.

Apesar de [Paix&o et al., 2016] apresentar resultados inferiores no uso de RNA do tipo
Multi-Layer Perceptron (MLP), a literatura mostra que o uso deste método apresenta resultados
robustos para diversos problemas, inclusive para o problema em questdo [Pirooznia, 2008;
Kukreja et al., 2012], indicando, assim, a necessidade de experimentos mais detalhados com o
objetivo de explorar todo o seu potencial.
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O presente trabalho propGe aprofundar os experimentos computacionais realizados em
[Paixdo et al., 2016], em busca de resultados melhores para identificacdo de cargas similares
utilizando RNA do tipo MLP aplicada sobre 0 mesmo conjunto de dados. Contribuindo, assim,
para o avango do estado da arte na tentativa de resolver o problema de identificar cargas
similares.

2. Metodologia

2.1 Aquisicdo dos dados

Os dados utilizados neste trabalho foram coletados em [Paixdo et al., 2016], utilizando
uma bancada com 4 lampadas consideradas similares, isto €, de mesmo fabricante e com as
mesmas especificagdes técnicas. A partir da bancada, foram registrados os sinais elétricos de
todas as combinacdes possiveis de estado das 4 lampadas, ou seja, desde nenhuma lampada
ligada até todas elas ligadas, resultando em 16 configuracBes diferentes. Os dados foram
coletados com os dispositivos em estado estacionario, ou seja, apds terminar o estado transiente
do dispositivo ao ser ligado ou desligado.

Para cada configuragdo de funcionamento, foram coletados sinais elétricos em momentos
distintos de funcionamento, a saber: logo ap6s o dispositivo ser ligado apés 5 minutos; apds 10
minutos; ap6s 15 minutos; e ap6s 20 minutos de funcionamento. O objetivo disso é garantir uma
maior robustez dos sistemas de classificagdo a partir de dados que permitam, possivelmente,
extrair mais informacdo sobre os dispositivos, tendo em vista que equipamentos elétricos sdo
suscetiveis a fatores dindmicos como, por exemplo, aguecimento térmico, temperatura ambiente,
entre outros.

Em [Paixdo et al., 2016], os sinais elétricos de tensdo e de corrente foram amostrados nas
frequéncias de 6,25kHz, 12,5kHz e 25kHz, obtendo, assim, trés conjuntos de dados distintos.
Entretanto, como a frequéncia de amostragem que contém mais informacgdes implicitas e, por
esse motivo, proporcionou os melhores resultados é a de 25kHz, optou-se por usar no presente
trabalho os dados amostrados a 25kHz.

Para cada amostra de sinal coletado, foram extraidas as seguintes caracteristicas: corrente
eficaz (Irms), do primeiro ao décimo sétimo harménico impar do espectro de frequéncia da
corrente (Hz), poténcia ativa (P), poténcia aparente (S), fator de poténcia (FP) e poténcia reativa
(Q). Também é sabido o estado de cada lampada (se ligada ou desligada) em cada uma das
amostras adquiridas.

Por fim, o problema estudado no presente trabalho consiste em, usando aquelas
informacdes, isto é, o conjunto de caracteristicas e 0s estados das lampadas, determinar: quais
dispositivos estdo ligados em um determinado instante de tempo; e qual o conjunto de
dispositivos estd ligado em um determinado instante de tempo. Tais informagfes estdo
organizadas em um conjunto contendo 150 amostras de cada configuragdo (16 classes possiveis),
totalizando 2400 amostras.

A Tabela 1 apresenta a relagdo entre estado de cada dispositivo e configuracdo geral do
sistema (rotulada por uma das 16 classes). As classes também representam um cédigo decimal
equivalente a codificacdo binaria onde cada dispositivo corresponde a um bit (0 para desligado e
1 para ligado). Assim, a Classe 0 representa o estado em que o sistema encontra-se com todos 0s
dispositivos desligados (4 bits iguais a 0) e a Classe 15 representa o sistema com todos 0s
dispositivos ligados (4 bits iguais a 1).
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Tabela 1 — Relacdo entre dispositivos e classes. Adaptado de [Paixdo et al., 2016].

Classe Cadigo binario de funcionamento Condicdo
D1 D2 D3 D4

0 0 0 0 0 Todos os dispositivos desligados
1 1 0 0 0 Apenas o dispositivo D1 ligado

2 0 1 0 0 Apenas o dispositivo D2 ligado

3 1 1 0 0 Dispositivos D1 e D2 ligados

4 0 0 1 0 Apenas o dispositivo D3 ligado

5 1 0 1 0 Dispositivos D1 e D3 ligados

6 0 1 1 0 Dispositivos D2 e D3 ligados

7 1 1 1 0 Dispositivos D1, D2 e D3 ligados
8 0 0 0 1 Apenas o dispositivo D4 ligado

9 1 0 0 1 Dispositivos D1 e D4 ligados

10 0 1 0 1 Dispositivos D2 e D4 ligados

11 1 1 0 1 Dispositivos D1, D2 e D4 ligados
12 0 0 1 1 Dispositivos D3 e D4 ligados

13 1 0 1 1 Dispositivos D1, D3 e D4 ligados
14 0 1 1 1 Dispositivos D2, D3 e D4 ligados
15 1 1 1 1 Todos os dispositivos ligados

Cabe acrescentar que, em uma analise probabilistica para a identificacdo dos dispositivos
(4 lampadas), a chance de identificar corretamente se um determinado dispositivo encontra-se
ligado/desligado é de 50%. Além disso, quando considerado o estado do sistema como um todo
(combinacéo dos estados dos dispositivos), a chance de identificar corretamente uma determinada
configuracdo, através de uma escolha aleatoria, cai para 6,25%. Logo, a utilizacdo de quaisquer
das técnicas de classificacdo inteligente, utilizada no trabalho preliminar, se mostrou muito
superior a uma possivel identificacdo ao acaso. Destaca-se ainda que, para as 16 configuracdes,
cada dispositivo possui 50% de casos em que esta ligado e 50% de casos em que esta desligado.
Além disso, todas as 16 combinag¢Oes possiveis estdo representadas de maneira igualitaria no
conjunto de amostras.

2.2 Pré-processamento dos dados

A literatura atual apresenta diversos trabalhos sobre identificacdo de cargas elétricas em
situaces que envolvam dispositivos distintos. Entretanto, a maioria dos trabalhos ndo considera
dispositivos similares e limitam-se em dizer que este é um problema complexo, sem apresentar
experimentos e resultados usando tais dispositivos [Nascimento, 2012; Fernandes et al., 2010;
Monzani, 2015]. O problema estudado no presente trabalho consiste em, usando os dados
coletados dos sinais elétricos da bancada com 4 lampadas com mesma especificacdo técnica e de
mesmo fabricante (cargas similares), desenvolver um classificador capaz de determinar qual o
estado do sistema (a configuracdo de dispositivos ligados, dentre 16 combinagdes possiveis) e se
um determinado dispositivo esta ligado ou desligado em um determinado instante de tempo.

Uma vez coletado o conjunto de amostras, representado pela matriz L[NxM], onde N é o
nimero amostras (no presente caso sdo 2400 amostras) e M = 14 é o nimero de caracteristicas do
sinal, foi realizado o processo de normalizagdo do conjunto de dados, conforme a seguir:

L(:,j)—min(L(:,j))
max(L(:,j))—min(L(if)) ’

LG = vi=12,..,M, 1)

de modo que cada coluna de L' contém valores reais entre 0 e 1, sendo 0 o0 menor valor da coluna
de caracteristica e 1 0 maior valor.

2.3 Método de aprendizado
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Com o objetivo de realizar o processo de identificacdo dos dispositivos a partir das
informacGes apresentadas na Subsecdo 2.1, foi utilizado uma Rede Neural Artificial (RNA)
denominada Multi-Layer Perceptron (MLP). O processo de treinamento da rede foi realizado
com algoritmo de aprendizado supervisionado Back Propagation (BP) [Rumelhart et al., 1986].

O MLP é uma rede neural com uma camada de entrada, uma camada de saida e uma ou
mais camadas escondidas, onde os neuronios de uma camada estdo conectados com todos 0s
neurdnios das camadas adjacentes (Figura 3).
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Figura 3. llustracéo da rede neural MLP.

O processo de escolha dos parametros da rede foi realizado empiricamente a partir dos
resultados apresentados em [Paixéo et al., 2016]. Foram gerados novos classificadores variando o
namero de neurdnios, nimero de camadas, nimero de ciclos e taxa de aprendizado, a fim de
melhorar significativamente o resultado da rede neural. Todos os neurdnios das redes testadas
foram configurados com a fungéo de ativacéo sigmoide.

A Tabela 2 representa a configuragdo das redes neurais geradas no presente trabalho,
onde estdo descritos: 0 nimero de camadas das redes neurais, 0 nimero de neurdnios em cada
camada, 0 nimero de ciclos no aprendizado e a taxa de aprendizado da rede. Na coluna
Neurdnios por camada, 0 primeiro e o Ultimo termos representam o nimero de neurdnios nas
camadas de entrada e saida, respectivamente, enquanto que o termo central (quando ha),
representa 0 nimero de neurdnios na camada intermediaria. Como pode ser observado, as RNAs
foram configuradas com quatro neurbnios na camada de saida. Assim, elas sdo capazes de
identificar as 16 configuracGes possiveis de dispositivos (16 classes).

Tabela 2 - Configuracdo das redes neurais geradas.

Classificador Ne de Neuronios por Critério de parada Taxa de
camadas camada N° de ciclos aprendizado
MLP_A 2 8-4 100 mil 0,20
MLP B 2 8-4 100 mil 0,01
MLP_C 3 22-18-4 10 mil 0,20
MLP_D 3 22-18-4 100 mil 0,20
MLP_E 3 22-18-4 100 mil 0,01
MLP_F 3 32-20-4 100 mil 0,01
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O algoritmo Back Propagation foi responsavel pelo treinamento da rede neural. Neste
algoritmo, os neurdnios da camada de entrada receberam as informagOes de uma amostra (14
valores de entrada), propagaram o sinal para as camadas adjacentes até a Gltima camada (camada
de saida), que identificava os dispositivos estavam ligados naquele instante de tempo. Em
seguida, fez-se a retro propagacdo do erro e o ajuste dos pesos da rede. O erro foi determinado
pela diferenca entre a saida esperada e a saida encontrada pela rede. O ajuste dos pesos foi
determinado por meio da regra delta generalizada [Rumelhart et al., 1986]. Este procedimento foi
feito para todos os casos presentes na matriz L' e, repetido, iterativamente, até que os critérios de
parada sejam satisfeitos. Cada ciclo corresponde a uma passagem completa da matriz L'. O
aprendizado termina quando ndo houver melhora no aprendizado (auséncia de variancia minima
no erro médio quadréatico dos ultimos ciclos) ou quando completar um nimero maximo de ciclos,
valendo o que ocorrer primeiro.

Durante a execucdo desse algoritmo de aprendizado, a RNA adquire conhecimento
atraves das caracteristicas ou padrdes contidos no conjunto de amostras.

2.4 Analise de desempenho

Para avaliar o desempenho das RNA, optou-se por utilizar o método de validacdo
cruzada (cross-validation), com a selecdo aleatoria de 10% dos casos contidos em L' (vide
Subsegdo 2.2) para o conjunto de testes e os demais casos divididos em 10 conjuntos de
treinamento e validagdo. A validacdo cruzada com 10 conjuntos € um método robusto para
analise de desempenho de classificadores inteligentes aplicados a problemas reais [Kohavi,
1995]. Justifica-se a escolha do referido método de validagdo por ser o mesmo método utilizado
em [Paixdo et al., 2016] e ser um método consagrado na literatura e que permite que 0s
resultados aqui apresentados possam servir de base para comparagdo com trabalhos futuros.

3. Resultados e discussoes

Experimentos preliminares demonstraram que 0s erros apresentados pela rede ocorrem
majoritariamente entre classes que possuem a mesma quantidade de lampadas ligadas. Com base
nestes resultados, implementou-se uma matriz de similaridade, definida em [Li et al., 2016], para
penalizar mais, durante o aprendizado, os erros entre classes com mesma quantidade de
dispositivos. Primeiramente, calcula-se o ponto médio no plano das amostras de cada classe e,
entdo, calcula-se a matriz de similaridade entre classes por meio da inversa da distancia
euclidiana entre esses pontos. Ou seja, classes proximas terdo maior similaridade que classes
mais distantes. Esse grau de similaridade é levado em conta no treinamento da rede neural, onde
0 erro é ponderado pelo grau com o intuito de dar mais importancia a erros em casos de classes
similares.

Foram realizados novos experimentos com e sem o uso da matriz de similaridade,
partindo de um mesmo conjunto de pesos iniciais aleatorios (mesma rede). Os resultados com a
matriz foram inferiores, de modo que chegou-se a conclusdo de que a matriz de similaridade nédo
resultou em melhoras no aprendizado do classificador.

Em sequéncia, foram realizados os experimentos computacionais com as configuragdes
de rede, definidas na Subsegdo 2.3. A Tabela 3 apresenta uma comparagdo entre os resultados
obtidos na identificacdo do estado de um dispositivo especifico (ligado ou desligado) no presente
trabalho e os melhores resultados obtidos em [Paixao et al., 2016]. Nessa tabela, sdo apresentadas
as taxas de acerto de cada classificador obtidos nas etapas de treinamento, validacao e teste. As
primeiras duas linhas apresentam, respectivamente, o melhor resultado geral (algoritmo RBC +
K-Means) e com o uso de MLP (MLP_8) obtido em [Paix&o et al., 2016]. As demais linhas
apresentam os resultados obtidos no presente trabalho. Os resultados destacados representam o
melhor desempenho em cada etapa.
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Tabela 3. Taxa de acerto (em %) obtida na identificacdo do dispositivo.

Classificador | Treinamento | Validagéo Teste
RBC+K-Means 85,65 84,79
MLP_8 81,67 81,37 80,73
MLP_A 83,36 81,52 80,31
MLP_B 83,97 82,44 82,50
MLP_C 90,30 84,91 87,08
MLP_D 91,05 84,92 87,19
MLP_E 94,77 88,58 88,44
MLP_F 95,36 88,28 88,13

Como pode ser observado, 0s experimentos realizados no presente trabalho
representaram uma melhora de 3,65 pontos percentuais no desempenho da técnica de
classificagdo por rede MLP na identificacdo do estado dos dispositivos, obtendo uma taxa de
acerto sobre o conjunto de teste no valor de 88,44%. E possivel constatar que o aumento no
namero de camadas e de neurdnios contribuiu significativamente para a melhoria no desempenho
dos classificadores (configuracBes C, D, E e F).

Complementarmente, também é possivel observar que o0 aumento no tamanho da rede de
E para F ocasionou o overfitting da rede maior, gerando uma especializacdo do aprendizado no
conjunto de treinamento e uma perda de desempenho nos demais conjuntos. Outro fator a ser
observado é a melhora nos resultados quando a taxa de aprendizado é menor. Isto pode ser
justificado pela menor oscilacéo dos pesos da rede ao utilizar uma taxa de aprendizado menor.

A Tabela 4 apresenta uma comparagdo entre os resultados obtidos na identificacdo da
classe (conjunto de dispositivos ligados) no presente trabalho e os melhores resultados obtidos
em [Paixao et al., 2016]. Nessa tabela, s@o apresentadas as taxas de acerto de cada classificador
obtidos nas etapas de treinamento, validacdo e teste. As primeiras duas linhas apresentam,
respectivamente, o melhor resultado geral (algoritmo K-Means) e com o uso de MLP obtido em
[Paixéo et al., 2016]. As demais linhas apresentam os resultados obtidos no presente trabalho. Os
resultados destacados representam o melhor desempenho em cada etapa.

Tabela 4. Taxa de acerto (em %) obtida na identificacdo da classe.

Classificador Treinamento Validacéo Teste
RBC+K-Means --- 75,46 72,50
MLP_8 54,94 59,73 55,84
MLP_A 54,37 51,44 47,92
MLP_B 56,00 52,82 52,08
MLP_C 78,00 68,52 72,08
MLP_D 79,50 68,80 72,08
MLP_E 86,35 74,07 74,58
MLP_F 88,16 74,95 74,17

Como pode ser observado na Tabela 4, os classificadores obtiveram um desempenho
semelhante no processo de identificacdo das classes ao dos dispositivos. A Unica diferenca ocorre
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sobre o conjunto de validacdo, no qual a configuracdo F obteve um desempenho melhor que a
configuracdo E. Mesmo com esta diferenca, o principal critério de avaliagdo do classificador, que
é a taxa de acerto sobre o conjunto de teste, pressupde um overfitting na configuracdo F. Desta
maneira, pode-se concluir que a configuracdo de MLP para identificacdo de dispositivo e de
classe é a MLP_E, apresentando taxas de acerto de 88,44% e 74,58%, respectivamente.

4. Consideragdes finais

O problema de identificacdo de cargas elétricas consideradas similares é um problema de
dificil solugdo e que tem ganhado cada vez mais importancia com o surgimento do conceito
smart grid. Para abordar tal problema, neste trabalho, optou-se pelo aprofundamento dos
experimentos realizados em [Paixdo et al., 2016].

Inicialmente, fez-se a analise dos dados obtidos no referido trabalho a partir de uma
plataforma experimental, composta de um arranjo de 4 lampadas fluorescentes compactas, de um
mesmo fabricante e com caracteristicas elétricas similares. Posteriormente, através da analise dos
resultados obtidos em [Paixéo et al., 2016] e do potencial do uso de redes neurais artificiais para
resolucdo de problemas de classificacdo, optou-se por explorar, de maneira mais detalhada, o uso
desta técnica sobre 0 mesmo conjunto de amostras.

Como contribuicdo relevante deste trabalho, pode-se destacar o desenvolvimento de
versbes de redes neurais do tipo MLP cujos resultados mostram um avan¢o na busca por
identificar, com precisdo e de forma robusta, cargas elétricas similares. Destaca-se que a rede
neural MLP_E (vide Tabela 2) obteve o melhor desempenho, tanto para a identificacdo dos
dispositivos quanto para a identificagdo das classes com taxa de acerto de 88,44% e 74,58%,
respectivamente. Esses valores superam, respectivamente, os resultados de 84,79% e 72,50%
obtidos em [Paixdo et al., 2016] , reafirmando, portanto, o referido avanco na tentativa de
resolver o problema de identificar cargas similares.

Ressalta-se, por fim, que este trabalho ndo esgota o tema tratado, ao contrario, abre novas
perspectivas de investigacdo como, por exemplo, na aplicacdo de métodos automaticos de selegdo
de heuristicas e parametros das técnicas aplicadas ao problema.
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